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KAPITEL 1

Extremwertverteilungen

In diesem ersten Kapitel werden wir Extremwertverteilungen einführen.

1.1. Grundbegriffe

Wasserstände, Niederschlagsmengen, Log-Returns einer Aktie, Leistungen von Sportlern und
andere Größen lassen sich unter Umständen durch unabhängige identisch verteilte (u.i.v.)
Zufallsvariablen modellieren. Wir bezeichnen also mit X1, X2, ... eine Folge von u.i.v. Zufalls-
variablen.

Definition 1.1.1. Die Verteilungsfunktion von Xi ist definiert durch

F (t) = P[Xi ≤ t], t ∈ R.

Es sei bemerkt, dass alle Zufallsvariablen die gleiche Verteilungsfunktion haben, da sie als
identisch verteilt vorausgesetzt werden. In der Extremwerttheorie ist es oft einfacher, die
sogenannte Tailfunktion F̄ zu betrachten.

Definition 1.1.2. Die Tailfunktion von Xi ist definiert durch

F̄ (t) = 1− F (t) = P[Xi > t], t ∈ R.

Stellt man sich Xi als den Wasserstand während des i-ten Sturmes und t als die Deichhöhe
vor, so ist F̄ (t) die Wahrscheinlichkeit, dass der Deich während eines Sturmes überflutet
wird.

Wir fassen die wichtigsten Eigenschaften der Verteilungsfunktion zusammen:

• F ist monoton nichtfallend, d.h. es gilt F (s) ≤ F (t) für alle s ≤ t.
• limt→−∞ F (t) = 0 und limt→+∞ F (t) = 1.
• F ist rechtsstetig, d.h. es gilt limt↓t0 F (t) = F (t0) für alle t ∈ R.

Für die Tailfunktion gilt dementsprechend
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Abbildung 1. Veranschaulichung von Mn.

• F̄ ist monoton nichsteigend, d.h. es gilt F̄ (s) ≥ F̄ (t) für alle s ≤ t.
• limt→−∞ F̄ (t) = 1 und limt→+∞ F̄ (t) = 0.
• F̄ ist rechtsstetig.

Bezeichnen X1, X2, . . . , Xn die Wasserstände während der n Stürme, die innerhalb eines
Jahres beobachtet wurden, so interessieren wir uns für das Jahresmaximum. Dafür führen
wir nun eine Notation ein:

Mit Mn bezeichnen wir das Maximum von X1, . . . , Xn:

Mn = max{X1, . . . , Xn}, n ∈ N.

Der nächste Satz, auf den wir im Folgenden sehr oft zurückgreifen werden, beschreibt die
Verteilungsfunktion von Mn.

Satz 1.1.3. Die Verteilungsfunktion von Mn ist gegeben durch

P[Mn ≤ t] = F n(t) für alle t ∈ R.

Beweis. Das Maximums Mn bleibt genau dann unterhalb von t, wenn alle Zufallsvariablen
X1, . . . , Xn unterhalb von t bleiben, d.h.

P[Mn ≤ t] = P[max{X1, . . . , Xn} ≤ t] = P[X1 ≤ t, . . . , Xn ≤ t].

Indem wir zuerst die Unabhängigkeit der Zufallsvariablen X1, . . . , Xn benutzen und dann
die Verteilungsfunktion F einsetzen, erhalten wir

P[X1 ≤ t, . . . , Xn ≤ t] = P[X1 ≤ t] · . . . · P[Xn ≤ t] = F n(t).

Zusammen ergibt sich die Formel P[Mn ≤ t] = F n(t). �

3



Aufgabe 1.1.4. Seien X1, . . . , Xn u.i.v. Zufallsvariablen mit Verteilungsfunktion F .

(a) Bestimmen Sie die Verteilungsfunktion des Minimums mn := min{X1, . . . , Xn}.
Hinweis: Es ist einfacher, die Tailfunktion von mn zu berechnen.

(b) Bestimmen Sie die gemeinsame Verteilungsfunktion von mn und Mn, d.h. berech-
nen Sie die Wahrscheinlichkeit P[mn ≤ s,Mn ≤ t].

Aufgabe 1.1.5. Es seien N,X1, X2, . . . unabhängige Zufallsvariablen. Die Zufallsvariable
N sei Poisson-verteilt mit Parameter λ > 0. Die Zufallsvariablen X1, X2, . . . seien ex-
ponentialverteilt mit Parameter 1, d.h. P[Xi ≥ t] = e−t für t > 0. Bestimmen Sie die
Verteilungsfunktion von

M = max{X1, . . . , XN}.
Für N = 0 sei das Maximum als 0 definiert.

1.2. Extremwertverteilungen: Gumbel, Fréchet, Weibull

Wir werden uns für das Verhalten der Verteilungsfunktion von Mn für n→∞ interessieren.
Als Vorbild soll uns der zentrale Grenzwertsatz dienen. Dieser besagt, dass für u.i.v.
Zufallsvariablen X1, X2, . . . mit endlichem Erwartungswert µ und endlicher Varianz σ2 > 0
die Verteilungskonvergenz

X1 + . . .+Xn − nµ
σ
√
n

d−→
n→∞

N (0, 1)

gilt, wobei N (0, 1) eine Standardnormalverteilung bezeichnet.

Wir wollen nun ein Analogon des zentralen Grenzwertsatzes für das Maximum Mn herleiten.
Seien also X1, X2, . . . u.i.v. Zufallsvariablen mit Verteilungsfunktion F . Wir fragen uns, ob
es Folgen von Konstanten an ∈ R, bn > 0 und eine Verteilungsfunktion G gibt, so dass für
n→∞ die folgende Verteilungskonvergenz gilt:

(1.2.1)
Mn − an

bn

d−→
n→∞

G.

Es sei bemerkt, dass wir in (1.2.1) eine Normierung von Mn mit beliebigen Folgen an und
bn (und nicht nur mit dem Erwartungswert und der Standardabweichung) zulassen, da, wie
wir später sehen werden, in vielen interessanten Fällen der Erwartungswert und die Varianz
gar nicht existieren.

Eine Verteilung, die als Grenzwert in (1.2.1) auftreten kann, heißt Extremwertverteilung.
Die Verteilungskonvergenz in (1.2.1) bedeutet, dass

(1.2.2) lim
n→∞

P
[
Mn − an

bn
≤ t

]
= G(t)

für alle Stetigkeitspunkte t von G. Im Folgenden werden wir drei Beispiele von (1.2.2)
Extremwertverteilungen (oder sogar Familien von Extremwertverteilungen) konstruieren.
Später werden wir zeigen, dass es bis auf lineare Transformationen keine weiteren Extrem-
wertverteilungen gibt.

Gumbel-Verteilung Λ(t) = e−e−t
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Der nächste Satz zeigt, dass die Gumbel-Verteilung eine Grenzwertverteilung für Maxima
von u.i.v. exponentialverteilten Zufallsvariablen ist.

Satz 1.2.1. Die Zufallsvariablen X1, X2, . . . seien unabhängig und exponentialverteilt
mit Parameter 1, d.h.

F̄ (t) =

{
e−t, t ≥ 0,

1, t ≤ 0.

Dann gilt
lim
n→∞

P[Mn − log n ≤ t] = e−e−t , t ∈ R.
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Abbildung 2. Eine mit Parameter 1 exponentialverteilte Stichprobe vom
Umfang n = 5000.

Beweis. Sei t ∈ R beliebig. Mit Satz 1.1.3 gilt

P[Mn − log n ≤ t] = P[Mn ≤ t+ log n] = F n(t+ log n).

Die Zufallsvariablen Xi sind exponentialverteilt und t+ log n > 0 für n hinreichend groß. Es
folgt, dass bei einem hinreichend großen n,

P[Mn − log n ≤ t] = (1− e−(t+logn))n =

(
1− e−t

n

)n
→
n→∞

e−e−t .

Somit gilt Mn − log n
d−→

n→∞
Λ. �

Definition 1.2.2. Eine Zufallsvariable hat Gumbel-Verteilung, wenn ihre Vertei-
lungsfunktion die folgende Gestalt hat:

Λ(t) = e−e−t , t ∈ R.

Bemerkung 1.2.3. Gemäß Satz 1.2.1 liegt die Exponentialverteilung im Max-Anziehungsbereich
der Gumbel-Verteilung:

Exp(1) ∈ MDA(Λ).

5



-4 -2 2 4

0.2

0.4

0.6

0.8

-4 -2 2 4

0.1

0.2

0.3

Abbildung 3. Links: Verteilungsfunktion der Gumbel-Verteilung. Rechts:
Dichte der Gumbel-Verteilung.

Die Gumbel-Verteilung ist somit eine Extremwertverteilung. Man kann Satz 1.2.1 wie folgt
interpretieren: Für großes n nimmt das Maximum Mn Werte an, die sich von dem Wert log n
um eine approximativ Gumbel-verteilte “Fluktuation” unterscheiden.

Fréchet-Verteilung Φα(t) = e−t
−α
, t > 0

Definition 1.2.4. Eine Zufallsvariable heißt Fréchet-verteilt mit Parameter α > 0, wenn
ihre Verteilungsfunktion die folgende Gestalt hat:

Φα(t) =

{
e−t

−α
, t > 0,

0, t ≤ 0.
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Abbildung 4. Verteilungsfunktionen (links) und Dichten (rechts) der
Fréchet-Verteilungen mit α = 1.0, 1.5, 2.0, 2.5, 3.0.

Der nächste Satz zeigt, dass Fréchet-Verteilung eine Extremwertverteilung ist.
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Satz 1.2.5. Die Zufallsvariablen X1, X2, . . . seien Pareto-verteilt mit Parameter α > 0,
d.h.

F (t) =

{
1− t−α, t ≥ 1,

0, t ≤ 1.

Dann konvergieren für n→∞ die Zufallsvariablen n−
1
αMn in Verteilung gegen Φα, d.h.

es gilt

lim
n→∞

P
[
Mn

n1/α
≤ t

]
=

{
e−t

−α
, t > 0,

0, t ≤ 0.

Beweis. Sei t > 0 beliebig. Mit Satz 1.1.3 erhalten wir, dass

P
[
Mn

n1/α
≤ t

]
= P[Mn ≤ tn1/α] = F n(tn1/α).

Da die Zufallsvariablen Xi Pareto-verteilt sind und tn1/α > 1 für hinreichend großes n, ergibt
sich, dass

P
[
Mn

n1/α
≤ t

]
=

(
1− 1

(tn1/α)α

)n
=

(
1− 1

tαn

)n
→
n→∞

e−t
−α
.

Für t ≤ 0 gilt P[n−
1
αMn ≤ t] = 0. Daraus folgt die Behauptung. �

Bemerkung 1.2.6. Man kann Satz 1.2.5 wie folgt interpretieren: Für großes n nimmt das
Maximum Mn sehr große Werte auf der Skala n1/α an. Reskaliert man Mn mit dem Faktor
n−1/α, so erhält man approximativ Fréchet-verteilte Werte.

Weibull-Verteilung Ψα(t) = e−(−t)α , t < 0

Definition 1.2.7. Eine Zufallsvariable heißt Weibull-verteilt mit Parameter α > 0,
wenn ihre Verteilungsfunktion die folgende Form hat:

Ψα(t) =

{
e−(−t)α , t ≤ 0,

1, t ≥ 0.

Der nächste Satz zeigt, dass die Weibull-Verteilung eine Extremwertverteilung ist.

Satz 1.2.8. Seien die Zufallsvariablen X1, X2, . . . unabhängig mit der Verteilungsfunk-
tion

F (t) =


0, t ≤ −1,

1− (−t)α, t ∈ [−1, 0],

1, t ≥ 0,
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Abbildung 5. Verteilungsfunktionen (links) und Dichten (rechts) der
Weibull-Verteilungen mit α = 1.0, 1.5, 2.0, 2.5, 3.0.

wobei α > 0 ein Parameter ist. Dann konvergieren für n → ∞ die Zufallsvariablen
n1/αMn in Verteilung gegen Ψα, d.h. es gilt

(1.2.3) lim
n→∞

P[n1/αMn ≤ t] =

{
e−(−t)α , t ≤ 0,

1, t ≥ 0.

Beweis. Sei t ≤ 0 beliebig. Mit Satz 1.1.3 erhalten wir, dass

P[n1/αMn ≤ t] = P[Mn ≤ tn−1/α] = F n(tn−1/α).

Für n hinreichend groß ist tn−1/α ∈ [−1, 0]. Aus der Formel für die Verteilungsfunktion F
folgt, dass

P[n1/αMn ≤ t] = (1− (−tn−1/α)α)n =

(
1− (−t)α

n

)n
→
n→∞

e−(−t)α .

Für t ≥ 0 gilt P[n1/αMn ≤ t] = 1, denn Mn ≤ 0 f.s. Daraus folgt die Behauptung. �

Bemerkung 1.2.9. Man kann Satz 1.2.8 wie folgt interpretieren: Für großes n nähert sich
das Maximum Mn dem Wert 0 von unten an. Dabei nimmt Mn sehr kleine negative Werte
auf der Skala n−1/α an. Reskaliert man Mn mit dem Faktor n1/α, so erhält man approximativ
Weibull-verteilte Fluktuationen.

Bemerkung 1.2.10. Eine Fréchet-verteilte Zufallsvariable nimmt nur positive Werte an.
Eine Weibull-verteilte Zufallsvariable nimmt nur negative Werte an. Eine Gumbel-verteilte
Zufallsvariable kann sowohl positive als auch negative Werte annehmen.
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1.3. Extremwertverteilungen und deren Max-Anziehungsbereiche: Definition

Wir werden uns für die Gestalt der Verteilungsfunktion des MaximumsMn = max{X1, . . . , Xn}
für große Werte von n interessieren. Zunächst einmal erinnern wir uns an zwei klassische Sätze
über die Verteilung der Summe X1 + . . .+Xn.

Das starke Gesetz der großen Zahlen besagt, dass für u.i.v. Zufallsvariablen X1, X2, . . .
mit endlichem Erwartungswert µ

X1 + . . .+Xn

n

f.s.−→
n→∞

µ.

Wenn (1.2.1) bzw. (1.3.1) gilt, so sagen wir, dass G eine Extremwertverteilung ist und
dass die Verteilungsfunktion F (bzw. die Zufallsvariablen Xi) im Max-Anziehungsbereich
von G liegt.

Eine äquivalente Formulierung ist diese:

(1.3.1) lim
n→∞

F n(an + bnt) = G(t)

für alle Stetigkeitspunkte t von G.

Bemerkung 1.3.1. Es gibt einen Spezialfall von (1.2.1) und (1.3.1), der nicht interessant
ist, und den wir deshalb ausschließen möchten. Eine Zufallsvariable Z, bzw. deren Vertei-
lungsfunktion G(t) = P[Z ≤ t], heißt degeneriert, wenn es einen Wert c mit P[Z = c] = 1,
bzw.

(1.3.2) G(t) =

{
0, t < c,

1, t ≥ c

gibt. Für jede Verteilungsfunktion F kann man durch die “falsche” Wahl der Konstanten
an, bn erreichen, dass (1.2.1) bzw. (1.3.1) mit einer degenerierten Verteilungsfunktion G gilt.
Man kann zum Beispiel an = 0 und bn derart schnell steigend wählen, dass Mn/bn gegen 0 in
Verteilung konvergiert (Übungsaufgabe). Deshalb werden wir im Folgenden die degenerierten
Verteilungsfunktionen G der Form (1.3.2) aus unseren Definitionen ausschließen.

Definition 1.3.2. Der Max-Anziehungsbereich einer nichtdegenerierten Verteilungs-
funktion G besteht aus allen Verteilungsfunktionen F , für die es zwei Folgen an ∈ R und
bn > 0 gibt, so dass

(1.3.3) lim
n→∞

F n(an + bnt) = G(t)

für alle Stetigkeitspunkte t von G.

Den Max-Anziehungsbereich von G werden wir mit MDA(G) (maximum domain of at-
traction) bezeichnen. Wir werden im Folgenden sehen, dass es nur sehr wenige Verteilungs-
funktionen G mit einem nicht-leeren Max-Anziehungsbereich gibt.
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Definition 1.3.3. Eine nichtdegenerierte Verteilungsfunktion G heißt eine Extrem-
wertverteilung, wenn der Max-Anziehungsbereich von G nicht leer ist.

Somit ist G eine Extremwertverteilung, wenn es eine Verteilungsfunktion F und zwei Folgen
an ∈ R und bn > 0 gibt, so dass (1.3.3) gilt.

Bemerkung 1.3.4. Später werden wir sehen, dass alle Extremwertverteilungsfunktionen
stetig sind. Deshalb kann man Definition 1.3.2 vereinfachen, indem man die Einschränkung
auf die Stetigkeitspunkte von t weglässt und stattdessen verlangt, dass (1.3.3) für alle t ∈ R
gilt.

Bemerkung 1.3.5. Wir machen in diesem Buch keinen Unterschied zwischen einer Vertei-
lung (die ein Wahrscheinlichkeismaß auf R ist) und der dazugehörigen Verteilungsfunktion.
Zum Beispiel bezeichnen wir oft eine Verteilungsfunktion als “Extremwertverteilung”.

1.4. Satz von Fisher-Tippett-Gnedenko

Wir haben folgende Extremwertverteilungen konstruiert: Die Gumbel-Verteilung Λ, die Fréchet-
Verteilung Φα (wobei α > 0) und die Weibull-Verteilung Ψα (wobei α > 0). Weitere Beispiele
von Extremwertverteilungen können konstruiert werden, indem wir auf die oben genannten
Verteilungen lineare Transformationen anwenden.

Definition 1.4.1. Zwei Zufallsvariablen Z1 und Z2 sind vom gleichen Typ, wenn es
c > 0 und d ∈ R gibt mit

Z1
d
= cZ2 + d.

Notation: Z1 ./ Z2.

Bezeichnen wir mit F1 und F2 die Verteilungsfunktionen von Z1 und Z2, so kann man die
obige Bedingung wie folgt formulieren:

F1(t) = P[Z1 ≤ t] = P[cZ2 + d ≤ t] = P
[
Z2 ≤

t− d
c

]
= F2

(
t− d
c

)
.

Definition 1.4.2. Zwei Verteilungsfunktionen F1 und F2 sind vom gleichen Typ,
wenn es c > 0 und d ∈ R gibt, so dass für alle t ∈ R

F1(t) = F2

(
t− d
c

)
.

Notation: F1 ./ F2.

Beispiel 1.4.3. Die Gleichverteilung auf dem Intervall [0, 1] ist vom gleichen Typ wie die
Gleichverteilung auf einem beliebigen Intervall [a, b]. Die Normalverteilung mit beliebigen
Parametern ist vom gleichen Typ wie die Standardnormalverteilung.
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Aufgabe 1.4.4. Zeigen Sie, dass on eine Äquivalenzrelation ist, d. h.

(1) F on F .
(2) F on G ⇒ G on F .
(3) F on G, G on H ⇒ F on H.

Proposition 1.4.5. Hat eine Zufallsvariable Z (mit Verteilungsfunktion G(t)) eine Ex-
tremwertverteilung, so hat für beliebige c > 0 und d ∈ R auch die Zufallsvariable cZ + d
(mit Verteilungsfunktion G

(
t−d
c

)
) eine Extremwertverteilung.

Beweis. Die Voraussetzung, dass die Zufallsvariable Z einer Extremwertverteilung gehorcht,
bedeutet, dass es unabhängige identisch verteilte Zufallsvariablen X1, X2, . . . und Folgen
an ∈ R, bn > 0 gibt, so dass

max{X1, . . . , Xn} − an
bn

d−→
n→∞

Z.

Daraus folgt, dass

max{cX1, . . . , cXn} − (can − dbn)

bn

d−→
n→∞

cZ + d.

Somit hat die Zufallsvariable cZ + d ebenfalls eine Extremwertverteilung. �

Aufgabe 1.4.6. Zeigen Sie, dass die Max-Anziehungsbereiche der Verteilungsfunktionen
G(t) und G

(
t−d
c

)
gleich sind.

Aus Proposition 1.4.5 folgt, dass für beliebige µ ∈ R und σ > 0, die folgenden Verteilungen
Extremwertverteilungen sind:

Verteilungen vom Gumbel-Typ:

(1.4.1) Λ

(
t− µ
σ

)
= exp

{
−e−

t−µ
σ

}
, t ∈ R.

Verteilungen vom Fréchet-Typ (mit Parameter α > 0):

(1.4.2) Φα

(
t− µ
σ

)
=

{
exp

{
−
(
t−µ
σ

)−α}
, falls t > µ,

0, sonst.

Verteilungen vom Weibull-Typ (mit Parameter α > 0):

(1.4.3) Ψα

(
t− µ
σ

)
=

{
exp

{
−
(
− t−µ

σ

)α}
, falls t < µ,

1, sonst.

Ein zentraler Satz der Extremwerttheorie besagt, dass es keine weiteren Extremwertvertei-
lungen gibt:
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Satz 1.4.7 (Fisher-Tippett (1928), Gnedenko (1943)). Jede Extremwertverteilung gehört
einer der drei Familien (1.4.1), (1.4.2), (1.4.3) an.

1.5. Jenkinson-von Mises-Darstellung

Es gibt eine Darstellung (Jenkinson-von Mises-Darstellung), die alle drei Familien (1.4.1),
(1.4.2), (1.4.3) als Spezialfälle beinhaltet. Betrachte nämlich die folgende Familie von Ver-
teilungsfunktionen (parametrisiert durch γ ∈ R)

Gγ(t) =


exp

{
−(1 + γt)−1/γ

}
, falls 1 + γt > 0,

0, falls γ > 0 und t ≤ −1/γ,

1, falls γ < 0 und t ≥ −1/γ.

Folgendes lässt sich nun leicht überprüfen:

(1) Für γ > 0 ist Gγ vom gleichen Typ wie die Fréchet-Verteilung Φ1/γ(t) = e−t
−1/γ

,
t > 0.

(2) Für γ < 0 ist Gγ vom gleichen Typ wie die Weibull-Verteilung Ψ−1/γ(t) = e−(−t)−1/γ
,

t < 0.
(3) Für γ = 0 ist (1 + γt)−1/γ nicht wohldefiniert. Wir interpretieren diesen Term dann

als Grenzwert für γ → 0:

lim
γ→0

(1 + γt)−1/γ = e−t.

Somit ist G0(t) = e−e−t , t ∈ R, die Gumbel-Verteilung.

Der Satz von Fisher-Tippett-Gnedenko lässt sich also auch wie folgt formulieren.

Satz 1.5.1 (Fisher-Tippett (1928), Gnedenko (1943)). Jede Extremwertverteilung hat
die Form Gγ(ct+ d) mit passenden Parametern γ ∈ R, c > 0, d ∈ R.

Eine in der Form Gγ(ct + d) dargestellte Extremwertverteilung wird in der Statistik auch
GEV-Verteilung genannt (General Extreme-Value Distribution).

Kommentare

12



KAPITEL 2

Cauchy-Funktionalgleichung

Die Resultate dieses Kapitels haben zwar keinen direkten Bezug zur Extremwerttheorie,
werden aber später benötigt, um den Satz von Fisher-Tippett-Gnedenko zu beweisen. Au-
ßerdem werden diese Resultate benutzt, um einige Eigenschaften von regulär variierenden
Funktionen herzuleiten.

2.1. Additive und multiplikative Funktionen

Definition 2.1.1. Eine Funktion f : R→ R heißt additiv, wenn

(2.1.1) f(x+ y) = f(x) + f(y) für alle x, y ∈ R.
Die Gleichung (2.1.1) heißt Cauchy-Funkionalgleichung.

Es ist klar, dass eine Funktion der Form f(x) = cx additiv ist. Gibt es weitere additive
Funktionen? Wir werden sehen, dass die Antwort “nein” lautet, allerdings nur wenn man an
die Funktion f zusätzliche Bedingungen wie Stetigkeit, Monotonie oder Messbarkeit stellt.

Man kann auch eine multiplikative Version der Cauchy-Funktionalgleichung formulieren.

Definition 2.1.2. Eine Funktion g : (0,∞)→ (0,∞) heißt multiplikativ, wenn

(2.1.2) g(xy) = g(x)g(y) für alle x, y > 0.

Die Funktion g(x) = xc ist für jedes c ∈ R multiplikativ und es stellt sich die Frage, ob es
weitere multiplikative Funktionen gibt.

Vom Standpunkt der Algebra ist eine additive Funktion ein Homomorphismus aus der addi-
tiven Gruppe der reellen Zahlen (R,+) in sich selbst. Analog ist eine multiplikative Funktion
ein Homomorphismus der multiplikativen Gruppe der positiven Zahlen (R>0, ·) in sich selbst.
Da die Exponentialfunktion und der Logarithmus

exp : (R,+)→ (R>0, ·), log : (R>0, ·)→ (R,+)

einen Isomorphismus (und sein Inverses) zwischen den beiden Gruppen definieren, lässt sich
aus jeder multiplikativen Funktion g eine additive Funktion

f(x) = log g(ex), x ∈ R,
13



basteln. Somit können alle Fragen über multiplikative Funktionen auf entsprechende Fragen
über additive Funktionen reduziert werden. Im Folgenden werden wir deshalb nur additive
Funktionen betrachten.

2.2. Stetige Lösungen

Satz 2.2.1 (Cauchy, 1821). Eine Funktion f : R → R sei additiv und überall stetig.
Dann hat f die Form f(x) = cx für ein c ∈ R.

Beweis. Schritt 1. Mit x = y = 0 ergibt sich f(0) = f(0) + f(0), somit ist f(0) = 0. Mit
y = −x ergibt sich f(0) = f(x) + f(−x), somit ist f(−x) = −f(x) für alle x ∈ R.

Schritt 2. Per Induktion zeigt man, dass die Additivität sogar für eine beliebige Anzahl
von Summanden gilt:

f(x1 + . . .+ xn) = f(x1) + . . .+ f(xn), x1, . . . , xn ∈ R.

Schritt 3. Mit x1 = . . . = xn = 1/n erhält man f(1) = nf(1/n), also

f

(
1

n

)
=
f(1)

n
=
c

n

für alle n ∈ N. Dabei haben wir c := f(1) gesetzt.

Schritt 4. Indem wir die Additivität für m Summanden, die alle gleich 1/n sind, benutzen,
erhalten wir, dass

f
(m
n

)
= mf

(
1

n
+ . . .+

1

n

)
= mf

(
1

n

)
= c

m

n

für alle m ∈ N. Somit gilt für alle rationalen Zahlen r, dass f(r) = cr, wobei das wegen
Schritt 1 auch für negatives r richtig ist.

Schritt 5. Bislang haben wir nur die Additivität und keine Stetigkeit benutzt. Sei x ∈ R
beliebig. Es gibt eine Folge von rationalen Zahlen r1, r2, . . ., die gegen x konvergiert. Für
jedes n gilt f(rn) = crn wegen Schritt 4. Nun benutzen wir die Stetigkeit:

f(x) = lim
n→∞

f(rn) = lim
n→∞

crn = cx.

Somit ist die Behauptung bewiesen. �

Satz 2.2.2 (Darboux, 1875). Eine Funktion f : R → R sei additiv und an mindestens
einer Stelle z0 stetig. Dann hat f die Form f(x) = cx für ein c ∈ R.

Beweis. Schritt 1. Wir zeigen, dass aus der Stetigkeit an der Stelle z0 (für additive
Funktion f) die Stetigkeit an der Stelle 0 folgt. Die Stetigkeit an der Stelle z0 bedeutet, dass

lim
u→0

f(z0 + u) = f(z0).
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Wegen der Additivität gilt aber f(z0 + u) = f(z0) + f(u). Die obige Bedingung lässt sich
also wie folgt darstellen:

lim
u→0

f(u) = 0,

Somit ist die Funktion f stetig an der Stelle 0.

Schritt 2. Wir zeigen, dass f überall stetig ist. Sei x ∈ R beliebig. Dann gilt

lim
u→0

f(x+ u) = lim
u→0

(f(x) + f(u)) = f(x) + lim
u→0

f(u) = f(x),

wobei wir Additivität und Stetigkeit an der Stelle 0 (Schritt 1) benutzt haben. Somit ist f
überall stetig.

Schritt 3. Nun können wir den Satz von Cauchy anwenden. �

Aufgabe 2.2.3. Eine Funktion f sei additiv und auf einem Intervall (a, b) monoton. Zeigen
Sie, dass f die Form f(x) = cx hat.

2.3. Satz von Steinhaus

Wir werden im Folgenden zeigen, dass sich die Eigenschaft der Stetigkeit im Satz von Cauchy
durch die viel schwächere Eigenschaft der Messbarkeit1 ersetzen lässt. Dafür benötigen wir
den Satz von Steinhaus, der in diesem Abschnitt bewiesen wird.

Definition 2.3.1. Für zwei Mengen A,B ⊂ R definieren wir die Minkowski-Summe

A+B = {a+ b : a ∈ A, b ∈ B}
und die Minkowski-Differenz

A−B = {a− b : a ∈ A, b ∈ B}.

Insbesondere werden wir uns für die Selbstdifferenz A − A einer Menge A interessieren. Es
ist klar, dass 0 ∈ A − A. Der nächste Satz besagt, dass A − A erstaunlicherweise sogar ein
Intervall um 0 enthält, wenn das Lebesgue-Maß von A positiv ist.

Wir bezeichnen das Lebesgue-Maß einer Menge A mit λ(A).

Satz 2.3.2 (Steinhaus, 1920). Sei A ⊂ R eine messbare Menge mit λ(A) > 0. Dann
gibt es ein δ > 0 mit (−δ, δ) ⊂ A− A.

Beweis. Schritt 1. Ohne Einschränkung der Allgemeinheit können wir annehmen, dass
λ(A) < ∞. In der Tat, mindestens eine der Mengen Ai := A ∩ [i, i + 1) hat ein strikt
positives Lebesgue-Maß. Es reicht, den Satz für eine solche Menge Ai zu beweisen, denn

1Messbarkeit wird hier immer im Sinne von Lebesgue verstanden.
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Ai − Ai ⊂ A − A. Wegen λ(Ai) ≤ 1 reicht es, den Satz von Steinhaus nur für Mengen mit
endlichem Lebesgue-Maß zu beweisen.

Schritt 2. Sei also λ(A) 6= 0,∞. Wir zeigen, dass es ein Intervall I mit λ(A ∩ I) > 9
10
λ(I)

gibt. Somit wird das Intervall I zu mindestens 90% von A überdeckt. Das Lebesgue-Maß
von A wird wie folgt definiert:

λ(A) = inf
∞∑
k=1

λ(Ik),

wobei das Infimum über alle Überdeckungen von A durch abzählbar viele Intervalle I1, I2, . . .
genommen wird. Wegen λ(A) 6= 0,∞ gibt es also eine Überdeckung mit

(2.3.1)
∞∑
k=1

λ(Ik) <
10

9
λ(A).

Wäre nun λ(A ∩ Ik) ≤ 9
10
λ(Ik) für jedes k ∈ N, so hätten wir

λ(A) ≤
∞∑
k=1

λ(A ∩ Ik) ≤
9

10

∞∑
k=1

λ(Ik),

was wegen λ(A) 6= 0,∞ im Widerspruch zu (2.3.1) steht. Somit ist λ(A ∩ Ik) > 9
10
λ(Ik) für

mindestens ein k und wir können I = Ik nehmen.

Schritt 3. Sei δ = 1
2
λ(I). Wir zeigen, dass (−δ, δ) ⊂ A−A. Sei also x eine reelle Zahl mit

|x| < δ. Wir wollen zeigen, dass x ∈ A − A. Dies ist aber äquivalent zu A ∩ (A + x) 6= ∅
(Übungsaufgabe!), wobei A+x = {a+x : a ∈ A} die um x verschobene Menge A bezeichnet.
Es reicht also zu zeigen, dass

(2.3.2) (A ∩ I) ∩ ((A ∩ I) + x) 6= ∅,
denn A∩ I ist eine Teilmengen von A. Nun haben die beiden Mengen A∩ I und (A∩ I) + x
das gleiche Lebesgue-Maß > 9

10
λ(I). Auf der anderen Seite sind beide Mengen im Intervall

I ∪ (I + x) enthalten, dessen Länge wegen λ(I) = 2δ und |x| < δ höchstens 3δ = 3
2
λ(I)

ist. Da 2 · 9
10
> 3

2
ist, müssen sich die Mengen A ∩ I und (A ∩ I) + x schneiden! Somit ist

Behauptung (2.3.2) bewiesen. �

Aufgabe 2.3.3. Sei A ⊂ R eine messbare Menge mit λ(A) > 0. Zeigen Sie ohne Verwen-
dung des Satzes von Steinhaus, dass es in A zwei verschiedene Punkte x, y mit rationalem
Abstand |x− y| ∈ Q gibt.

Aufgabe 2.3.4. Seien A,B ⊂ R zwei messbare Mengen mit λ(A) > 0, λ(B) > 0. Zeigen
Sie, dass die Minkowski-Summe A+ B ein Intervall enthält, d.h. es gibt t ∈ R, δ > 0 mit
(t− δ, t+ δ) ⊂ A+B.

Wir stellen nun einige Konsequenzen des Satzes von Steinhaus vor, die bei der Untersuchung
von regulär variierenden Funktionen nützlich sein werden.
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Definition 2.3.5. Eine additive Untergruppe von R ist eine Menge S ⊂ R mit den
folgenden zwei Eigenschaften:

(1) aus x, y ∈ S folgt, dass x+ y ∈ S;
(2) aus x ∈ S folgt, dass −x ∈ S.

Beispiel 2.3.6. Die Menge der ganzen Zahlen Z, die Menge der rationalen Zahlen Q und
die Menge der algebraischen Zahlen sind additive Untergruppen von R. Auch {0} und ganz
R sind additive Untergruppen.

Der nächste Satz zeigt, dass es keine “massiven” additiven Untergruppen gibt mit Ausnahme
von R selbst.

Satz 2.3.7. Sei S eine additive Untergruppe von R, die eine messbare Menge A mit
positivem Lebesgue-Maß enthält. Dann ist S = R.

Beweis. Wegen der Untergruppeneigenschaft gilt S − S ⊂ S. Auf der anderen Seite gibt es
nach dem Satz von Steinhaus ein δ > 0 mit (−δ, δ) ⊂ A− A ⊂ S − S. Also ist (−δ, δ) ⊂ S.
Sei nun x ∈ R beliebig. Dann gilt für hinreichend großes n ∈ N, dass x

n
∈ (−δ, δ) ⊂ S. Aus

der Darstellung x = x
n

+ . . . + x
n

und der Untergruppeneigenschaft folgt, dass x ∈ S. Somit
ist S = R. �

Für messbare additive Untergruppen gilt das folgende “Alles-oder-fast-nichts-Prinzip”:

Korollar 2.3.8. Eine additive Untergruppe S von R sei messbar. Dann ist entweder
λ(S) = 0 oder S = R.

Beweis. Ist λ(S) = 0, so gibt es nichts zu beweisen. Sei also λ(S) > 0. Aus Satz 2.3.7 mit
A = S (was messbar ist) folgt, dass S = R.

2.4. Messbare Lösungen

Der nächste Satz ist eine Verstärkung des Satzes von Cauchy.

Satz 2.4.1 (Ostrowski, 1929). Sei f : R → R eine additive und messbare Funktion.
Dann hat f die Form f(x) = cx für ein c ∈ R.

Beweis. Schritt 1. Wir zeigen, dass es eine Menge mit positivem Lebesgue-Maß gibt, auf
der die Funktion |f | beschränkt ist. Betrachte hierzu die Mengen An := {x ∈ R : |f(x)| ≤ n}.
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Die Vereinigung dieser Mengen ist R, also hat mindestens eine Menge An strikt positives
Lebesgue-Maß. Dabei ist |f | auf der Menge An durch n beschränkt.

Schritt 2. Wir zeigen, dass |f | auf einer Umgebung von 0 beschränkt ist. Wir wissen, dass
|f(a)| ≤ n für a ∈ An und λ(An) > 0. Nach dem Satz von Steinhaus gibt es ein δ > 0 mit
(−δ, δ) ⊂ An − An. Jedes x ∈ (−δ, δ) kann somit in der Form x = a − a′ mit a, a′ ∈ An
dargestellt werden. Mit der Additivität und der Dreiecksungleichung gilt

|f(x)| = |f(a− a′)| = |f(a)− f(a′)| ≤ |f(a)|+ |f(a′)| ≤ 2n.

Somit ist |f | auf dem Intervall (−δ, δ) durch 2n beschränkt.

Schritt 3. Wir zeigen, dass f an der Stelle 0 stetig ist. Wegen der Additivität gilt f(0) = 0.
Es reicht also zu zeigen, dass

(2.4.1) lim
m→∞

sup
|t|<δ/m

|f(t)| = 0.

Sei m ∈ N beliebig und |t| < δ/m. Somit gilt tm ∈ (−δ, δ) und |f(tm)| ≤ 2n . Auf der
anderen Seite gilt wegen der Additivität von f

f(tm) = f(t) + . . .+ f(t) = mf(t).

Es folgt, dass |f(t)| < 2n/m für alle t mit |t| < δ/m. Für m→∞ erhalten wir (2.4.1). Somit
ist f stetig an der Stelle 0.

Schritt 4. Nun können wir den Satz von Darboux anwenden. �

Eine analoge Aussage gilt für multiplikative Funktionen.

Korollar 2.4.2. Sei g : (0,∞) → (0,∞) eine multiplikative und messbare Funktion.
Dann hat g die Form g(x) = xc für ein c ∈ R.

Beweis. Die Funktion f(x) = log g(ex) ist additiv und messbar. Nach dem Satz von Ostrow-
ski hat sie die Form f(x) = cx, woraus sich g(x) = ef(log x) = xc ergibt.

Aufgabe 2.4.3.

(a) Bestimmen Sie alle messbaren Funktionen f : (0,∞)→ Rmit f(xy) = f(x)+f(y)
für alle x, y > 0.

(b) Bestimmen Sie alle messbaren Funktionen f : R→ (0,∞) mit f(x+y) = f(x)f(y)
für alle x, y ∈ R.

2.5. Hamel-Funktionen

Wir haben gezeigt, dass jede additive Funktion f die Form f(x) = cx hat, wenn man
eine zusätzliche Bedingung (wie z.B. Messbarkeit) an f stellt. Kann man die zusätzlichen
Bedingungen komplett weglassen? Erstaunlicherweise ist die Antwort negativ.
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Beispiel 2.5.1 (Hamel, 1905). Wir konstruieren eine additive Funktion f , die nicht die
Form f(x) = cx hat.

Bekanntlich ist die Dimension von R als Vektorraum über R gleich 1. Man kann aber R
auch als einen Vektorraum über dem Körper Q der rationalen Zahlen betrachten. Nach
einem allgemeinen Satz aus der Algebra hat ein beliebiger Vektorraum über einem beliebigen
Körper eine Basis. Das heißt, es gibt eine Menge B (die sogenannte Hamel-Basis) mit der
Eigenschaft, dass jedes x ∈ R eine eindeutige Darstellung

x = r1b1 + . . .+ rnbn

mit passenden n ∈ N, r1, . . . , rn ∈ Q\{0} und b1, . . . , bn ∈ B besitzt. Es sei bemerkt, dass
die Hamel-Basis unendlich und sogar überabzählbar ist (sonst wäre R abzählbar).

Wir definieren nun eine additive Funktion indem wir ihre Werte auf der Basis B beliebig
vorgeben und die Funktion dann linear (über Q!) auf ganz R fortsetzen. Sei b∗ ∈ B beliebig.
Definiere f(b∗) = 1 und f(b) = 0 für alle b ∈ B\{b∗}. Die lineare (über Q!) Fortsetzung von
f ist definiert durch

f(r1b1 + . . .+ rnbn) = r1f(b1) + . . .+ rnf(bn).

Diese Funktion ist additiv per Definition. Allerdings hat sie nicht die Form x 7→ cx, denn f
ist nicht identisch gleich 0 (was die Möglichkeit c = 0 ausschließt) und f hat unendlich viele
Nullstellen (wohingegen die Funktion x 7→ cx nur eine Nullstelle für c 6= 0 hat).

Additive Funktionen, die nicht die Form cx haben, heißen Hamel-Funktionen. Sie sind
nicht messbar (nach dem Satz von Ostrowski), nirgends stetig (nach dem Satz von Dar-
boux), auf keinem Intervall monoton (Aufgabe 2.2.3), unbeschränkt auf jedem Intervall und
sogar auf jeder Menge mit positivem Lebesgue-Maß (das folgt aus dem Beweis des Satzes
von Ostrowski). Man kann zeigen, dass der Graph einer Hamel-Funktion f , d.h. die Men-
ge {(x, f(x)) : x ∈ R}, überall dicht in der Ebene R2 ist. Hamel-Funktionen sind wahre
Monster, die uns in diesem Buch allerdings nie wieder begegnen werden. Wir verweisen den
interessierten Leser auf die Bücher von H. Herrlich [14] und M. Kuczma [16].

Aufgabe 2.5.2. Zeigen Sie, dass jede Hamel-Basis gleichmächtig mit R ist. Beweisen
Sie weiterhin, dass die Menge der Hamel-Funktionen gleichmächtig mit der Menge aller
Funktionen von R nach R ist.

Kommentare

Dieses Kapitel folgt im Wesentlichen dem Buch von Bingham, Goldie and Teugels [7].
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KAPITEL 3

Beweis des Satzes von Fisher-Tippett-Gnedenko

In diesem Kapitel beweisen wir den Satz von Fisher-Tippett-Gnedenko, der die Extremwert-
verteilungen beschreibt.

Satz 3.0.1 (Satz von Fisher-Tippett (1928), Gnedenko (1943)). Eine Verteilungsfunk-
tion G ist eine Extremwertverteilung genau dann, wenn einer der drei folgenden Fälle
eintritt:

(1) G ist vom Gumbel-Typ, d.h. G(t) = Λ
(
t−µ
σ

)
für µ ∈ R, σ > 0.

(2) G ist vom Fréchet-Typ, d.h. G(t) = Φα

(
t−µ
σ

)
für α > 0, µ ∈ R, σ > 0.

(3) G ist vom Weibull-Typ, d.h. G(t) = Ψα

(
t−µ
σ

)
für α > 0, µ ∈ R, σ > 0.

Für den Beweis benötigen wir einige Hilfsmittel.

3.1. Eindeutigkeit der Normierungskonstanten

Seien Z1, Z2, . . . und Z Zufallsvariablen, sowie an ∈ R und bn > 0 Folgen von Normierungs-
konstanten mit

(3.1.1)
Zn − an
bn

d−→
n→∞

Z.

Wir stellen uns die Frage, wie stark wir die Konstanten an, bn verändern können, ohne dass
die Konvergenz in (3.1.1) zerstört wird.

Proposition 3.1.1. Es gelte (3.1.1). Seien ãn ∈ R und b̃n > 0 zwei weitere Folgen mit

lim
n→∞

b̃n
bn

= 1, lim
n→∞

ãn − an
bn

= 0.

Dann gilt auch
Zn − ãn
b̃n

d−→
n→∞

Z.

Beweis. Es gilt

(3.1.2)
Zn − ãn
b̃n

=
bn

b̃n
· Zn − ãn

bn
=
bn

b̃n
·
(
Zn − an
bn

− ãn − an
bn

)
.

Nach dem Lemma von Slutsky konvergiert die rechte Seite gegen Z in Verteilung. �
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Nun stellen wir eine allgemeinere Frage: Wie stark können wir die Folgen an, bn verändern,
so dass die Konvergenz in (3.1.1) bestehen bleibt, allerdings eventuell mit einem anderen
Grenzwert als Z?

Proposition 3.1.2. Es gelte (3.1.1). Seien ãn ∈ R und b̃n > 0 zwei weitere Folgen mit

lim
n→∞

b̃n
bn

= b ∈ (0,∞), lim
n→∞

ãn − an
bn

= a ∈ R.

Dann gilt auch
Zn − ãn
b̃n

d−→
n→∞

Z − a
b

.

Beweis. Wir können nach wie vor (3.1.2) verwenden. Nach dem Lemma von Slutsky kon-
vergiert die rechte Seite gegen (Z − b)/a in Verteilung. �

Satz 3.1.3 (“Convergence of types theorem”, Chintschin). Seien Z1, Z2, ... Zufallsvaria-

blen und an ∈ R, an ∈ R sowie ãn ∈ R, b̃n > 0 Normierungsfolgen mit

Zn − an
bn

d−→
n→∞

Z,
Zn − an
bn

d−→
n→∞

Z̃,

wobei die Zufallsvariablen Z, Z̃ nicht degeneriert seien. Dann existieren die Grenzwerte

(3.1.3) b := lim
n→∞

b̃n
bn
∈ (0,∞), a := lim

n→∞

ãn − an
bn

∈ R

und es gilt Z̃
d
= (Z − a)/b.

Beweis. Weggelassen. Referenz: P. Billingsley, Probability and measure, Seite 193, Thm.
4.2. �

Bemerkung 3.1.4. Bezeichnen wir mit G1, G2, . . . bzw. G, G̃ die Verteilungsfunktionen von
Z1, Z2, . . . bzw. Z, Z̃, so können wir den obigen Satz auch wie folgt formulieren: Aus

lim
n→∞

Gn(an + bnt) = G(t), lim
n→∞

Gn(ãn + b̃nt) = G̃(t),

mit nicht degenerierten Grenzwertverteilungen G und G̃ folgt, dass (3.1.3) gilt und dass
G̃(t) = G(a+ bt).

Lemma 3.1.5. Sei F eine nicht degenerierte Verteilungsfunktion und c ∈ R, d > 0
Konstanten mit F (c+ dt) = F (t) für alle t ∈ R. Dann ist c = 0, d = 1.

Beweis. Weggelassen. Referenz: P. Billingsley, ab Seite 193. �
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3.2. Max-stabile Verteilungen

Definition 3.2.1. Eine nicht degenerierte VerteilungsfunktionG heißt max-stabil, falls
es für alle n ∈ N Konstanten cn ∈ R und dn > 0 gibt mit

Gn(cn + dnt) = G(t).

Mit anderen Worten, für jedes n ∈ N ist Gn vom gleichen Typ wie G.

Sind X1, X2, . . . u.i.v. Zufallsvariablen mit einer max-stabilen Verteilung, dann gilt für alle
n ∈ N

max{X1, . . . , Xn} − cn
dn

d
= X1.

Das heißt, das Maximum von n u.i.v. Zufallsvariablen mit einer max-stabilen Verteilung hat
bis auf eine affine Transformation die gleiche Verteilung wie eine einzige Zufallsvariable.

Beispiel 3.2.2. Die Gumbel-Verteilungsfunktion Λ(t) = e−e−t ist max-stabil, denn

Λn(t+ log n) = e−ne−(t+logn)

= e−e−t = Λ(t).

Analog lässt sich zeigen, dass Fréchet-Verteilung Φα und Weibull-Verteilung Ψα max-stabil
sind.

Die Klasse der max-stabilen Verteilungen stimmt mit der Klasse der Extremwertverteilungen
überein:

Satz 3.2.3. Eine Verteilungsfunktion G ist max-stabil genau dann, wenn G eine Ex-
tremwertverteilung ist.

Beweis. Schritt 1. “⇒” Sei G max-stabil. Dann gibt es cn ∈ R, dn > 0, so dass Gn(cn +
dnt) = G(t). Es gilt also für alle t ∈ R

lim
n→∞

Gn(cn + dnt) = G(t),

weshalb G eine Extremwertverteilung ist. Wir haben übrigens gezeigt, dass die Verteilungs-
funktion G in ihrem eigenen Max-Anziehungsbereich liegt.

Schritt 2. “⇐” Sei G eine Extremwertverteilung. Dann gibt es eine Verteilungsfunktion
F und an ∈ R, bn > 0, so dass

(3.2.1) lim
n→∞

F n(an + bnt) = G(t)

für alle Stetigkeitspunkte von G. Damit gilt für alle k ∈ N
lim
n→∞

F nk(ank + bnkt) = G(t).

Indem wir die k-te Wurzel ziehen, erhalten wir

(3.2.2) lim
n→∞

F n(ank + bnkt) = G1/k(t).
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Wir wenden nun den Chintschin-Satz 3.1.3 auf (3.2.1) und (3.2.2) an. Es folgt, dass G und
G1/k vom gleichen Typ sind, d.h. es gibt ck ∈ R und dk > 0 mit

G1/k(t) = G(ck + dkt) bzw. G(t) = Gk(ck + dkt).

Das bedeutet aber, dass G max-stabil ist. �

Von nun an besteht unser Ziel darin, die max-stabilen Verteilungen zu beschreiben. Die
nächste Proposition zeigt, dass die EigenschaftGn(cn+dnt) = G(t) sogar auf nicht-ganzzahlige
Werte von n erweitert werden kann.

Proposition 3.2.4. Sei G eine max-stabile Verteilungsfunktion. Dann gibt es messbare
Funktionen c : (0,∞)→ (0,∞) und d : (0,∞)→ R, so dass für alle s > 0 gilt:

(3.2.3) Gs(c(s) + d(s)t) = G(t).

Dabei muss s nicht notwendigerweise ganzzahlig sein.

Beweis. Wir bezeichnen mit btc die Abrundungsfunktion (oder die Gaußklammer) einer
reellen Zahl t:

(3.2.4) btc = max{n ∈ Z : n ≤ t}.

Sei G eine max-stabile Verteilungsfunktion. Dann gibt es cn ∈ R, dn > 0, so dass für alle
n ∈ N

(3.2.5) Gn(cn + dnt) = G(t).

Für beliebiges s > 0 folgt daraus, dass

Gbnsc(cbnsc + dbnsct) = G(t).

Daraus ergibt sich, dass für alle t ∈ R

(3.2.6) Gn(cbnsc + dbnsct) = (Gbnsc(cbnsc + dbnsct))
n
bnsc = G

n
bnsc (t) −→

n→∞
G1/s(t).

Gleichzeitig gilt aber wegen (3.2.5) auch

(3.2.7) Gn(cn + dnt) −→
n→∞

G(t).

Mit Satz 3.1.3 folgt aus (3.2.6) und (3.2.7), dass die folgenden Grenzwerte existieren:

(3.2.8) d(s) := lim
n→∞

dbnsc
dn
∈ (0,∞), c(s) := lim

n→∞

cbnsc − cn
dn

∈ R,

und dass G1/s(t) = G(c(s) + d(s)t). Insgesamt folgt also G(t) = Gs(c(s) + d(s)t).

Außerdem folgt aus der Darstellung (3.2.8), dass die Funktionen c und d als punktweise
Grenzwerte von Folgen messbarer Funktionen, selber messbar sind. �
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3.3. Charakterisierung der max-stabilen Verteilungen

Wegen Satz 3.2.3 können wir den Satz von Fisher-Tippett-Gnedenko nun wie folgt formulie-
ren:

Satz 3.3.1. Jede max-stabile Verteilungsfunktion G ist vom gleichen Typ wie eine der
folgenden Verteilungen: Gumbel Λ, Fréchet Φα mit α > 0 oder Weibull Ψα mit α > 0.

Beweis. Sei G eine max-stabile Verteilungsfunktion. Laut Proposition 3.2.4 gibt es messbare
Funktionen c(s) ∈ R, d(s) > 0 mit

(3.3.1) Gs(c(s) + d(s)t) = G(t) für alle s > 0, t ∈ R.
Im Folgenden werden wir diese Funktionalgleichung lösen. Zuerst werden wir G eliminieren
und die Funktionen c und d bestimmen.

Schritt 1. Für s > 0 betrachte die affine Transformation ϕs : R→ R mit

ϕs(t) = c(s) + d(s)t, t ∈ R.
Es gilt mit dieser Notation für alle s > 0 und t ∈ R, dass

(3.3.2) G(ϕs(t)) = G1/s(t).

Wir zeigen, dass die Abbildung s 7→ ϕs ein Homomorphismus aus der multiplikativen Gruppe
der positiven reellen Zahlen (R>0, ·) in die Gruppe der affinen Transformationen von R ist,
d.h. für alle s1, s2 > 0 und t ∈ R gilt

(3.3.3) ϕs1s2(t) = ϕs2(ϕs1(t)).

Indem wir (3.3.2) mehrmals benutzen, erhalten wir, dass

G(ϕs1s2(t)) = G1/(s1s2)(t) = (G1/s1(t))1/s2 = (G(ϕs1(t)))
1/s2 = G(ϕs2(ϕs1(t))).

Aus Lemma 3.1.5 folgt (3.3.3).

Schritt 2. Mit ϕs(t) = c(s) + d(s)t erhalten wir

ϕs1s2(t) = c(s1s2) + d(s1s2)t,

ϕs2(ϕs1(t)) = c(s1)d(s2) + c(s2) + d(s1)d(s2)t.

Somit führt (3.3.3) zum folgenden System von Funktionalgleichungen: Für alle s1, s2 > 0
und alle t ∈ R, {

d(s1s2) = d(s1)d(s2),

c(s1s2) = c(s1)d(s2) + c(s2).

Die erste Gleichung ist eine Cauchy-Funktionalgleichung in multiplikativer Form, siehe Ko-
rollar 2.4.2. Da d eine messbare Funktion ist, gibt es ein ρ ∈ R mit

d(s) = sρ, s > 0.

Schritt 3. Wir betrachten zunächst den Fall ρ = 0, also d(s) = 1. Die Funktionalgleichung
für c sieht folgendermaßen aus: Für alle s1, s2 > 0

c(s1s2) = c(s1) + c(s2).
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Betrachte die Funktion h(x) = c(ex), x ∈ R. Für diese gilt

h(x1 + x2) = c(ex1+x2) = c(ex1ex2) = c(ex1) + c(ex2) = h(x1) + h(x2).

Somit ist h additiv. Da h messbar ist, folgt aus dem Satz von Ostrowski, dass h(x) = ax
für ein a ∈ R und somit c(s) = a log s. Im Fall ρ = 0 haben wir also die folgende Lösung
erhalten:

d(s) = 1, c(s) = a log s.

Die Gleichung (3.3.1) für die Verteilungsfunktion G vereinfacht sich also zu

G(t+ a log s) = G1/s(t).

Der Fall a = 0 ist ausgeschlossen. In diesem Fall wäre nämlich G(t) = G1/s(t) für alle s > 0,
was bedeuten würde, dass G(t) nur die Werte 0 oder 1 annimmt. Widerspruch, denn G ist
nicht degeneriert. Sei also a 6= 0. Mit t = 0 und y = a log s ∈ R erhalten wir

G(y) = G1/s(0) = (G(0))e−y/a = exp
{

(logG(0)) · e−
y
a

}
= exp

{
−e−

y
a

+log(− logG(0))
}
.

Das gilt wegen a 6= 0 für alle y ∈ R. Es sei bemerkt, dass logG(0) < 0 und dass die Fälle
G(0) = 1 oder 0 ausgeschlossen sind, denn sonst wäre G identisch 0 oder 1, Widerspruch.
Somit ist G vom Gumbel-Typ.

Schritt 4. Nun betrachten wir den Fall ρ 6= 0. Es gilt d(s) = sρ und die Gleichung für c
nimmt die folgende Gestalt an: Für alle s1, s2 > 0

c(s1s2) = sρ2c(s1) + c(s2).

Indem wir s1 und s2 vertauschen, erhalten wir

c(s2s1) = sρ1c(s2) + c(s1).

Somit ergibt sich für alle s1, s2 > 0

sρ2c(s1) + c(s2) = sρ1c(s2) + c(s1).

Sei nun s2 = 2. Aus ρ 6= 0 folgt, dass 2ρ − 1 6= 0 und wir erhalten, dass für alle s1 > 0

c(s1) =
c(2)

2ρ − 1
(sρ1 − 1) = (sρ1 − 1)µ,

wobei µ = c(2)
2ρ−1
∈ R. Wir haben die Funktionen c und d bestimmt:

d(s) = sρ, c(s) = (sρ − 1)µ,

wobei ρ ∈ R und µ ∈ R zwei Parameter sind.
Die Gleichung (3.3.1) für die Verteilungsfunktion G nimmt somit die folgende Gestalt an:
Für alle s > 0, t ∈ R,

Gs((sρ − 1)µ+ sρt) = G(t).

Betrachte die Verteilungsfunktion H(u) = G(u − µ), u ∈ R. Die Gleichung für H sieht wie
folgt aus: Für alle s > 0, t ∈ R,

Hs(sρt) = H(t).
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Mit t = 0 erhalten wir Hs(0) = H(0) für alle s > 0, somit ist H(0) = 0 oder H(0) = 1.

Fall 1. Sei H(0) = 0. Da H eine Verteilungsfunktion ist, gilt H(y) = 0 für alle y ≤ 0. Sei
nun y > 0. Mit t = 1 und s = y1/ρ > 0 erhalten wir

H(y) = H1/s(1) = Hy−1/ρ

(1) = exp
{

(logH(1)) · y−1/ρ
}
, y > 0.

Es sei bemerkt, dass logH(1) < 0. Es folgt, dass H und somit auch G vom gleichen Typ wie
die Fréchet-Verteilung Φ1/ρ ist.

Fall 2. Sei H(0) = 1. Da H eine Verteilungsfunktion ist, gilt H(y) = 1 für alle y ≥ 0. Sei
nun y < 0. Mit t = −1 und s = (−y)1/ρ > 0 erhalten wir

H(y) = H1/s(−1) = H(−y)−1/ρ

(−1) = exp
{

(logH(−1)) · (−y)−1/ρ
}
, y < 0.

Es sei bemerkt, dass logH(−1) < 0. Es folgt, dass H und somit auch G vom gleichen Typ
wie die Weibull-Verteilung Ψ−1/ρ ist. �

Aufgabe 3.3.2 (Grenzwertverteilungen für Minima). Eine nichtdegenerierte Verteilungs-
funktion H heißt Extremwertverteilung für Minima oder min-stabil, wenn es u.i.v.
Zufallsvariablen X1, X2, . . . und Normierungskonstanten an ∈ R, bn > 0 gibt mit

min{X1, . . . , Xn} − an
bn

d−→
n→∞

H.

Zeigen Sie: Verteilungsfunktion H ist min-stabil genau dann, wenn H vom gleichen Typ
wie Λ(−t), Φα(−t) oder Ψα(−t) ist, wobei α > 0.
Hinweis: Zeigen Sie mit Hilfe der Identität min{X1, . . . , Xn} = −max{−X1, . . . ,−Xn},
dass eine Zufallsvariable Z genau dann min-stabil ist, wenn −Z max-stabil ist.

Kommentare

[18], [22], [11]
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KAPITEL 4

Regulär variierende Funktionen

Unser nächstes Ziel ist es, die Max-Anziehungsbereiche der Extremwertverteilungen zu be-
schreiben. Dies wird im nächsten Kapitel geschehen. Wir haben bereits gesehen, dass die
Verteilung mit der Tailfunktion F̄ (x) = x−α, x ≥ 1, im Max-Anziehungsbereich der Fréchet-
Verteilung Φα liegt. Wir werden später sehen, dass der Max-Anziehungsbereich von Φα aus
allen Verteilungen besteht, deren Tailfunktionen sich im gewissen Sinne “wie x−α” verhalten.
Um die exakte Bedingung zu formulieren, brauchen wir den Begriff der regulären Variation,
den wir in diesem Kapitel einführen.

4.1. Langsam variierende Funktionen

Zuerst definieren wir eine Klasse von Funktionen, die sich “nicht sehr schnell verändern”.

Definition 4.1.1 (Karamata, 1930). Eine messbare Funktion L : (A,∞) → (0,∞)
heißt langsam variierend in +∞, wenn

lim
x→+∞

L(λx)

L(x)
= 1 für jedes λ > 0.

Bemerkung 4.1.2. Der genaue Wert von A spielt keine Rolle, denn in der obigen Definition
geht es nur um das Verhalten der Funktion L für x → +∞. Es hat keinen Einfluss auf die
Eigenschaft der langsamen Variation, wenn man die Funktion L auf einem endlichen Intervall
beliebig verändert.

Beispiel 4.1.3. Eine messbare Funktion L, für die der Grenzwert c := limx→+∞ L(x) in
(0,∞) existiert, ist langsam variierend, denn

lim
x→+∞

L(λx)

L(x)
=
c

c
= 1.

Ist aber der Grenzwert c gleich +∞ oder 0, so muss die Funktion nicht langsam variierend
sein. Zum Beispiel sind die Funktionen f1(x) = x und f2(x) = 1/x nicht langsam variierend.

Beispiel 4.1.4. Die Funktion L(x) = c(log x)β, mit c > 0, β ∈ R ist langsam variierend,
denn für jedes λ > 0 gilt

L(λx)

L(x)
=
c(log(λx))β

c(log x)β
=

(
log x+ log λ

log x

)β
→ 1

für x→ +∞.
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Beispiel 4.1.5. Die Funktionen

log x, log log x, log log log x, . . .

sind langsam variierend. Funktionen der Form

c(log x)β1(log log x)β2 . . . (log . . . log x)βk

mit c > 0, β1, . . . , βk ∈ R sind ebenfalls langsam variierend.

2 ´ 10
8

4 ´ 10
8

6 ´ 10
8

8 ´ 10
8

1 ´ 10
9

20

40

60

80

Abbildung 1. Zwei langsam variierende Funktionen: exp{ 3
√

log x} (blau) und
log x (rot).

Beispiel 4.1.6. Für α 6= 0 ist die Funktion f(x) = xα nicht langsam variierend. Wir werden
später sehen, dass für jedes ε > 0 eine langsam variierende Funktion nicht schneller als xε

steigen darf und nicht schneller als x−ε gegen 0 gehen darf.

Beispiel 4.1.7. Die Funktionen L(x) = e(log x)β sind für alle 0 ≤ β < 1 langsam variierend
(Übungsaufgabe). Für β = 1 ergibt sich die Funktion L(x) = elog x = x, die nicht langsam
variierend ist. Allerdings ist die Funktion

L1(x) = elog x/ log log x

langsam variierend (Übungsaufgabe).

Beispiel 4.1.8. Nicht jede von 0 und +∞ wegbeschränkte Funktion ist langsam variierend.
Beispiel: f(x) = 2 + sinx ist nicht langsam variierend (Übung).

Beispiel 4.1.9. Es gibt eine langsam variierende Funktion L, die zwischen 0 und +∞ os-
zilliert in dem Sinne, dass lim supx→+∞ L(x) = +∞ und gleichzeitig lim infx→+∞ L(x) = 0.

Ein Beispiel ist gegeben durch (Übungsaufgabe)

(4.1.1) L(x) = exp
{√

log x · cos
(

3
√

log x
)}

, x ≥ 1.

Diese Funktion oszilliert unendlich oft zwischen der “unteren Grenze” e−
√

log x (die im Fall

cos( 3
√

log x) = −1 erreicht wird) und der “oberen Grenze” e
√

log x (die im Fall cos( 3
√

log x) = 1
erreicht wird). Allerdings sind die Oszillationen sehr langsam: Zum Beispiel erreicht L die

obere Grenze e
√

log x an den Stellen e8π3k3 , k = 0, 1, 2, . . ..
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Aufgabe 4.1.10. Sei L eine langsam variierende Funktion. Zeigen Sie, dass Lα für α ∈ R
ebenfalls langsam variierend ist.

Aufgabe 4.1.11. Seien L1 und L2 langsam variierende Funktionen. Zeigen Sie, dass L1L2,
L1/L2 und L1 + L2 ebenfalls langsam variierend sind.

4.2. Regulär variierende Funktionen

Nun definieren wir eine Klasse von Funktionen, die sich “so ähnlich wie xα” verhalten.

Definition 4.2.1 (Karamata, 1930). Eine messbare Funktion R : (A,∞) → (0,∞)
heißt regulär variierend in +∞ mit Index α ∈ R, falls

lim
x→+∞

R(λx)

R(x)
= λα für jedes λ > 0.

Bezeichnung: R ∈ RVα.

Bemerkung 4.2.2. Eine Funktion ist langsam variierend genau dann, wenn sie regulär
variierend mit Index α = 0 ist.

Beispiel 4.2.3. Die Funktion R(x) = xα, wobei α ∈ R, ist regulär variierend mit Index α,
denn

R(λx)

R(x)
=

(λx)α

xα
= λα für alle λ > 0.

Auch die Funktion R(x) = cxα mit c > 0 ist regulär variierend.

Beispiel 4.2.4. Die Funktion f(x) = e[log x] (wobei [·] die Gauß-Klammer ist) ist nicht
regulär variierend obwohl die sehr ähnliche Funktion R(x) = elog x = x regulär variierend mit
Index α = 1 ist.

Aufgabe 4.2.5. Seien f ∈ RVα und g ∈ RVβ . Zeigen Sie, dass fg ∈ RVα+β.

Viele Beispiele von regulär variierenden Funktionen können konstruiert werden, indem man
eine langsam variierende Funktion L(x) mit xα multipliziert. Dadurch wird die Klasse der
regulär variierenden Funktionen ausgeschöpft, wie der folgende Satz zeigt.

Satz 4.2.6. Sei R eine regulär variierende Funktion mit Index α. Dann gibt es eine
langsam variierende Funktion L, sodass

R(x) = xαL(x).

Beweis. Setze L(x) = R(x)
xα

. Dann muss man nur noch zeigen, dass L(x) langsam variierend
ist. Für beliebiges λ > 0 gilt

L(λx)

L(x)
=
R(λx)/(λx)α

R(x)/xα
= λ−α

R(λx)

R(x)
→ λ−α · λα = 1, x→ +∞,
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da R nach Voraussetzung regulär variierend ist. Deshalb ist L langsam variierend. �

Es gibt auch den Begriff der schnell variierenden Funktionen. Eine Funktion f : (A,∞)→
(0,∞) heißt schnell variierend mit Index α = +∞, wenn für jedes λ > 0

lim
x→+∞

f(λx)

f(x)
= λ+∞ :=


+∞, falls λ > 1,

1, falls λ = 1,

0, falls λ < 1.

Analog werden schnell variierende Funktionen mit Index α = −∞ definiert. So ist z.B. die
Funktion f(x) = ex schnell variierend mit Index +∞, während die Funktion f(x) = e−x

schnell variierend mit Index −∞ ist.

Im Rest dieses Kapitels werden wir einige Eigenschaften der langsam und regulär variierenden
Funktionen herleiten. Die wichtigste Anwendung dieser Eigenschaften in diesem Buch ist die
Beschreibung der Max-Anziehungsbereiche.

4.3. Satz über die gleichmäßige Konvergenz

In der Definition der langsamen Variation wird verlangt, dass

lim
x→+∞

L(λx)

L(x)
= 1

für jedes feste λ > 0. Erstaunlicherweise gilt diese Konvergenz sogar gleichmäßig in λ, solange
es von 0 und ∞ wegbeschränkt bleibt.

Satz 4.3.1 (Über die gleichmäßige Konvergenz, Karamata, 1930). Sei L : (A,∞) →
(0,∞) eine langsam variierende Funktion. Dann gilt für alle 0 < a < b <∞

lim
x→+∞

sup
λ∈[a,b]

∣∣∣∣L(λx)

L(x)
− 1

∣∣∣∣ = 0.

Beweis. Schritt 1. Zuallererst werden wir aus der “multiplikativen” Notation in die “ad-
ditive” Notation wechseln. Betrachte die messbare Funktion

h(x) = logL(ex), x > logA.

Die Definition der langsamen Variation für L übersetzt sich wie folgt: Für jedes u ∈ R gilt

(4.3.1) lim
x→+∞

(h(x+ u)− h(x)) = 0.

Wir werden zeigen, dass die Konvergenz in (4.3.1) gleichmäßig in u ∈ I := [log a, log b] ist.

Schritt 2. Angenommen, die Konvergenz ist nicht gleichmäßig in u ∈ I. Dann gibt es ein
ε > 0 und eine Folge x1, x2, . . .→∞ mit

sup
u∈I
|h(xn + u)− h(xn)| > 2ε für n = 1, 2, . . . .

Es gibt also eine Folge u1, u2, . . . ∈ I mit

(4.3.2) |h(xn + un)− h(xn)| > 2ε für n = 1, 2, . . . .
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Ohne Einschränkung der Allgemeinheit können wir annehmen, dass un gegen einen Grenz-
wert u konvergiert (andernfalls betrachte eine konvergente Teilfolge) und dass |un − u| ≤ 1
für alle n ∈ N (andernfalls entferne endlich viele Terme in den Folgen).

Schritt 3. Laut (4.3.1) gilt für jedes y ∈ R, dass

(4.3.3) |h(xn + y)− h(xn)| < ε falls n ≥ N(y) hinreichend groß.

Aus (4.3.2) und (4.3.3) ergibt sich, dass

|h(xn + un)− h(xn + y)| > ε falls n ≥ N(y) hinreichend groß.

Definiere messbare Mengen I1, I2, . . . durch

Ik = {y ∈ [−1, 1] : |h(xn + un)− h(xn + y)| > ε für alle n ≥ k}.

Es gilt dann ∪∞k=1Ik = [−1, 1], somit existiert ein k, so dass Ik ein strikt positives Lebesgue-
Maß hat.

Schritt 4. Betrachte die Mengen Zn = un − Ik = {un − y : y ∈ Ik} und

Z = {ω ∈ [−1, 1] : ω ∈ Zn für unendlich viele n} =
∞⋂
j=1

∞⋃
n=j

Zn.

Es gilt λ(Zn) = λ(Ik) > 0 für alle n ∈ N. Da die Mengen Zn im Intervall [u − 2, u + 2]
enthalten sind, dürfen wir die Stetigkeit des Lebesgue-Maßes verwenden:

λ(Z) = lim
j→∞

λ

(
∞⋃
n=j

Zn

)
≥ lim

j→∞
λ(Zj) = λ(Ik) > 0.

Schritt 5. Somit ist Z nicht leer. Sei ω ∈ Z, dann gilt für unendlich viele n, dass ω ∈ un−Ik
und somit

|h(xn + un)− h(xn + un − ω)| > ε.

Das ist aber ein Widerspruch zu (4.3.1), denn xn + un →∞. �

Für regulär variierende Funktionen nimmt der Satz über die gleichmäßige Konvergenz die
folgende Form an:

Aufgabe 4.3.2. Zeigen Sie: Ist R eine mit Index α regulär variierende Funktion, so gilt
für alle 0 < a < b <∞

lim
x→+∞

sup
λ∈[a,b]

∣∣∣∣R(λx)

R(x)
− λα

∣∣∣∣ = 0.

Hinweis: R(x) = L(x)xα, wobei L langsam variierend ist.

Aufgabe 4.3.3. Sei f ∈ RVα. Zeigen Sie, dass

lim
x→+∞

R(x+ 1)

R(x)
= 1.

Aufgabe 4.3.4. Seien f ∈ RVα und g ∈ RVβ, und es gelte außerdem limx→+∞ g(x) =
+∞. Zeigen Sie, dass dann die Komposition f(g(x)) regulär variierend mit Index αβ ist.
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Satz 4.3.5 (Über die lokale Beschränktheit). Sei L : (A,∞) → (0,∞) eine langsam
variierende Funktion. Dann gibt es ein B > A, so dass L auf jedem Intervall der Form
[B,B + c] beschränkt ist, d.h.

sup
x∈[B,B+c]

L(x) <∞ für alle c > 0.

Beweis. Nach dem Satz über die gleichmäßige Konvergenz gibt es ein B > 0, so dass für
alle x ≥ B

sup
λ∈[1,2]

∣∣∣∣L(λx)

L(x)
− 1

∣∣∣∣ < 1.

Somit gilt für alle x ≥ B

sup
λ∈[1,2]

L(λx)

L(x)
< 2.

Mit x = 2kB, k = 0, 1, . . ., folgt, dass

sup
z∈[2kB,2k+1B]

L(z) ≤ 2L(2kB).

Per Induktion erhält man, dass die Funktion L auf dem Intervall [B, 2kB] durch 2kL(B)
beschränkt ist. �

Aufgabe 4.3.6. Zeigen Sie: Ist R eine regulär variierende Funktion, so gibt es ein B, so
dass R auf jedem Intervall der Form [B,B + c] beschränkt ist.

4.4. Darstellungssatz von Karamata

Satz 4.4.1 (Darstellungssatz für langsam variierende Funktionen, Karamata, 1930).
Eine Funktion L : (A,∞) → (0,∞) ist genau dann langsam variierend, wenn es eine
Darstellung der Form

(4.4.1) L(x) = c(x) exp

{∫ x

A1

ε(u)

u
du

}
, x ≥ A1,

gibt, wobei A1 > A und c(x) > 0, ε(x) messbare Funktionen sind mit

(4.4.2) c := lim
x→+∞

c(x) ∈ (0,∞), lim
x→+∞

ε(x) = 0.

Aufgabe 4.4.2. Geben Sie eine solche Darstellung für die Funktionen L1(x) = log x,

L2(x) = log log x, L3(x) = e(log x)β , 0 ≤ β < 1, explizit an.

Beweis. Schritt 1. Es ist eine Übungsaufgabe, zu zeigen, dass jede in der Form (4.4.1),
(4.4.2) dargestellte Funktion L langsam variierend ist.

Schritt 2. Es sei L eine langsam variierende Funktion. Wir zeigen, dass es eine Darstellung
der Form (4.4.1) gibt. Zuerst werden wir aus der “multiplikativen” in die “additive” Notation

32



wechseln. Betrachte dazu die Funktion

h(x) := logL(ex), x > logA.

Die Bedingung der langsamen Variation von L nimmt die folgende Gestalt an: Für alle u ∈ R
gilt

(4.4.3) lim
x→+∞

(h(x+ u)− h(x)) = 0.

Wir werden zeigen, dass h die folgende Darstellung zulässt:

(4.4.4) h(x) = d(x) +

∫ x

B

f(t)dt,

wobei B > logA und d(x), f(x) messbare Funktionen sind mit

(4.4.5) d := lim
x→+∞

d(x) ∈ R, lim
x→+∞

f(x) = 0.

Daraus ergibt sich für L die Darstellung

L(x) = eh(log x) = ed(x) exp

{∫ log x

B

f(t)dt

}
= ed(x) exp

{∫ x

eB

f(log u)

u
du

}
wobei wir die Variablentransformation t = log u gemacht haben. Das würde die Behauptung
beweisen, denn

c(x) := ed(x) → ed ∈ (0,∞), ε(x) := f(log x)→ 0

für x→ +∞, was die Gültigkeit von (4.4.2) zeigt.

Schritt 3. Wir beweisen die Existenz der Darstellung (4.4.4). Wir würden sehr gerne
f(t) = h′(t) definieren, das geht allerdings nicht, denn h muss nicht differenzierbar sein. Wir
setzen deshalb f(t) = h(t + 1) − h(t). Es sei bemerkt, dass limx→+∞ f(x) = 0 nach (4.4.3).
Für x > B gilt

(4.4.6)

∫ x

B

f(t)dt =

∫ x

B

(h(t+ 1)− h(t))dt =

∫ x+1

x

h(t)dt−
∫ B+1

B

h(t)dt,

wobei B so groß sei, dass alle beteiligten Funktionen auf [B, x + 1] beschränkt (und somit

integrierbar) seien. Könnten wir in der obigen Gleichung das Integral
∫ x+1

x
h(t)dt durch den

Wert h(x) ersetzen (wobei der dadurch entstehende Fehler nach (4.4.3) “klein” sein sollte),
so würde sofort die behauptete Darstellung für h folgen. Um diese Überlegung streng zu
begründen, schreiben wir∫ x+1

x

h(t)dt = h(x) +

∫ x+1

x

(h(t)− h(x))dt = h(x) +

∫ 1

0

(h(x+ u)− h(x))du,

wobei wir die Substitution t = x+ u mit u ∈ [0, 1] gemacht haben. Indem wir das in (4.4.6)
einsetzen, erhalten wir nach einer Umstellung

h(x) =

∫ x

B

f(t)dt+

∫ B+1

B

h(t)dt−
∫ 1

0

(h(x+ u)− h(x))du.

Der zweite Term auf der rechten Seite hängt nicht von x ab. Der dritte Term konvergiert für
x → +∞ gegen 0, denn h(x + u) − h(x) → 0 gleichmäßig in u ∈ [0, 1] nach dem Satz über
die gleichmäßige Konvergenz und dessen Beweis. Wir können also die Differenz der beiden
Terme mit d(x) bezeichnen. Dann ist (4.4.5) erfüllt. �
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Für regulär variierende Funktionen nimmt die Karamata-Darstellung die folgende Form an:

Aufgabe 4.4.3. Zeigen Sie: Eine Funktion R : (A,∞) → (0,∞) ist genau dann regulär
variierend mit Index α ∈ R, wenn es eine Darstellung der Form

(4.4.7) R(x) = c(x) exp

{∫ x

A1

ε(u)

u
du

}
, x ≥ A1,

gibt, wobei A1 > A und c(x) > 0, ε(x) messbare Funktionen sind mit

(4.4.8) c := lim
x→+∞

c(x) ∈ (0,∞), lim
x→+∞

ε(x) = α.

4.5. Abschätzungen für regulär variierende Funktionen

Satz 4.5.1. Sei L langsam variierend, dann gilt für jedes δ > 0

lim
x→+∞

x−δL(x) = 0, lim
x→+∞

xδL(x) = +∞.

Beweis. Das folgt aus dem Darstellungssatz (Übung). �

Korollar 4.5.2. Sei R regulär variierend mit Index α, dann gilt für jedes δ > 0

lim
x→+∞

R(x)

xα+δ
= 0, lim

x→+∞

R(x)

xα−δ
= +∞.

Beweis. Betrachte die langsam variierende Funktion L(x) := R(x)/xα und wende Satz 4.5.1
an. �

Aufgabe 4.5.3. Sei R regulär variierend mit Index α. Zeigen Sie, dass

lim
x→+∞

R(x) =

{
+∞, falls α > 0,

0, falls α < 0.

Aufgabe 4.5.4. Sei R regulär variierend mit Index α. Zeigen Sie, dass

lim
x→+∞

logR(x)

log x
= α.

Aufgabe 4.5.5. Sei R1 regulär variierend mit Index α1 und R2 regulär variierend mit
Index α2. Zeigen Sie, dass die Funktion R1 +R2 regulär variierend mit Index max{α1, α2}
ist.
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Satz 4.5.6 (Potter-Schranke, 1942). Sei L : (A,∞) → (0,∞) langsam variierend. Für
vorgegebene Konstanten B > 1 und δ > 0 gibt es ein K = K(B, δ) > A mit

L(y)

L(x)
≤ Bmax

{(x
y

)δ
,
(y
x

)δ}
, für alle x, y > K.

Beweis. Mit dem Darstellungssatz von Karamata erhalten wir

L(y)

L(x)
=
c(y)

c(x)
exp

{∫ y

x

ε(u)

u
du

}
.

Da c(x) → c, c(y) → c, ε(u) → 0 für x, y, u → +∞, können wir ein hinreichend großes

K > A finden, so dass c(x) > c/
√
B, c(y) < c

√
B und |ε(u)| < δ für x, y, u > K. Somit ist

c(y)

c(x)
< B,

∣∣∣∣∫ y

x

ε(u)

u
du

∣∣∣∣ ≤ δ
∣∣∣log

y

x

∣∣∣ = δmax

{
log

y

x
, log

x

y

}
.

Daraus folgt die Behauptung. �

4.6. Charakterisierung der Grenzwertfunktionen

In der Definition einer regulär variierenden Funktion f wird verlangt, dass der Grenzwert

g(λ) := lim
x→+∞

f(λx)

f(x)

für jedes λ > 0 existiert und eine bestimmte Form, nämlich λα, hat. Erstaunlicherweise
reicht es viel weniger zu verlangen: Wenn der Grenzwert g(λ) für alle λ aus einer Menge mit
positivem Lebesgue-Maß existiert, dann existert er für alle λ > 0 und hat automatisch die
Form λα.

Satz 4.6.1. Sei f : (A,∞)→ (0,∞) eine messbare Funktion, für die der Grenzwert

(4.6.1) g(λ) := lim
x→+∞

f(λx)

f(x)
∈ (0,∞)

für alle λ aus einer messbaren Menge K ⊂ (0,∞) mit strikt positivem Lebesgue-Maß
existiert. Dann existiert der Grenzwert g(λ) sogar für alle λ > 0. Weiterhin hat die
Funktion g die Form g(λ) = λα für ein α ∈ R. Die Funktion f ist somit regulär variierend.

Beweis. Schritt 1. Es sei Λ die Menge aller λ > 0, für die der Grenzwert (4.6.1) in (0,∞)
existiert. Die Menge Λ ist eine multiplikative Untergruppe von (0,∞), nämlich

(1) für alle λ1, λ2 ∈ Λ ist auch λ1λ2 ∈ Λ;
(2) für alle λ ∈ Λ ist auch 1/λ ∈ Λ.

Wir zeigen die erste Eigenschaft: Für λ1, λ2 ∈ Λ gilt

(4.6.2)
f(λ1λ2x)

f(x)
=
f(λ1λ2x)

f(λ2x)
· f(λ2x)

f(x)
→ g(λ1)g(λ2) ∈ (0,∞) für x→ +∞.
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Der Beweis der zweiten Eigenschaft ist eine Übungsaufgabe.

Schritt 2. Somit ist die Menge S := log Λ = {log λ : λ ∈ Λ} eine additive Untergruppe
von R. Diese Untergruppe enthält die Menge logK, die (genauso wie K) messbar ist und
ein strikt positives Lebesgue-Maß hat (Übung). Nach Satz 2.3.7 gilt also S = R und somit
Λ = (0,∞). Die Existenz des Grenzwerts g(λ) in (4.6.1) ist somit für alle λ > 0 bewiesen.

Schritt 3. Aus (4.6.2) folgt, dass g eine multiplikative Funktion ist. Außerdem ist g als
Grenzwert von messbaren Funktionen, siehe (4.6.1), messbar. Nach dem Satz von Ostrowski
hat g die Form g(λ) = λα für ein α ∈ R. �

Aufgabe 4.6.2 (Satz von Landau, 1911). Eine Funktion L : (A,∞)→ (0,∞) sei monoton
(steigend oder fallend) mit der Eigenschaft, dass

lim
x→+∞

L(2x)

L(x)
= 1.

Zeigen Sie, dass L langsam variierend ist.

Aufgabe 4.6.3. Konstruieren Sie eine nicht langsam variierende Funktion L : (0,∞) →
(0,∞) mit der Eigenschaft, dass

lim
x→+∞

L(2x)

L(x)
= 1.

4.7. Asymptotische Äquivalenz

Definition 4.7.1. Wir sagen, dass zwei Funktionen f, g : (A,∞)→ (0,∞) für x→ +∞
asymptotisch äquivalent sind, wenn

lim
x→+∞

f(x)

g(x)
= 1.

Bezeichnung: f(x) ∼ g(x) für x→ +∞.

Beispiel 4.7.2. Es gilt x ∼ x+ 3 und x2 + x ∼ x2 + 2x für x→ +∞.

Aufgabe 4.7.3. Seien f1, f2, g1, g2 : (A,∞)→ (0,∞) Funktionen mit f1 ∼ f2 und g1 ∼ g2.
Zeigen Sie, dass

(1) f1g1 ∼ f2g2.
(2) f1 + g1 ∼ f2 + g2.

Die Klasse der regulär variierenden Funktionen mit Index α ist abgeschlossen bezüglich der
asymptotischen Äquivalenz:

Aufgabe 4.7.4. Es gelte f ∼ g und f ∈ RVα. Zeigen Sie, dass dann auch g ∈ RVα ist.

4.8. Integrale von regulär variierenden Funktionen

In diesem Abschnitt werden wir uns mit dem asymptotischen Verhalten der Integrale der
Form

∫ x
B
tαL(t)dt für x→ +∞ beschäftigen, wobei L langsam variierend sei. Im einfachsten
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Fall wenn L = 1, lässt sich dieses Integral explizit berechnen. Für jedes α > −1 gilt nämlich∫ x

1

tαdt =
xα+1 − 1

α + 1
∼ xα+1

α + 1
, x→ +∞.

Wie kann man aber zum Beispiel die Asymptotik des Integrals
∫ x

1
tα(log t)3dt für x → +∞

berechnen? Man kann wie folgt argumentieren. Die Funktion (log t)3 ist langsam variierend,
also unterscheidet sich ihr Wert auf dem ganzen Intervall [x/100, x] nur unwesentlich von
(log x)3 (Satz über die gleichmäßige Konvergenz). Auf dem Intervall [0, x/100] kann der
Unterschied wesentlich sein, allerdings ist dieses Intervall klein und sein Beitrag zum Integral
sollte auch klein sein. Somit kann man vermuten, dass man (log t)3 durch (log x)3 ersetzen
kann: ∫ x

1

tα(log t)3dt ∼ (log x)3 x
α+1

α + 1
, x→ +∞.

Hier ist eine allgemeine Aussage darüber.

Satz 4.8.1 (Karamata, 1930). Sei L eine langsam variierende Funktion und die Zahl
B so groß, dass L auf jedem Intervall der Form [B,B + c] beschränkt ist. Dann gilt für
jedes α > −1

(4.8.1)

∫ x

B

tαL(t)dt ∼ L(x)
xα+1

α + 1
, für x→ +∞.

Beweis. Sei δ ∈ (0, α + 1). Nach dem Satz von Potter können wir B′ ≥ B so groß wählen,
dass

L(y)

L(x)
≤ 2 max

{(x
y

)δ
,
(y
x

)δ}
, x, y > B′.

Wir können die untere Grenze im Integral (4.8.1) auf B′ verschieben, denn dadurch ändert
sich das Integral nur um eine Konstante. Es gilt nämlich für x > B′, dass∫ x

B
tαL(t)dt

xα+1L(x)/(α + 1)
=

∫ x
B′
tαL(t)dt

xα+1L(x)/(α + 1)
+

∫ B′
B
tαL(t)dt

xα+1L(x)/(α + 1)
,

und da der zweite Summand wegen α > −1 gegen 0 geht (siehe Aufgabe 4.5.3), werden wir
uns im Folgenden nur mit dem ersten Summanden beschäftigen. Betrachte also∫ x

B′
tαL(t)dt

xα+1L(x)/(α + 1)
= (α + 1)

∫ 1

0

L(ux)

L(x)
uα1[B′/x,1](u)du,

wobei wir die Variable u = t/x eingeführt haben. Nun gilt für u ∈ (0, 1), dass

lim
x→+∞

(
L(ux)

L(x)
uα1[B′/x,1](u)

)
= uα, 0 ≤ L(ux)

L(x)
uα1[B′/x,1](u) ≤ 2uα−δ.

Es liegt also eine dominierte Konvergenz vor, denn
∫ 1

0
uα−δdu < ∞ wegen δ < α + 1. Mit

dem Satz über die domnierte Konvergenz erhalten wir, dass

lim
x→+∞

∫ x
B′
tαL(t)dt

xα+1L(x)/(α + 1)
= (α + 1)

∫ 1

0

uαdu = 1,

was die Behauptung beweist.
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Beispiel 4.8.2. Für α = 0 erhalten wir, dass∫ x

B

L(t)dt ∼ xL(x), x→ +∞.

Kommentare

Regulär variierende Funktionen wurden von Jovan Karamata um 1930 eingeführt und fan-
den seitdem zahlreiche Anwendungen in der Wahrscheinlichkeitstheorie. In diesem Kapitel
konnten wir nur auf einige Aspekte der regulären Variation eingehen. Eine umfassende Dar-
stellung des Gebiets findet sich im exzellenten Buch von Bingham, Goldie und Teugels [7].
Weitere Referenz??? [?].
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KAPITEL 5

Max-Anziehungsbereiche

Es seien X1, X2, ... unabhängige identisch verteilte Zufallsvariablen mit Verteilungsfunktion
F . Sei

Mn = max{X1, . . . , Xn}.
Wir erinnern daran, dass F im Max-Anziehungsbereich einer nichtdegenerierten Verteilungs-
funktion G liegt, wenn es Folgen an ∈ R und bn > 0 gibt, so dass

Mn − an
bn

d−→
n→∞

G.

Eine äquivalente Bedingung lautet: Für alle t ∈ R gilt

lim
n→∞

F n(an + bnt) = G(t).

Als G kommen nur Extremwertverteilungen in Frage. Diese wurden im Satz von Fisher-
Tippett-Gnedenko beschrieben.

In diesem Kapitel werden wir die Max-Anziehungsbereiche der Verteilungen Φα,Ψα und Λ
beschreiben. Nicht alle Beweise in diesem Kapitel sind vollständig. Für mehr Einzelheiten
verweisen wir auf die Bücher von S. Resnick “Extreme Values, Regular Variation and Point
Processes”, L. de Haan, A. Ferreira “Extreme Value Theory: An Introduction”, N. H. Bing-
ham, C. M. Goldie, J. L. Teugels “Regular Variation”.

5.1. Max-Anziehungsbereich der Fréchet-Verteilung Φα

Der nächste Satz beschreibt den Max-Anziehungsbereich der Fréchet-Verteilung Φα, α > 0.

Satz 5.1.1 (Gnedenko, 1943). Eine Verteilungsfunktion F mit rechtem Endpunkt x∗

liegt im Max-Anziehungsbereich der Fréchet-Verteilung Φα mit Parameter α > 0 genau
dann, wenn folgende zwei Bedingungen erfüllt sind:

(1) x∗ = +∞.
(2) Die Tailfunktion F̄ ist regulär variierend mit Index −α, d.h.

lim
x→+∞

1− F (λx)

1− F (x)
= λ−α für alle λ > 0.

Beispiel 5.1.2. Pareto-Verteilung mit der Tailfunktion F̄ (x) = x−α, x > 1, liegt im Max-
Anziehungsbereich von Φα, denn x∗ = +∞ und F̄ ∈ RV−α.

Beispiel 5.1.3. Eine beliebige Verteilungsfunktion, für die F̄ (x) ∼ Kx−α für x→ +∞ gilt
(wobei K > 0 und α > 0), liegt im Max-Anziehungsbereich von Φα.
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Wir beweisen zuerst die Rückrichtung von Satz 5.1.1. Dies geschieht im folgenden Satz.

Satz 5.1.4. Es seien X1, X2, . . . unabhängige und identisch verteilte Zufallsvariablen
mit Verteilungsfunktion F , für die x∗ = +∞ und F̄ ∈ RV−α gilt. Weiterhin sei bn eine
beliebige Folge mit

(5.1.1) lim
n→∞

nF̄ (bn) = 1.

Dann gilt
Mn

bn

d−→
n→∞

Φα.

Beweis. Gegeben ist, dass x∗ = +∞ und F̄ ∈ RV−α. Wir zeigen, dass für alle t ∈ R,

lim
n→∞

F n(bnt) = Φα(t).

Schritt 1. Zuerst zeigen wir durch Widerspruch, dass

lim
n→∞

bn = +∞.

Wäre nämlich bn < C für unendlich viele n, so hätten wir nF̄ (bn) ≥ nF̄ (C) für unendlich
viele n. Es gilt aber F̄ (C) > 0 (wegen x∗ = +∞), was zu einem Widerspruch zu (5.1.1)
führt. Also gilt limn→∞ bn = +∞.

Schritt 2. Sei t > 0. Da F̄ regulär variierend mit Index−α ist, ergibt sich unter Berücksichtigung
von (5.1.1), dass

nF̄ (bnt) = nF̄ (bn) · F̄ (bnt)

F̄ (bn)
−→
n→∞

1 · t−α = t−α.

Dadurch folgt:
F n(bnt) = (1− F̄ (bnt))

n −→
n→∞

e−t
−α

= Φα(t).

Schritt 3. Sei t ≤ 0. Es gilt für hinreichend großes n, dass bn > 0 (Schritt 1) und folglich

F n(bnt) ≤ F n(0) −→
n→∞

0 = Φα(t),

wobei wir benutzt haben, dass F (0) < 1 wegen x∗ = +∞. �

Wir haben allerdings nicht gesagt, wie man eine Folge bn konstruiert, die (5.1.1) erfüllt. Am
einfachsten definiert man bn als eine Lösung der Gleichung F̄ (bn) = 1

n
. Leider kann es bei

einer unstetigen Verteilungsfunktion F sein, dass F̄ den Wert 1
n

überspringt und es somit
keine Lösung gibt. Für eine Konstruktion, die immer funktioniert, benötigen wir den Begriff
der Quantilfunktion.
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Definition 5.1.5. Die Quantilfunktion (oder die linksstetige Inverse) einer Vertei-
lungsfunktion F ist die Funktion

F←(a) := inf{t ∈ R : F (t) ≥ a}, a ∈ (0, 1).

Abbildung 1. Veranschaulichung von F←(a).

Ist die Funktion F streng monoton steigend und stetig, so ist F← die inverse Funktion zu
Im Allgemeinen können aber zwei Arten von Problemen auftreten:

(1) Die Funktion F kann auf einem Intervall konstant bleiben.
(2) Die Funktion F kann Sprünge haben.

Abbildung 2. Problemfälle

In beiden Fällen ist die inverse Funktion zu F nicht wohldefiniert. Die Quantilfunktion
existiert aber trotzdem.

Aufgabe 5.1.6. Sei F eine Verteilungsfunktion mit rechtem Endpunkt x∗.

(1) Zeigen Sie, dass F← linksstetig und monoton nicht-fallend ist.
(2) Zeigen Sie, dass limy↑1 F

←(y) = x∗.

Abbildung 2, rechts, zeigt, dass F (F←(y)) nicht immer gleich y sein muss. Es gilt lediglich
eine einseitige Abschätzung:
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Lemma 5.1.7. Es gilt F (F←(y)) ≥ y für alle y ∈ (0, 1).

Beweis. Sei x = F←(y). Für jedes ε > 0 ist F (x + ε) ≥ y nach Definition von F←. Lassen
wir ε gegen Null gehen, so gilt F (x+ ε)→ F (x), weil F als Verteilungsfunktion rechtsstetig
ist. Daraus ergibt sich, dass F (x) ≥ y. �

Nun können wir eine Normierungsfolge bn angeben, die der Bedingung aus Satz 5.1.4 genügt:

bn := F←
(

1− 1

n

)
.

Lemma 5.1.8. Sei x∗ = +∞ und F̄ ∈ RV−α. Mit der obigen Wahl von bn gilt

lim
n→∞

nF̄ (bn) = 1.

Beweis. Ist F streng monoton steigend und stetig, so gilt F (bn) = 1− 1
n
, denn F← ist dann

die inverse Funktion von F . In diesem Fall ist die Aussage des Lemmas gültig, denn es ist
sogar nF̄ (bn) = 1. Im Fall eines beliebigen F müssen wir anders argumentieren.

Schritt 1. Aus Lemma 5.1.7 folgt, dass F̄ (bn) ≤ 1
n
, woraus sich direkt ergibt, dass

(5.1.2) lim sup
n→∞

nF̄ (bn) ≤ 1.

Schritt 2. Es bleibt also noch zu zeigen, dass

(5.1.3) lim inf
n→∞

nF̄ (bn) ≥ 1.

Sei dazu x ∈ (0, 1). Für n groß genug gilt xbn > 0, denn bn → ∞. Es gilt außerdem
F (xbn) < 1− 1

n
nach Definition von bn. Somit gilt:

nF̄ (xbn) = n(1− F (xbn)) > n · 1

n
= 1

Damit folgt unmittelbar:

nF̄ (bn) = nF̄ (xbn) · F̄ (bn)

F̄ (xbn)
>

F̄ (bn)

F̄ (xbn)
→ xα, n→∞,

da F̄ regulär variierend mit Index −α ist. Es ergibt sich also, dass lim infn→∞ nF̄ (bn) ≥ xα

für alle x ∈ (0, 1). Wenn man nun x gegen 1 gehen lässt, ergibt sich (5.1.3). Damit ist
insgesamt limn→∞ nF̄ (bn) = 1 und das Lemma ist bewiesen. �

Hier sind einige Beispiele von Verteilungen aus dem Max-Anziehungsbereich der Fréchet-
Verteilung.
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Aufgabe 5.1.9. In der Versicherungsmathematik wird für die Modellierung der Scha-
denhöhen manchmal die sogenannte Burr-Verteilung mit Verteilungsfunktion

F (t) = 1−
(

C

C + tβ

)α
, t ≥ 0,

verwendet. Dabei sind C > 0, α > 0, β > 0 Parameter. Zeigen Sie, dass die Burr-Verteilung
im Max-Anziehungsbereich der Fréchet-Verteilung Φαβ liegt, und geben Sie explizit eine
Folge bn an, für die Mn/bn gegen Φαβ konvergiert.

Aufgabe 5.1.10. Sei X eine Zufallsvariable mit Dichte f und Verteilungsfunktion F .
Beweisen Sie: Gilt f(t) ∼ Kt−α, t→ +∞, mit K > 0 und α > 1, so folgt

F̄ (t) ∼ K

α− 1
t1−α, t→ +∞.

Zeigen Sie, dass X im Max-Anziehungsbereich von Φα−1 liegt.

Aufgabe 5.1.11. Seien X1, X2, . . . unabhängig und Cauchy-verteilt mit der Dichte

f(t) =
1

π(1 + t2)
, t ∈ R.

Zeigen Sie, dass π
nMn

d−→
n→∞

Φ1.

Auch diskrete Verteilungen können im Max-Anziehungsbereich der Fréchet-Verteilung liegen:

Aufgabe 5.1.12. Eine Zufallsvariable X heißt Zeta-verteilt mit Parameter α > 1, wenn

P[X = k] =
1

ζ(α)kα
, k = 1, 2, . . . ,

wobei ζ(α) :=
∑∞

k=1 k
−α die Zeta-Funktion ist. Zeigen Sie, dass die Zeta-Verteilung im

Max-Anziehungsbereich von Φα−1 liegt.

Nun beweisen wir die Hinrichtung von Satz 5.1.1.

Beweis von Satz 5.1.1: “⇒”. Es sei F eine Verteilungsfunktion und an ∈ R, bn > 0
Folgen, so dass für alle t ∈ R,

(5.1.4) lim
n→∞

F n(an + bnt) = Φα(t).

Wir zeigen, dass x∗ = +∞ und F̄ ∈ RV−α.

Schritt 1. Zuerst müssen wir (5.1.4) auf nichtganzzahlige Werte von n erweitern. Für eine
nicht notwendigerweise ganze Zahl s ≥ 0 definiere as = absc und bs = bbsc, wobei bsc die
Abrundungsfunktion bezeichnet, siehe (3.2.4). Wir behaupten, dass

(5.1.5) lim
s→∞

F s(as + bst) = Φα(t)

für alle t ∈ R, wobei s nicht ganzzahlig sein muss. In der Tat,

F s(as + bst) = (F bsc(absc + bbsct))
s/bsc −→

s→∞
Φα(t),
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wobei wir (5.1.4) mit n = bsc und die Relation lims→+∞ s/bsc = 1 benutzt haben.

Schritt 2. Sei λ > 0. Wegen (5.1.5) mit λs anstelle von s gilt

(5.1.6) lim
s→∞

F s(aλs + bλst) = lim
s→∞

(F λs(aλs + bλst))
1/λ = Φ1/λ

α (t) = Φα(λ1/αt).

Indem wir nun (5.1.5) mit (5.1.6) vergleichen und das Lemma von Chintschin benutzen,
erhalten wir, dass

(5.1.7) lim
s→∞

bλs
bs

= λ1/α, lim
s→∞

aλs − as
bs

= 0.

Somit ist die Funktion s 7→ bs regulär variierend mit Index 1/α. Außerdem suggeriert die
zweite Relation, dass die Funktion as “langsamer” als bs steigen sollte.

Schritt 3. Ausgehend von (5.1.7) soll gezeigt werden, dass

(5.1.8) lim
s→∞

as
bs

= 0.

Zu diesem Zweck benutzen wir die folgende teleskopische Darstellung:

as
bs

=
n∑
k=1

as/2k−1 − as/2k
bs

+
as/2n

bs
=

n∑
k=1

as/2k−1 − as/2k
bs/2k

·
bs/2k

bs
+
as/2n

bs
,

wobei n noch zu wählen ist. Nun sollen einzelne Summanden abgeschätzt werden. Sei ε > 0
fest. Sei A > 0 so groß gewählt, dass

(5.1.9)

∣∣∣∣a2x − ax
bx

∣∣∣∣ < ε für alle x ≥ A

(was aus der zweiten Relation in (5.1.7) folgt) und

(5.1.10)
bx/λ
bx

< 2λ−1/(2α) für alle x ≥ A, λ > 1

(was aus der Potter-Schranke für die regulär variierende Funktion x 7→ bx folgt). Für ein
s > A können wir ein n = n(s) ∈ N0 mit s/2n+1 ≤ A < s/2n finden. Wir erhalten die
Abschätzung∣∣∣∣asbs

∣∣∣∣ ≤ n∑
k=1

∣∣∣∣as/2k−1 − as/2k
bs/2k

∣∣∣∣ bs/2kbs
+
|as/2n|
bs

≤ ε
n∑
k=1

2 · 2−k/(2α) +
C1

bs
,

wobei wir im zweiten Schritt (5.1.10) und (5.1.9) benutzt haben, sowie die Tatsache, dass
s/2n ∈ [A, 2A] und somit |as/2n| < C1 für eine Konstante C1. Da bs →∞ für s→∞ (denn
bs ist regulär variierend mit positivem Index), ergibt sich

lim sup
s→∞

∣∣∣∣asbs
∣∣∣∣ ≤ 2ε

∞∑
k=1

2−k/(2α).

Da ε > 0 beliebig und die Summe auf der rechten Seite endlich ist, erhalten wir (5.1.8).

Schritt 4. Wegen (5.1.8) und des Chintschin-Lemmas können wir nun (5.1.4) wie folgt
vereinfachen: Für alle t ∈ R gilt

(5.1.11) lim
n→∞

F n(bnt) = Φα(t).
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Wir zeigen, dass x∗ = +∞. Sei t > 0 beliebig. Wäre x∗ endlich, so wäre bnt > x∗ für n hin-
reichend groß und wir hätten F n(bnt) = 1 für n hinreichend groß, was in einem Widerspruch
zu (5.1.11) steht. Also ist x∗ = +∞.

Schritt 5. In diesem Schritt soll (5.1.11) vereinfacht werden. Durch Logarithmieren ergibt
sich aus (5.1.11), dass

lim
n→∞

n logF (bnt) = −t−α für alle t > 0.

Dies kann man auch wie folgt umschreiben:

lim
n→∞

n log(1− F̄ (bnt)) = −t−α für alle t > 0.

Da bn →∞ (wegen der regulären Variation) und somit F̄ (bnt)→ 0, können wir die Formel
log(1− x) = −x+ o(x) verwenden. Es ergibt sich, dass

(5.1.12) lim
n→∞

nF̄ (bnt) = t−α für alle t > 0.

Schritt 6. Schließlich zeigen wir unter Benutzung von (5.1.12), dass F̄ regulär variierend
mit Index −α ist. Sei dazu λ > 0. Zu zeigen ist, dass

lim
x→+∞

F̄ (λx)

F̄ (x)
= λ−α.

Zuerst eine Vorüberlegung. Hätte x die Form x = bn, so könnten wir schreiben

F̄ (λx)

F̄ (x)
=
nF̄ (λbn)

nF̄ (bn)
−→
n→∞

λ−α

1
= λ−α,

wobei (5.1.12) zweimal benutzt wurde. Im allgemeinen kann aber x auch Werte annehmen,
die nicht die Form bn haben. Wir werden deshalb x zwischen zwei aufeinanderfolgenden
Termen der Folge bn einquetschen. Definiere dazu

n(x) := inf{m ∈ N : bm+1 > x}, x > 0.

Wegen bn → +∞ ist n(x) wohldefiniert. Es gilt bn(x) ≤ x < bn(x)+1 und limx→+∞ n(x) =∞.
Da F̄ außerdem monoton nichtsteigend ist, folgt daraus die Abschätzung

F̄ (λx)

F̄ (x)
≤

F̄ (λbn(x))

F̄ (bn(x)+1)
=

F̄ (λbn(x))n(x)

F̄ (bn(x)+1)(n(x) + 1)
· n(x) + 1

n(x)
−→
x→+∞

λ−α

1
· 1 = λ−α,

wobei bei der Grenzwertbildung die Relation (5.1.12) zweimal zum Einsatz kam. Daraus
ergibt sich

lim sup
x→+∞

F̄ (λx)

F̄ (x)
≤ λ−α.

Der Beweis der unteren Abschätzung ist analog. �
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5.2. Max-Anziehungsbereich der Weibull-Verteilung Ψα

Der Max-Anziehungsbereich der Weibull-Verteilung Ψα hat eine ähnliche Charakterisierung
wie der Max-Anziehungsbereich der Fréchet-Verteilung. Der Unterschied ist, dass im Fall der
Weibull-Verteilung der rechte Endpunkt x∗ endlich sein muss. Damit eine Verteilungsfunktion
F im Max-Anziehungsbereich von Ψα liegt, muss F̄ an der Stelle x∗ regulär variierend sein.
Wir geben nun eine präzise Definition.

Definition 5.2.1. Eine messbare Funktion f : (0, A) → (0,∞) heißt regulär variie-
rend in 0 mit Index α ∈ R, falls

lim
x↓0

f(λx)

f(x)
= λα für alle λ > 0.

Bezeichnung: f ∈ RVα(0).

Beispiel 5.2.2. Die Funktion f(x) = xα ist regulär variierend in 0 mit Index α.

Aufgabe 5.2.3. Zeigen Sie: f(x) ist regulär variierend mit Index α an der Stelle 0 genau
dann, wenn 1/f(1/x) regulär variierend mit Index α (an der Stelle +∞) ist.

Der nächste Satz charakterisiert den Max-Anziehungsbereich der Weibull-Verteilung.

Satz 5.2.4 (Gnedenko, 1943). Eine Verteilungsfunktion F mit rechtem Endpunkt x∗

liegt im Max-Anziehungsbereich der Weibull-Verteilung Ψα mit Parameter α > 0 genau
dann, wenn folgende zwei Bedingungen erfüllt sind:

(1) x∗ <∞.
(2) Die Funktion x 7→ F̄ (x∗−x), x > 0, ist regulär variierend in 0 mit Index α, d.h.

lim
x↓0

1− F (x∗ − λx)

1− F (x∗ − x)
= λα für alle λ > 0.

Bemerkung 5.2.5. Sind die beiden Bedingungen von Satz 5.2.4 erfüllt, so werden wir
zeigen, dass

Mn − x∗

bn

d−→
n→∞

Ψα,

wobei bn eine beliebige Folge mit

(5.2.1) lim
n→∞

nF̄ (x∗ − bn) = 1

ist. Ein Beispiel einer solchen Folge bn ist gegeben durch

bn = x∗ − F←
(

1− 1

n

)
.
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Beispiel 5.2.6. Betrachte die Verteilungsfunktion F (x) = 1−(x∗−x)α mit x ∈ (x∗−1, x∗),
wobei α > 0. Dann ist 1− F (x∗ − x) = xα ∈ RVα(0). Somit liegt F im MDA(Ψα).

Beispiel 5.2.7. Eine Verteilungsfunktion F mit endlichem rechten Endpunkt x∗, für die
F̄ (x∗ − x) ∼ Kxα für x ↓ 0 gilt (wobei K > 0, α > 0), liegt im Max-Anziehungsbereich von
Ψα.

Wir beweisen nur die Rückrichtung von Satz 5.2.4. Der Beweis der Hinrichtung benutzt
ähnliche Ideen wie im Fréchet-Fall.

Beweis von Satz 5.2.4: “⇐”. Sei x < 0. Es gilt

P
[
Mn − x∗

bn
≤ x

]
= F n(x∗ + bnx) =

(
1− nF̄ (x∗ + bnx)

n

)n
−→
n→∞

e−(−x)α = Ψα(x),

denn

lim
n→∞

nF̄ (x∗ + bnx) = lim
n→∞

nF̄ (x∗ − bn) · F̄ (x∗ − bn(−x))

F̄ (x∗ − bn)
= (−x)α.

Dabei haben wir die reguläre Variation von F̄ (x∗−x) an der Stelle x = 0 und (5.2.1) benutzt.

Sei x ≥ 0. Dann gilt

P
[
Mn − x∗

bn
≤ x

]
= F n(x∗ + bnx) = 1 −→

n→∞
1 = Ψα(x),

denn Mn ≤ x∗ f.s. �

Hier sind einige Beispiele von Verteilungen aus dem Max-Anziehungsbereich der Weibull-
Verteilung.

Aufgabe 5.2.8. SeienX1, X2, . . . unabhängige Zufallsvariablen mit Beta(α, β)-Verteilung,
d.h. die Dichte von Xi sei gegeben durch

f(t) =

{
1

B(α,β) t
α−1(1− t)β−1, für t ∈ [0, 1],

0, sonst.

Dabei ist B(α, β) =
∫ 1

0 t
α−1(1 − t)β−1dt die Eulersche Beta-Funktion und α > 0, β > 0

sind Parameter. Geben Sie explizit eine Folge cn > 0 an mit

cn(Mn − 1)
d−→

n→∞
Ψβ.

Aufgabe 5.2.9. Seien X1, X2, . . . unabhängig und standardnormalverteilt. Zeigen Sie,
dass die Zufallsvariablen −|Xi| im Max-Anziehungsbereich von Ψ1 liegen. Geben Sie ex-
plizit eine Folge cn > 0 an mit

cn min{|X1|, . . . , |Xn|}
d−→

n→∞
Exp(1).
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5.3. Max-Anziehungsbereich der Gumbel-Verteilung Λ

Eine Theorie des Max-Anziehungsbereiches der Gumbel-Verteilung wurde von L. de Haan
entwickelt. In diesem Buch werden wir auf diese Theorie nicht eingehen und verweisen statt-
dessen auf die Bücher von de Haan [10], Bingham, Goldie, Teugels [7] und Resnick [22]. Wir
beweisen nur ein einfaches Resultat.

Satz 5.3.1 (Gnedenko, 1943). Eine Verteilungsfunktion F mit rechtem Endpunkt x∗

liegt im Max-Anziehungsbereich der Gumbel-Verteilung Λ(x) = e−e−x genau dann, wenn
es eine positive und messbare Funktion g(x) gibt mit

(5.3.1) lim
x↑x∗

F̄ (x+ ug(x))

F̄ (x)
= e−u für alle u ∈ R.

Bemerkung 5.3.2. x∗ kann im Gumbel-Fall endlich oder unendlich sein, Beispiele werden
unten gegeben.

Bemerkung 5.3.3. Wir werden zeigen: Ist die Bedingung (5.3.1) erfüllt, so gilt

Mn − an
bn

d−→
n→∞

e−e−x ,

wobei an und bn Folgen sind, die die folgenden Bedingungen erfüllen:

(5.3.2) lim
n→∞

nF̄ (an) = 1, bn = g(an).

Eine mögliche Wahl von an ist an = F←
(
1− 1

n

)
(Beweis ähnlich wie in Lemma 5.1.8).

Beweis von Satz 5.3.1. Es wird hier nur ein Beweis für die Rückrichtung gegeben. Es
seien also (5.3.1) und (5.3.2) erfüllt. Es gilt limn→∞ an = x∗, denn hätte an eine von x∗ weg-
beschränkte Teilfolge, so würde entlang dieser Teilfolge (5.3.2) verletzt sein. Man betrachte
nun

lim
n→∞

nF̄ (an + bnu) = lim
n→∞

F̄ (an + g(an)u)

F̄ (an)
· nF̄ (an) = e−u,

wobei wir (5.3.1) und (5.3.2) benutzt haben. Es folgt

P
[
Mn − an

bn
≤ u

]
= F n(an + bnu) = (1− F̄ (an + bnu))n −→

n→∞
e−e−u .

Dadurch ergibt sich Mn−an
bn

d−→
n→∞

Λ. �

Beispiel 5.3.4. Die Exponentialverteilung Exp(λ) mit Tailfunktion

F̄ (x) = e−λx, x > 0,

liegt im Max-Anziehungsbereich von Λ. Man kann nachrechnen, dass Bedingung (5.3.1) mit
g(x) = 1

λ
erfüllt ist:

F̄ (x+ ug(x))

F̄ (x)
= e−λug(x) = e−u.
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Aus (5.3.2) ergibt sich (als eine mögliche Wahl) an = logn
λ

und bn = 1
λ
, so dass

λMn − log n
d−→

n→∞
Λ.

Einige weitere Beispiele von Verteilungen aus dem Max-Anziehungsbereich der Gumbel-
Verteilung Λ finden sich in den nachfolgenden Aufgaben.

Aufgabe 5.3.5. Seien X1, X2, . . . unabhängige identisch verteilte Zufallsvariablen mit
Tailfunktion

F̄ (t) = e−t
α
, t > 0,

wobei α > 0. Geben Sie explizit an ∈ R und bn > 0 mit (Mn − an)/bn
d−→

n→∞
Λ an.

Aufgabe 5.3.6. Seien X1, X2, . . . unabhängige identisch verteilte Zufallsvariablen mit
Tailfunktion

F̄ (t) = e−(log t)α , t > 1,

wobei α > 1. Geben Sie explizit an ∈ R und bn > 0 mit (Mn − an)/bn
d−→

n→∞
Λ an.

Die nächste Aufgabe zeigt, dass im Max-Anziehungsbereich der Gumbel-Verteilung der rechte
Endpunkt auch endlich sein kann.

Aufgabe 5.3.7. Seien X1, X2, . . . unabhängige identisch verteilte Zufallsvariablen mit
Tailfunktion

F̄ (t) =

{
e1/t, t < 0,

0, t ≥ 0.

Geben Sie explizit an ∈ R und bn > 0 mit (Mn − an)/bn
d−→

n→∞
Λ an.

Alle drei Max-Anziehungsbereiche sind abgeschlosses bzgl. der asymptotischen Äquivalenz:

Aufgabe 5.3.8. Es seien F und G zwei Verteilungsfunktionen mit dem gleichen rechten
Endpunkt x∗ und

lim
x↑x∗

1− F (x)

1−G(x)
= c,

wobei 0 < c < ∞. Zeigen Sie: Liegt F im Max-Anziehungsbereich von Φα, Ψα oder Λ, so
liegt auch G in demselben Max-Anziehungsbereich.

Es gibt Verteilungen, die in keinem Max-Anziehungsbereich liegen:

Aufgabe 5.3.9. Die Zufallsvariable X sei geometrisch verteilt mit Parameter 1/2, d.h.

P[X = k] = 1/2k, k = 1, 2, . . . .

Zeigen Sie, dass X in keinem der drei Max-Anziehungsbereiche liegt.

Aufgabe 5.3.10. Die Zufallsvariable Y besitze die Tailfunktion

F̄ (t) = 1/ log t, t > e.

Zeigen Sie, dass Y in keinem der drei Max-Anziehungsbereiche liegt.
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5.4. Beispiel: Normalverteilung

Im Folgenden werden wir zeigen, dass die Normalverteilung zum Max-Anziehungsbereich
der Gumbel-Verteilung gehört. Dazu benötigen wir ein Lemma, das die Asymptotik der
Tailfunktion der Standardnormalverteilung beschreibt. Wir erinnern daran, dass die Notation
f(t) ∼ g(t) für t→ +∞ bedeutet, dass

lim
t→+∞

f(t)

g(t)
= 1.

Lemma 5.4.1. Für die Tailfunktion F̄ und die Dichte f der Standardnormalverteilung
gilt

F̄ (t) ∼ f(t)

t
=

1√
2π

1

t
e−t

2/2 für t→ +∞.

Beweis. Es gilt

lim
t→+∞

F̄ (t)
1√
2πt

e−t2/2
= lim

t→+∞

∫∞
t

e−s
2/2ds

1
t
e−t2/2

= lim
t→+∞

−e−t
2/2

− 1
t2

e−t2/2 − 1
t
te−t2/2

= lim
t→+∞

1
1
t2

+ 1
= 1,

wobei wir den Satz von L’Hospital für den Fall
”

0
0
“ angewendet haben. �
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Abbildung 3. Veranschaulichung von Lemma 5.4.1. Blaue Kurve: Die Tail-
funktion F̄ der Standardnormalverteilung. Rote Kurve: Die Approximation.
Das rechte Bild zeigt die beiden Kurven auf dem Intervall [3, 5].

Satz 5.4.2. Die Standardnormalverteilung liegt im Max-Anziehungsbereich der Gumbel-
Verteilung Λ.
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Beweis. Wir werden zeigen, dass Bedingung (5.3.1) des Satzes 5.3.1 mit g(t) = 1/t gilt.
Mit Lemma 5.4.1 ergibt sich:

lim
t→+∞

F̄ (t+ xg(t))

F̄ (t)
= lim

t→+∞

1
t+xg(t)

e−(t+xg(t))2/2

1
t
e−t2/2

= lim
t→∞

1
t+x/t

e−t
2/2−x− x2

2t2

1
t
e−t2/2

= e−x

für alle x ∈ R. �

Es seien X1, X2, . . . unabhängige und standardnormalverteilte Zufallsvariablen und Mn =
max{X1, . . . , Xn}. Wir werden nun die Folgen an ∈ R und bn > 0 derart bestimmen, dass

Mn − an
bn

d−→
n→∞

e−e−x .

-4

-2

2

4

Abbildung 4. Eine standardnormalverteilte Stichprobe vom Umfang n = 5000.

Laut Satz 5.3.1 sollten wir an so wählen, dass

(5.4.1) lim
n→∞

nF̄ (an) = 1.

Damit das gilt, muss die Folge an gegen +∞ divergieren. Hätte nämlich die Folge an eine
nach oben beschränkte Teilfolge, so wäre F̄ (an) entlang dieser Teilfolge von 0 wegbeschränkt
sein und nF̄ (an) würde entlang dieser Teilfolge gegen unendlich gehen. Widerspruch, also
geht an gegen +∞.

Wir können nun Lemma 5.4.1 benutzen und (5.4.1) in der folgenden Form schreiben:

(5.4.2)
√

2πanea
2
n/2 ∼ n, n→∞.

Auf der linken Seite ist ea
2
n/2 derjenige Term, der am schnellsten gegen +∞ geht. Wir können

also als eine erste Annäherung zu an eine Folge wn mit ew
2
n/2 = n wählen, d.h.

wn =
√

2 log n.

Mit der Folge wn sind wir aber noch nicht am Ziel, denn
√

2πwnew
2
n/2 =

√
2π
√

2 log nn � n.
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Wir machen also den Ansatz an =
√

2 log n+ δn, wobei δn noch genauer spezifiziert werden
muss. Mit diesem Ansatz gilt:

√
2πanea

2
n/2 =

√
2π(
√

2 log n+ δn)elogn+
√

2 lognδn+
δ2n
2

= n ·
√

2π(
√

2 log n+ δn)e
√

2 lognδne
δ2n
2 .(5.4.3)

Wir wollen δn so bestimmen, dass alle Terme auf der rechten Seite außer n asymptotisch
äquivalent zu 1 sind. Wähle δn so dass

√
2π
√

2 log n e
√

2 lognδn = 1.

Dann folgt durch Umformungen, dass

δn = − log(4π log n)

2
√

2 log n
.

Es sei bemerkt, dass ein so gewähltes δn gegen 0 geht. Somit gilt

eδ
2
n ∼ 1,

√
2 log n+ δn ∼

√
2 log n.

Also ist die rechte Seite von (5.4.3) tatsächlich asymptotisch äquivalent zu 1, wie gewünscht.
Wir kommen also zum Schluss, dass an wie folgt gewählt werden sollte:

(5.4.4) an =
√

2 log n− log(4π log n)

2
√

2 log n
.

Als bn wählt man schließlich bn = g(an) = 1
an

. Da aber an ∼
√

2 log n, kann man mit dem
Lemma von Chintschin zeigen, dass auch die folgende einfachere Wahl von bn reicht:

(5.4.5) bn =
1√

2 log n
.

Wir haben somit den folgenden Satz bewiesen:

Satz 5.4.3. Seien X1, X2, . . . unabhängige und standardnormalverteilte Zufallsvaria-
blen. Dann gilt für alle x ∈ R:

lim
n→∞

P
[√

2 log n

{
Mn −

(√
2 log n− log(4π log n)

2
√

2 log n

)}
≤ x

]
= e−e−x .

Bemerkung 5.4.4. Der Satz lässt sich wie folgt interpretieren: Das Maximum Mn nimmt

Werte an, die sehr nahe bei an =
√

2 log n− log(4π logn)

2
√

2 logn
sind. Die Differenz zwischen Mn und

an ist zufällig und hat die Größenordnung bn = 1√
2 logn

. Multipliziert man Mn − an mit dem

Faktor
√

2 log n, so erhält man eine approximativ Gumbel-verteilte Zufallsvariable.

Zum Schluss werden wir noch zeigen, dass auch die sogenannte Log-Normalverteilung im
Max-Anziehungsbereich der Gumbel-Verteilung liegt.
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Definition 5.4.5. Es sei X eine standardnormalverteilte Zufallsvariable. Dann heißt
die Zufallsvariable Y := eX log-normalverteilt.

Die Begriff log-normal erklärt sich dadurch, dass die Zufallsvariable X = log Y normalverteilt
ist.

Aufgabe 5.4.6. Zeigen Sie, dass die Dichte einer log-normalverteilten Zufallsvariable
durch die folgende Formel gegeben ist:

f(y) =
1√
2πy

e−
1
2

log2 y, y > 0.

Satz 5.4.7. Es seien Y1, Y2, . . . unabhängige, log-normalverteilte Zufallsvariablen. Sei

Ln := max{Y1, . . . , Yn}.
Mit an und bn wie in Formeln (5.4.4) und (5.4.5) gilt für alle x ∈ R:

lim
n→∞

P
[
Ln − ean

bnean
≤ x

]
= e−e−x .

Beweis. Wir können annehmen, dass Y1 = eX1 , Y2 = eX2 , . . ., wobei X1, X2 . . . unabhängig
und standardnormalverteilt sind. Sei Mn = max{X1, . . . , Xn}, dann ist Ln = eMn . Wir wissen
bereits, dass

lim
n→∞

P [Mn − an ≤ bnx] = e−e−x .

Durch die Anwendung der Exponentialfunktion folgt, dass

lim
n→∞

P
[
e−anLn ≤ ebnx

]
= e−e−x .

Da limn→∞ bn = 0, können wir die Entwicklung ebnx = 1 + bnx+ o(bn) benutzen und es folgt
(Übungsaufgabe: Zeigen Sie, dass man den o-term weglassen kann), dass

lim
n→∞

P
[
e−anLn ≤ 1 + bnx

]
= e−e−x .

Daraus ergibt sich die Behauptung. �

Die Gammaverteilung und die Log-Gammaverteilung liegen ebenfalls im Max-Anziehungsbereich
der Gumbel-Verteilung.

Aufgabe 5.4.8. Seien X1, X2, . . . unabhängige Gamma(α, λ)-verteilte Zufallsvariablen,
d.h. die Dichte von Xi sei

f(t) =
λα

Γ(α)
tα−1e−λt, t > 0,

wobei α > 0, λ > 0. Geben Sie explizit an ∈ R und bn > 0 mit (Mn − an)/bn
d−→

n→∞
Λ an.
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Aufgabe 5.4.9. Es seien X1, X2, . . . unabhängig und Log-Gammaverteilt, d.h. logXi seien

Gamma(α, λ)-verteilt. Geben Sie explizit an ∈ R und bn > 0 mit (Mn− an)/bn
d−→

n→∞
Λ an.

5.5. Von Mises-Bedingungen

Wir haben notwendige und hinreichende Bedingungen dafür hergeleitet, dass eine Verteilung
in einem Max-Anziehungsbereich liegt. Leider sind diese Bedingungen manchmal schwer zu
überprüfen. In diesem Abschnitt leiten wir einfach zu überprüfende hinreichende Bedingun-
gen, die allerdings nicht notwendig sind.

Zuerst müssen wir den Begriff “Ausfallrate” einführen. Man betrachte ein Gerät, dessen
Lebensdauer als eine Zufallsvariable Z ≥ 0 modelliert werde. Wir betrachten ein sehr kleines
Zeitintervall (x, x+ dx) und stellen uns die folgende Frage:

Gegeben, dass das Gerät zum Zeitpunkt x noch funktioniert, wie groß ist die Wahr-
scheinlichkeit, dass es zwischen x und x+ dx ausfällt?

Dabei nehmen wir an, dass Z absolut stetig mit Dichte f ist. Die Verteilungsfunktion von Z
sei mit F bezeichnet. Diese bedingte Wahrscheinlichkeit kann wie folgt berechnet werden:

P[Z ∈ (x, x+ dx)|Z > x] =
P[Z ∈ (x, x+ dx), Z > x]

P[Z > x]
=
P[Z ∈ (x, x+ dx)]

P[Z > x]
≈ f(x)

F̄ (x)
dx.

Die Funktion h(x) = f(x)/F̄ (x) heißt die Ausfallrate1 des Geräts.

Im obigen Beispiel ist die Lebensdauer des Geräts nicht-negativ. Die Definition der Ausfall-
rate kann allerdings auch für Zufallsvariablen verwendet werden, die negative Werte anneh-
men dürfen. Für die folgende Definition sei Z eine Zufallsvariable mit rechtem Endpunkt
x∗, deren Verteilungsfunktion F auf einem Intervall (x0, x

∗) eine stetige Ableitung f = F ′

besitzt.

Definition 5.5.1. Die Ausfallrate von Z ist die Funktion

h(x) =
f(x)

F̄ (x)
= −(log F̄ )′(x), x ∈ (x0, x

∗).

Beispiel 5.5.2. Sei Z exponentialverteilt mit Tailfunktion F̄ (x) = e−λx, x > 0, und Dichte
f(x) = λe−λx, x > 0. Die Asufallrate ist dann gegeben durch

h(x) =
f(x)

F̄ (x)
=
λe−λt

e−λt
= λ, x > 0.

Die Exponentialverteilung hat also eine konstante Ausfallrate. Das kann mit der Vergessens-
eigenschaft der Exponentialverteilung in Zusammenhang gebracht werden: Ein Gerät, dass

1In der Literatur kommen auch Begriffe Sterblichkeitsrate, Hazardrate, usw. vor
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zum Zeitpunkt x noch funktioniert, “erinnert” sich an sein Alter nicht und fällt mit der
gleichen Rate aus, wie ein neues Gerät unmittelbar nach Inbetriebnahme.

Beispiel 5.5.3 (Additionsregel für Ausfallraten). Wir betrachten ein System, das aus n
stochastisch unabhängigen Komponenten besteht, die mit Raten h1(x), . . . , hn(x) ausfallen.
Das ganze System falle genau dann aus, wenn mindestens eine der Komponenten ausfällt.
Wir behaupten, dass die Ausfallrate des Systems durch h1(x) + . . . + hn(x) gegeben ist. Es
seien Z1, . . . , Zn Zufallsvariablen, die die Lebensdauer der einzelnen Komponenten angeben,
und F1, . . . , Fn die entsprechenden Verteilungsfunktionen. Die Lebensdauer des Systems ist
dann die Zufallsvariable

Z = min{Z1, . . . , Zn}.
Für die Tailfunktion von Z gilt

F̄ (x) = P[Z > x] = F̄1(x) · . . . · F̄n(x).

Somit gilt für die Ausfallrate des Systems

h(x) = −(log F̄ )′(x) = −(log F̄1 + . . .+ log F̄n)′(x)

= −(log F̄1)′(x)− . . .− (log F̄n)′(x) = h1(x) + . . .+ hn(x),

wobei wir die Formel aus Definition 5.5.1 mehrmals benutzt haben.

Wir betrachten nun den Spezialfall, in dem die Lebensdauer der i-ten Komponente expo-
nentialverteilt mit Parameter λi > 0 ist. Die Ausfallrate der i-ten Komponente ist somit
konstant und gleich λi, woraus folgt, dass die Ausfallrate des Gesamtsystems ebenfalls kon-
stant und gleich λ1 + . . . + λn ist. Also ist die Lebensdauer des Systems exponentialverteilt
mit Parameter λ1 + . . .+ λn. Symbolisch können wir das Gezeigte wie folgt darstellen:

min{Exp(λ1), . . . ,Exp(λn)} d
= Exp(λ1 + . . .+ λn).

Im Folgenden werden wir eine Formel benutzen, die die Tailfunktion durch die Ausfallrate
darstellt:

Lemma 5.5.4. Für beliebiges a ∈ (x0, x
∗) gilt

F̄ (x) = F̄ (a) exp

{
−
∫ x

a

h(u)du

}
, x ∈ [a, x∗).

Beweis. Mit der Newton-Leibniz-Formel ergibt sich

F̄ (x) = elog F̄ (x) = exp

{∫ x

a

(log F̄ )′(u)du+ log F̄ (a)

}
= F̄ (a) exp

{
−
∫ x

a

h(u)du

}
,

wobei wir im letzten Schritt die Definition der Ausfallrate benutzt haben. �

Für eine ausführliche Behandlung der mathematischen Zuverlässigkeitstheorie verweisen wir
auf das Buch [?].

In den obigen Überlegungen haben wir absolut stetige Verteilungen betrachtet. In der nach-
folgenden Aufgabe betrachten wir den Fall der diskreten Zufallsvariablen.
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Aufgabe 5.5.5 (Ausfallrate für diskrete Verteilungen). Für eine diskrete Zufallsvariable
Z mit Werten in N0 = {0, 1, . . .} kann man die Ausfallrate wie folgt definieren:

HZ(k) = P[Z = k|Z ≥ k] =
P[Z = k]

P[Z ≥ k]
, k ∈ N0.

(a) Zeigen Sie: Sind Z1, . . . , Zn unabhängige Zufallsvariablen mit Werten in N0, so
gilt für die Ausfallrate von min{Z1, . . . , Zn}:

1−Hmin{Z1,...,Zn} =
n∏
i=1

(1−HZi(k)), k ∈ N0.

(b) Sei Z geometrisch verteilt mit Parameter p ∈ (0, 1), d.h. P[Z = k] = p(1− p)k für
k = 0, 1, . . .. Zeigen Sie: Die Ausfallrate von Z ist konstant und gleich p.

(c) Seien Z1, . . . , Zn unabhängig und geometrisch verteilt mit Parametern p1, . . . , pn.
Zeigen Sie, dass min{Z1, . . . , Zn} geometrisch verteilt mit Parameter 1−

∏n
i=1(1−

pi) ist.

Von Mises-Bedingung für den Fréchet-Max-Anziehungsbereich

Bevor wir die von Mises-Bedingung für den Max-Anziehungsbereich der Fréchet-Verteilung
formulieren, betrachten wir ein Beispiel.

Beispiel 5.5.6. Sei X Pareto-verteilt mit Tailfunktion F̄ (x) = x−α, x > 1. Dabei sei α > 0
ein Parameter. Die Dichte ist f(x) = αx−α−1. Die Ausfallrate ist somit

h(x) =
α

x
, x > 1.

Bekanntlich gilt X ∈ MDA(Φα).

Wir werden nun zeigen, dass alle Verteilungen mit unendlichem rechten Endpunkt und einer
zu α

x
asymptotisch äquivalenten Ausfallrate in MDA(Φα) liegen.

Satz 5.5.7 (von Mises, 1936). Sei X eine Zufallsvariable mit rechtem Endpunkt x∗ =
+∞ und Ausfallrate h(x), x > x0. Es gelte

(5.5.1) h(x) ∼ α

x
, x→ +∞,

mit einem Parameter α > 0. Dann liegt X im Max-Anziehungsbereich der Fréchet-
Verteilung Φα.

Beweis. Wähle ein a > x0. Es gilt nach Lemma 5.5.4

F̄ (x) = F̄ (a) exp

{
−
∫ x

a

h(u)du

}
= F̄ (a) exp

{∫ x

a

ε(u)

u
du

}
,

wobei die Funktion ε(u) := −h(u)u wegen (5.5.1) die Bedingung limu→+∞ ε(u) = −α erfüllt.
Es folgt aus dem Darstellungssatz von Karamata (siehe Aufgabe 4.4.3), dass F̄ regulär
variierend mit Index −α ist. Somit liegt F im Max-Anziehungsbereich der Fréchet-Verteilung
Φα. �
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Von Mises-Bedingung für den Weibull-Max-Anziehungsbereich

Der Weibull-Fall ist dem Fréchet-Fall sehr ähnlich, ein wesentlicher Unterschied ist allerdings,
dass im Weibull-Fall der rechte Endpunkt endlich ist.

Beispiel 5.5.8. Sei X eine Zufallsvariable mit rechtem Endpunkt x∗ < +∞ und Tailfunk-
tion F̄ (x) = (x∗ − x)α, x ∈ [x∗ − 1, x∗]. Dabei sei α > 0 ein Parameter. Die Dichte ist
f(x) = α(x∗ − x)α−1, x ∈ [x∗ − 1, x∗]. Die Ausfallrate ist somit

h(x) =
α

x∗ − x
, x ∈ (x∗ − 1, x∗).

Bekanntlich liegt X im Max-Anziehungsbereich der Weibull-Verteilung Ψα.

Satz 5.5.9 (von Mises, 1936). Sei X eine absolut stetige Zufallsvariable mit endlichem
rechtem Endpunkt x∗ < +∞ und Ausfallrate h(x), x ∈ (x0, x

∗). Es gelte

(5.5.2) h(x) ∼ α

x∗ − x
, x ↑ x∗,

wobei α > 0. Dann liegt X im Max-Anziehungsbereich der Weibull-Verteilung Ψα.

Beweis. Ähnlich wie im Fréchet-Fall. �

Von Mises-Bedingung für den Gumbel-Max-Anziehungsbereich

Um die von Mises-Bedingung im Gumbel-Fall zu formulieren, erinnern wir uns zuerst daran,
dass wir den Gumbel-Fall als eine Art “Grenzwert” des Fréchet- und des Weibull-Falls für
α→ +∞ betrachten können. Der rechte Endpunkt kann im Gumbel-Fall sowohl endlich als
auch unendlich sein. Betrachten wir den Fall eines unendlichen rechten Endpunktes. Aus der
von Mises-Bedingung für den Fréchet-Fall h(x) ∼ α

x
bzw. 1

h(x)
∼ x

α
für x → +∞ wird bei

einem informellen Übergang zum Grenzwert α→ +∞ die Bedingung

1

h(x)
= o(x), x→ +∞.

Leider braucht man im Gumbel-Fall eine etwas stärkere Bedingung, die man durch formales
Ableiten der obigen Bedingung erhält:

Satz 5.5.10 (von Mises, 1936). Sei X eine Zufallsvariable mit rechtem Endpunkt x∗ der
endlich oder unendlich sein darf. Die Ausfallrate h(x) existiere und sei differenzierbar
und strikt positiv auf einem Intervall (x0, x

∗), und es gelte

(5.5.3) lim
x↑x∗

(
1

h

)′
(x) = 0.

Dann liegt X im Max-Anziehungsbereich der Gumbel-Verteilung Λ.
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Beweis. Wir überprüfen die Bedingungung von Satz 5.3.1 mit

g(x) :=
1

h(x)
.

Wir zeigen, dass für jedes u ∈ R,

(5.5.4) lim
x↑x∗

F̄ (x+ ug(x))

F̄ (x)
= e−u.

Sei u > 0, denn für negatives u ist der Beweis analog. Mit Lemma 5.5.4 gilt

F̄ (x+ ug(x))

F̄ (x)
= exp

{
−
∫ x+ug(x)

x

h(y)dy

}
= exp

{
−
∫ u

0

g(x)

g(x+ zg(x))
dz

}
,

wobei wir in der zweiten Gleichung den Ansatz z := y−x
g(x)
∈ [0, u] gemacht haben. Für den

Beweis von (5.5.4) reicht es zu zeigen, dass gleichmäßig in z ∈ [0, u] gilt

(5.5.5) lim
x↑x∗

g(x)

g(x+ zg(x))
= 1.

Sei ε > 0. Wegen der von Mises-Bedingung limx↑x∗ g
′(x) = 0 gibt es ein s0 = s0(ε) ∈ (x0, x

∗),
so dass |g′(s)| < ε

u
für alle s ∈ (s0, x

∗). Für alle x ∈ (s0, x
∗) und z ∈ [0, u] ergibt sich die

Abschätzung

|g(x+ zg(x))− g(x)| =

∣∣∣∣∣
∫ x+zg(x)

x

g′(s)ds

∣∣∣∣∣ ≤ ε

u
zg(x) ≤ εg(x).

Somit gilt für alle x ∈ (s0, x
∗) ∣∣∣∣g(x+ zg(x))− g(x)

g(x)

∣∣∣∣ ≤ ε.

Das beweist die Behauptung (5.5.5). �

Beispiel 5.5.11. Für die Exponentialverteilung mit Parameter λ gilt h(x) = λ und somit

g(x) =
1

h(x)
=

1

λ
.

Die von-Mises Bedingung ist erfüllt, denn (1/h)′(x) = 0 für alle x > 0.

Beispiel 5.5.12. Die Dichte f der Standardnormalverteilung erfüllt die Differenzialglei-
chung f ′(x) = −xf(x). Somit ergibt sich(

1

h

)′
(x) =

(
F̄

f

)′
(x) =

−f 2(x) + F̄ (x)f ′(x)

f 2(x)
= −1 +

F̄ (x)x

f(x)
→ 0, x→ +∞,

denn wir haben in Lemma 5.4.1 gezeigt, dass F̄ (x) ∼ 1
x
f(x).

A. A. Balkema und L. de Haan [5] haben bewiesen, dass eine Verteilungsfunktion F genau
dann im Max-Anziehungsbereich der Gumbel-Verteilung liegt, wenn es eine Verteilungsfunk-
tion G mit demselben rechten Endpunkt x∗ wie F gibt, die die von Mises-Bedingung erfüllt
und für die F̄ (t) ∼ Ḡ(t) für t ↑ x∗ gilt. In diesem Sinne ist die von Mises-Bedingung nicht
nur hinreichend, sondern auch “bis auf asymptotische Äquivalenz” sogar notwendig.
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Kommentare

Zuverlässigkeitstheorie [?].
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KAPITEL 6

Statistik der Extremwertverteilungen

In diesem Kapitel beschäftigen wir uns mit statistischen Anwendungen der Extremwert-
verteilungen. Wir werden zwei verschiedene Zugänge zur Modellierung von Extremwerten
betrachten.

• Der erste Zugang basiert auf der Modellierung von Blockmaxima durch die be-
reits bekannten Extremwertverteilungen, die hier GEV-Verteilungen (Generalized
Extreme-Value Distributions) genannt werden.
• Der zweite Zugang (Peaks Over Threshold Method) benutzt die verallgemeinerten

Pareto-Verteilungen (GPD, Generalized Pareto Distributions).

Wir werden hier nur auf einige grundlegende Ideen der statistischen Modellierung von Ex-
tremwerten eingehen. Für mehr Einzelheiten verweisen wir auf die Bücher von S. Coles “An
introduction to statistical modeling of extreme values”, E. Gumbel “Statistics of extremes”,
J. Beirlant, Y. Goegebeur, J. Teugels, J. Segers “Statistics of extremes”.

6.1. Statistik der Blockmaxima: GEV-Verteilungen

Wir haben bisher gesehen, dass Extremwertverteilungen folgende Form haben:

Gγ,µ,σ(z) = exp

{
−
(

1 + γ
z − µ
σ

)− 1
γ

}
für 1 + γ

z − µ
σ

> 0.

Extremwertverteilungen bilden also eine dreiparametrige Familie: γ ∈ R ist der formgebende
Parameter, µ ∈ R ist der Lageparameter und σ > 0 ist der Skalenparameter. Für γ gilt:

γ > 0: G ist eine Fréchet-Verteilung (definiert für z−µ
σ
> − 1

γ
wie oben, sonst 0).

γ < 0: G ist eine Weibull-Verteilung (definiert für z−µ
σ
< − 1

γ
wie oben, sonst 1).

γ = 0: G ist eine Gumbel-Verteilung (definiert für z ∈ R wie oben).

Extremwertverteilungen, die in der obigen Form dargestellt werden, werden auch General
Extreme-Value distributions (GEV-Verteilungen) genannt.
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Beispiel 6.1.1 (Wasserstände an einem Deich). Am Tag j ∈ {1, . . . , 365} im Jahr i ∈
{1, . . . , n} wurde an einem Deich der Wasserstand xij gemessen. Wir betrachten die jährlichen
Maxima (“Blockmaxima”)

xi = max
j=1,...,365

xij

und wollen aus diesen Daten die Deichhöhe Zp bestimmen, bei der eine Überflutung mit einer
gegebenen Wahrscheinlichkeit p in einem Jahr stattfindet. Dabei ist die Wahrscheinlichkeit p
sehr klein (viel kleiner als 1/n, zum Beispiel), so dass alle gemessenen Wasserstände sicherlich
viel kleiner als die gesuchte Höhe Zp sind.

Dazu betrachten wir folgendes Modell: x1, . . . , xn sind Realisierungen von X1, . . . , Xn, die
u.i.v. Zuvallsvariablen mit einer GEV-Verteilung Gγ,µ,σ mit Parametervektor θ = (γ, µ, σ) ∈
R2 × R+ sind.

Bemerkung 6.1.2. Den jährlichen Maxima eine GEV-Verteilung zu unterstellen, ist eine
natürliche Wahl, da jedes Xi ein Maximum von vielen u.i.v. Zufallsvariablen ist. Wir haben
in früheren Kapiteln gezeigt, dass solche Maxima unter sehr allgemeinen Bedingungen gegen
Extremwertverteilungen konvergieren. Natürlich braucht man für die Konvergenz Normie-
rungskonstanten, in unserem Fall kann man aber annehmen, dass die Normierungskonstanten
bereits in den Parametern µ und σ enthalten sind.

Bemerkung 6.1.3. Da wir im obigen Modell voraussetzen, dass die Xi identisch verteilt
sind, kann das Modell nur auf stationäre Daten angewendet werden, d.h. Daten, die keinen
Trend aufweisen. Werden die jährlichen Maxima mit der Zeit immer größer (kleiner), muss
ein anderes Modell verwendet werden, siehe unten.

Unser Problem besteht nun darin, den Parametervektor θ zu schätzen. Wir werden die
Maximum-Likelihood-Methode (ML-Methode) benutzen. Dazu benötigt man die Dichte fγ,µ,σ(z)
der GEV-Verteilung. Durch Ableiten der Verteilungsfunktion Gγ,µ,σ erhält man, dass für
γ 6= 0

fθ(z) = fγ,µ,σ(z) =

{
1
σ

(
1 + γ z−µ

σ

)− 1
γ
−1

exp{−
(
1 + γ z−µ

σ

)− 1
γ }, 1 + γ z−µ

σ
> 0,

0, sonst

während für γ = 0

fθ(z) = f0,µ,σ =
1

σ
e−

z−µ
σ exp

{
−e−

z−µ
σ

}
, für z ∈ R.

Mit Hilfe der Dichten kann man die Log-Likelihoodfunktion aufstellen:

l(θ) := l(θ|x1, ..., xn) :=
n∑
i=1

log fθ(xi).

Für γ 6= 0 gilt:

l(θ) = −n log σ −
(

1

γ
+ 1

) n∑
i=1

log

(
1 + γ

xi − µ
σ

)
−

n∑
i=1

(
1 + γ

xi − µ
σ

)− 1
γ

,
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falls 1 + γ xi−µ
σ

> 0 für alle i = 1, ..., n, und l(θ) = −∞ sonst. Für γ = 0 gilt:

l(θ) = −n log σ −
n∑
i=1

xi − µ
σ
−

n∑
i=1

e−
xi−µ
σ .

Mit der log-Likelihoodfunktion lässt sich der Maximum-Likelihood-Schätzer

θ̂ = (γ̂, µ̂, σ̂) = argmax l(γ, µ, σ)

herleiten. Hier kann θ̂ nicht analytisch bestimmt werden, sondern muss numerisch ermittelt
werden.1

Nachdem der Parameter θ geschätzt wurde, können wir die Deichhöhe Zp schätzen. Wir
erinnern, dass Zp die Deichhöhe ist, bei der eine Überflutung mit Wahrscheinlichkeit p in
einem Jahr stattfindet. Das Problem besteht also darin, dass (1− p)-Quantil des jährlichen
Maximums zu schätzen. Wir schätzen Zp indem wir die Gleichung

Gγ̂,µ̂,σ̂(Ẑp) = 1− p

lösen (falls es mehrere Lösungen gibt, betrachten wir die kleinste):

Ẑp =

{
µ̂− σ̂

γ̂
{1− (− log(1− p))−γ̂}, γ̂ 6= 0,

µ̂− σ̂ log(− log(1− p)), γ̂ = 0.

Für γ̂ < 0 (im Fall der Weibull-Verteilung) besitzt die Verteilung Gγ̂,µ̂,σ̂ einen endlichen
rechten Endpunkt, der übrigens per Definition Z0 ist. In diesem Fall gehen wir davon aus, dass
es einen absolut höchsten Wasserstand gibt, der niemals überschritten wird. Der Schätzer
für Z0 ist dann gegeben durch:

Ẑ0 = µ̂− σ̂

γ̂
.

Nachdem nun das Problem gelöst wurde, stellt sich die Frage, wie wir die Lösung verifizieren
können. Wie können wir überprüfen, ob die Daten x1, . . . , xn durch die Verteilungsfunktion
Ĝ = Gγ̂,µ̂,σ̂ tatsächlich gut beschrieben werden? Zur Verifikation des Modells gibt es mehrere
Methoden, die wir im Folgenden betrachten.

Ordnen wir die Stichprobe x1, . . . , xn monoton aufsteigend an, so erhalten wir die Ordnungs-
statistiken

x(1) ≤ ... ≤ x(n).

Definition 6.1.4 (Probability-Plot). Der PP-Plot ist die Menge{(
Ĝ(x(i)),

i

n+ 1

)
: i = 1, . . . , n

}
⊂ [0, 1]2.

1Leider treten bei der Anwendung der Maximum-Likelihood-Methode auf die GEV-Verteilungen einige
Schwierigkeiten auf. Z.B. kann die Likelihood-Funktion unbeschränkt sein. Außerdem sind die üblichen Re-
gularitätsbedingungen, die eine Konvergenzrate von n−1/2 sicherstellen, nicht erfüllt, s. Richard L. Smith,
“Maximum likelihood estimation in a class of nonregular cases”, Biometrika (1985) 72 (1): 67-90.

62



Trifft die Annahme, dass die Daten x1, . . . , xn gemäß Ĝ verteilt sind zu, so sollte

Ĝ(x(i)) ≈
i

n+ 1

gelten bzw. sollten die Punkte in einem Probability-Plot auf der Winkelhalbierenden liegen
(etwa wie in Grafik 1).
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Abbildung 1. PP-Plot

Der PP-Plot besitzt einen Nachteil: Für i ≈ n gilt Ĝ(x(i)) ≈ 1 und i
n+1
≈ 1, egal ob Ĝ die

Daten gut beschreibt oder nicht. Mit anderen Worten, auch wenn Ĝ die Daten im Bereich der
großen Werte nicht gut beschreibt, sieht man das in einem Probability-Plot möglicherweise
nicht. Dabei sind gerade die großen Werte besonders interessant für uns. Wir betrachten
deshalb eine andere Methode, die dieser Überlegung Rechnung trägt.

Das q-Quantil Ĝ←(q), wobei q ∈ (0, 1), einer Verteilungsfunktion Ĝ ist definiert als (die
kleinste) Lösung z der Gleichung

Ĝ(z) = q.

Definition 6.1.5 (Quantil-Plot). Der QQ-Plot ist die Menge{(
Ĝ←

(
i

n+ 1

)
, x(i)

)
: i = 1, . . . , n

}
⊂ R2.

Beim QQ-Plot werden auf der horizontalen Achse die 1
n+1

, 2
n+1

, . . . , n
n+1

-Quantile der Vertei-

lung Ĝ abgetragen und auf der vertikalen Achse die Ordnungsstatistiken x(1), . . . , x(n). Wenn

Ĝ die Daten gut beschreibt, sollte

Ĝ←
(

i

n+ 1

)
≈ x(i)

gelten bzw. sollten die Punkte in Abbildung 2 auf der Winkelhalbierenden liegen.

Es kann vorkommen, dass die Daten x1, . . . , xn einen Trend aufweisen (z.B. werden die
jährlichen Maxima höher). Wir betrachten nun ein Modell, das der Nichtstationarität der
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Abbildung 2. Zwei QQ-Plots. Links: Ein “guter” Quantilplot (eine normal-
verteilte Stichprobe wurde gegen Quantile der Normalverteilung geplottet).
Rechts: ein schlechter Quantilplot (eine gleichverteilte Stichprobe wurde ge-
gen Quantile der Normalverteilung geplottet)

Daten Rechnung trägt. Die beobachteten Blockmaxima x1, . . . , xn seien Realisierungen von
Zufallsvariablen X1, . . . , Xn, die unabhängig aber nicht identisch verteilt seien mit

Xi ∼ Gγ(i),σ(i),µ(i), i = 1, . . . , n.

Dabei ist der Parametervektor (γ(i), σ(i), µ(i)) eine Funktion der Zeit i. Für diese Funktion
kann man z.B. den folgenden Ansatz verwenden:

γ(i) = γ, σ(i) = σ, µ(i) = β0 + β1 · i.

Wir gehen also von einem konstanten Formparamter γ, einem konstanten Skalenparameter σ
und einem linearen Trend, der im Lageparameter µ berücksichtigt wird, aus. Die Parameter
(γ, σ, β0, β1) lassen sich wieder mit der ML-Methode schätzen und somit lässt sich das Pro-
blem mit den bereits im Fall von stationären Daten betrachteten Methoden lösen. Möchte
man das Modell verifizieren, so kann man PP- oder QQ-Plots erstellen. Davor muss man
aber die Stichprobe x1, . . . , xn von dem Trend bereinigen:

x′i := xi − β̂0 − β̂1i.

Die bereinigte Stichprobe x′1, . . . , x
′
n sollte man dann mit der Verteilungsfunktion Gγ̂,0,σ̂ ver-

gleichen.

Bemerkung 6.1.6. Der Ansatz kann verallgemeinert werden, ohne dass sich das Modell
grundsätzlich ändert. So ist es zum Beispiel problemlos möglich, einen exponentiellen Trend
zu modellieren:

γ(i) = γ, σ(i) = σ, µ(i) = eβ0+β1i.

6.2. Peaks over Threshold: Statistik der GP-Verteilungen

Die oben beschriebene Methode basiert auf der Betrachtung von Blockmaxima (z.B. von
jährlichen Maxima). Es gibt eine andere Methode (Peaks over Threshold), bei der man
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nur Beobachtungen berücksichtigt, die einen Schwellenwert überschreiten. Im Folgenden
beschäftigen wir uns mit dieser Methode.

Wir fangen damit an, dass wir die verallgemeinerten Pareto-Verteilungen definieren. Es sei X
eine Zufallsvariable, die man sich z.B. als eine Schadenhöhe vorstellen kann. Wir interessieren
uns nur für die großen Werte von X und stellen die folgende Frage:

Wie ist der sogenannte Exzess X−u asymptotisch verteilt, gegeben dass X > u? Dabei
geht u→∞.

Wir betrachten drei Beispiele.

Beispiel 6.2.1. Sei X exponentialverteilt mit Parameter λ > 0, d.h. F̄ (t) = e−λt, t > 0.
Dann gilt

P[X − u > t|X > u] =
P[X > u+ t,X > u]

P[X > u]
=
P[X > u+ t]

P[X > u]
=

e−λ(u+t)

e−λu
= e−λt.

Es gilt also: Die bedingte Verteilung von X − u gegeben, dass X > u, ist die Exponential-
verteilung mit Parameter λ. Dies ist die Gedächtnislosigkeit der Exponentialverteilung.

Beispiel 6.2.2. Sei X aus dem Max-Anziehungsbereich der Fréchet-Verteilung Φα, α > 0.
D.h., F̄ ∈ RV−α. Dann gilt für alle t > 0:

P
[
X − u
u

> t
∣∣∣X > u

]
=
P[X > u+ ut]

P[X > u]
=
F̄ (u(t+ 1))

F̄ (u)
→ (1 + t)−α

für u → ∞. Es gilt also: gegeben, dass X > u, konvergiert die Verteilung von (X − u)/u
gegen die Verteilungsfunktion 1− (1 + t)−α, t > 0.

Beispiel 6.2.3. Sei X standardnormalverteilt. Folgende Relation wurde in Lemma 5.4.1
mit der Regel von L’Hôspital bewiesen:

P[X > u] ∼ 1√
2πu

e−u
2/2 für u→∞.

Unter Verwendung dieser Relation erhalten wir für jedes t > 0:

P[u(X − u) > t|X > u] =
P[X > u+ t

u
]

P[X > u]
∼

exp{−u2

2
− t− t2

2u2
}

exp{−u2
2
}

→ e−t

für u→∞. Es gilt also: gegeben, dass X > u, konvergiert die Verteilung von u(X−u) gegen
die Exponentialverteilung mit Parameter 1.

In allen drei Beispielen konnte die bedingte Verteilung von X−u gegeben, dass X > u, durch
eine Verteilung approximiert werden. Wir werden nun ein allgemeines Resultat formulieren,
das die drei Beispiele als Spezialfälle beinhaltet.

Definition 6.2.4. Die verallgemeinerte Pareto-Verteilung (GPD, Generalized Pa-
reto Distribution) mit Index γ ∈ R und Skalenparameter σ > 0 ist definiert durch die
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Verteilungsfunktion

Pγ,σ(t) = 1−
(

1 +
γt

σ

)− 1
γ

mit

{
t > 0, falls γ > 0,

t ∈ [0,−σ
γ
], falls γ < 0.

Bemerkung 6.2.5. Für γ = 0 interpretieren wir die Formel als Grenzwert:

P0,σ(t) = lim
γ→0

(
1−

(
1 +

γt

σ

)− 1
γ

)
= 1− e−t/σ, t > 0.

Somit stimmt P0,σ mit der Exponentialverteilung mit Parameter 1/σ überein.

Satz 6.2.6 (Pickands-Balkema-de Haan, 1974). Sei X eine Zufallsvariable mit Ver-
teilungsfunktion F , die im rechten Endpunkt x∗ stetig ist. Dann liegt F im Max-
Anziehungsbereich von Gγ genau dann, wenn es eine positive messbare Funktion β(u)
gibt mit

lim
u↑x∗

sup
t∈[0,x∗−u]

|P[X − u ≤ t|X > u]− Pγ,β(u)(t)| = 0.

Grob gesagt gilt die Approximation

P[X − u ≤ t|X > u] ≈ Pγ,β(u)(t),

falls X im Max-Anziehungsbereich von Gγ liegt.

Nun werden wir die GP-Verteilungen in der Statistik anwenden. Es seien x1, . . . , xn un-
abhängige identisch verteilte Beobachtungen, z.B. Wasserstände an einem Deich an n Tagen.
Wir interessieren uns nur für die extrem großen Beobachtungen. Das heißt, wir wählen einen
Schwellenwert u und betrachten nur die Beobachtungen xi1 , . . . , xik , die u überschreiten. Wir
definieren die Exzesse

y1 = xi1 − u, . . . , yk = xik − u
und ignorieren alle anderen Daten. Der Satz von Pickands-Balkema-de Haan macht folgendes
Modell plausibel: Die Exzesse y1, . . . , yk sind Realisierungen von unabhängigen und identisch
verteilten Zufallsvariablen Y1, . . . , Yk, die gemäß einer verallgemeinerten Pareto-Verteilung
Pγ,σ verteilt sind. Dabei sind γ ∈ R und σ > 0 unbekannte Parameter. Die Dichte von Pγ,σ
ist gegeben durch

fγ,σ(t) =
1

σ

(
1 +

γt

σ

)− 1
γ
−1

mit

{
t > 0, falls γ > 0,

t ∈ [0,−σ
γ
], falls γ < 0,

und f0,σ(t) = (1/σ)e−t/σ, t > 0, für γ = 0. Damit ergibt sich für die Log-Likelihoodfunktion

l(γ, σ) :=
k∑
i=1

log fγ,σ(yi) = −k log σ −
(

1 +
1

γ

) k∑
i=1

log
(

1 +
γyi
σ

)
,

zumindest für γ 6= 0. Der ML-Schätzer

(γ̂, σ̂) = argmax
γ,σ

l(γ, σ)
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muss numerisch berechnet werden.

Nun werden wir für ein gegebenes kleines p die Deichhöhe Zp schätzen, die an einem Tag
mit Wahrscheinlichkeit p überflutet wird. Es sei X die Zufallsvariable, die den Wasserstand
an einem Tag beschreibt. Mit Berücksichtigung des Satzes von Pickands-Balkema-de Haan
gehen wir davon aus, dass für großes u:

P[X − u > t|X > u] ≈
(

1 +
γt

σ

)− 1
γ

.

Mit t = Zp − u folgt also:

P[X > Zp] ≈ P[X > u]

(
1 + γ

Zp − u
σ

)− 1
γ

.

Nun setzen wir die rechte Seite gleich p. Wenn die Gleichung nach Zp umgestellt wird, erhält
man schließlich

Zp ≈ u+
σ

γ

[(
P[X > u]

p

)γ
− 1

]
.

Dabei haben wir Schätzer für σ und γ bereits hergeleitet. Die Wahrscheinlichkeit P[X > u]
kann durch 1

n

∑n
i=1 1{xi>u} geschätzt werden. Es ergibt sich der Schätzer

Ẑp = u+
σ̂

γ̂

( 1

np

n∑
i=1

1{xi>u}

)γ̂

− 1

 .
Kommentare

[8], [13], [6].
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KAPITEL 7

Ordnungsstatistiken

Seien X1, . . . , Xn unabhängige und identisch verteilte (u.i.v.) ??? Zufallsvariablen mit Vertei-
lungsfunktion F . Ordnen wir die Stichprobe X1, . . . , Xn monoton aufsteigend an, so erhalten
wir die sogenannten Ordnungstatistiken

X1:n ≤ X2:n ≤ . . . ≤ Xn:n.

Zum Beispiel ist X1:n = min{X1, . . . , Xn} und Xn:n = max{X1, . . . , Xn}. In diesem Kapitel
werden wir Formeln für die Verteilung der Ordnungsstatistiken herleiten.

7.1. Allgemeine Eigenschaften der Ordnungsstatistiken

Zuerst berechnen wir die Verteilungsfunktion einer einzelnen Ordnungsstatistik Xk:n.

Satz 7.1.1. Für alle k ∈ {1, . . . , n} und t ∈ R gilt

P[Xk:n ≤ t] =
n∑

m=k

(
n

m

)
F (t)mF̄ (t)n−m.

Beweis. Es sei L :=
∑n

i=1 1{Xi≤t} die Anzahl der Elemente der Stichprobe X1, . . . , Xn, die
unterhalb von t liegen. Dann gilt L ∼ Bin(n, F (t)) und somit

P[Xk:n ≤ t] = P[L ≥ k] =
n∑

m=k

P[L = m] =
n∑

m=k

(
n

m

)
F (t)mF̄ (t)n−m.

Im letzten Schritt haben wir die Formel für die Zähldichte der Binomialverteilung benutzt.
�

Sind die u.i.v. Zufallsvariablen X1, . . . , Xn absolut stetig, so können wir die Dichte der Ord-
nungsstatitsik Xk:n berechnen.

Satz 7.1.2. Es seien X1, . . . , Xn u.i.v. Zufallsvariablen mit Dichte f und Verteilungs-
funktion F . Dann ist für alle k ∈ {1, . . . , n} die Dichte von Xk:n gegeben durch

fXk:n(t) = n

(
n− 1

k − 1

)
f(t)F (t)k−1F̄ (t)n−k = k

(
n

k

)
f(t)F (t)k−1F̄ (t)n−k.
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Abbildung 1. Dichten der Ordnungsstatistiken X1:10, . . . , X10:10 einer un-
abhängigen und auf [0, 1] gleichverteilten Stichprobe X1, . . . , X10.

Beweisidee. Man kann den Satz beweisen, indem man die Formel aus Satz 7.1.1 ableitet.
Dieser Weg führt zu komplizierten Berechnungen. Wir geben hier einen anderen Beweis, der
viel eleganter (allerdings nicht ganz rigoros) ist.

Wir bestimmen die Wahrscheinlichkeit, dass Xk:n in einem unendlich kleinen Intervall (t, t+
dt) liegt. Damit das eintritt, muss Folgendes passieren:

1. Eine der Zufallsvariablen, z.B. Xi, muss einen Wert im Intervall (t, t + dt) annehmen.
Für jedes i hat das Wahrscheinlichkeit f(t)dt. Außerdem gibt es n Möglichkeiten, das i
auszuwählen.

2. Unter den restlichen n−1 Zufallsvariablen müssen genau k−1 Zufallsvariablen Werte klei-
ner als t annehmen. Wir haben

(
n−1
k−1

)
Möglichkeiten, die k− 1 Zufallsvariablen auszuwählen.

Die Wahrscheinlichkeit, dass die ausgewählten Zufallsvariablen allesamt kleiner als t sind,
ist F (t)k−1.

3. Die verbliebenen n− k Zufallsvariablen müssen allesamt größer als t+ dt sein. Die Wahr-
scheinlichkeit davon ist (1− F (t+ dt))n−k, was für dt→ 0 gegen (1− F (t))n−k konvergiert.

Indem wir nun alles ausmultiplizieren, erhalten wir

fXk:n(t) = lim
dt→0

P[Xk:n ∈ (t, t+ dt)]

dt
= n

(
n− 1

k − 1

)
f(t)F (t)k−1F̄ (t)n−k.

Den kombinatorischen Faktor kann man auch anders berechnen: Zuerst wählen wir aus n
Zufallsvariablen k Zufallsvariablen, die < t+ dt sind (dafür digt es

(
n
k

)
Möglichkeiten), und

dann wählen aus diesen k Zufallsvariablen eine Zufallsvariable, der im Intervall (t, t + dt)
liegen soll (dafür gibt es k Möglichkeiten). �

Beispiel 7.1.3. Seien X1, . . . , Xn unabhängig und gleichverteilt auf [0, 1], d.h. die Dichte
von Xi sei f(t) = 1[0,1](t). Dann ist die Dichte von Xk:n gegeben durch

fXk:n(t) =

{
k
(
n
k

)
tk−1(1− t)n−k, t ∈ [0, 1],

0, sonst.
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Das heißt, Xk:n hat eine Beta-Verteilung mit Parametern (k, n− k + 1); siehe Abbildung 1.

Aufgabe 7.1.4. Zeigen Sie, dass EXk:n = k
n+1 für alle k ∈ {1, . . . , n}.

Interpretation: Die n Ordnungsstatistiken teilen [0, 1] in n + 1 kleine Intervalle. Diese
Intervalle haben die gleiche erwartete Länge, nämlich 1

n+1 .

Aufgabe 7.1.5. Seien X1, . . . , Xn unabhängige und identisch verteilte Zufallsvariablen
mit Dichte f und Verteilungsfunktion F . Bestimmen Sie für 1 ≤ i < j ≤ n die gemeinsame
Dichte fXi:n,Xj:n(t, s) der Ordnungsstatistiken Xi:n und Xj:n.

Aufgabe 7.1.6. Seien X1, . . . , Xn unabhängige Zufallsvariablen mit der Cauchy-Dichte
f(x) = 1/(π(1 + x2)), wobei n ≥ 3. Zeigen Sie, dass E|X1:n| = E|Xn:n| =∞ und (erstaun-
licherweise!) E|Xk:n| <∞ für alle k = 2, . . . , n− 1.

Im nächsten Satz bestimmen wir die gemeinsame Dichte aller n Ordnungsstatistiken.

Satz 7.1.7. Seien X1, . . . , Xn unabhängig und identisch verteilt mit Dichte f . Dann gilt
für die gemeinsame Dichte von X1:n, . . . , Xn:n:

fX1:n,...,Xn:n(t1, . . . , tn) =

{
n! · f(t1) · . . . · f(tn), t1 < t2 < . . . < tn,

0, sonst.

Interpretation. Da die Ordnungsstatistiken per Definition aufsteigend sind, ist die Dichte
gleich 0, wenn die Bedingung t1 < . . . < tn nicht erfüllt ist. Sei also die Bedingung t1 < . . . <
tn erfüllt. Damit X1:n = t1, . . . , Xn:n = tn ist, muss eine der Zufallsvariablen (für deren Wahl
es nMöglichkeiten gibt) gleich t1 sein, eine andere (für deren Wahl es n−1 Möglichkeiten gibt)
gleich t2, usw. Wir haben also n! Möglichkeiten für die Wahl der Reihenfolge der Variablen.
Zum Beispiel tritt für n = 2 das Ereignis {X1:2 = t1, X2:2 = t2} genau dann ein, wenn
entweder {X1 = t1, X2 = t2} oder {X1 = t2, X2 = t1} eintritt, was 2 Möglichkeiten ergibt.
Da alle Möglichkeiten sich nur durch Permutationen unterscheiden und somit die gleiche
“Dichte” besitzen, betrachten wir nur eine Möglichkeit und multiplizieren dann das Ergebnis
mit n!. Die einfachste Möglichkeit ist, dass {X1 = t1, . . . , Xn = tn} eintritt. Diesem Ereignis
entspricht die “Dichte” f(t1) · . . . ·f(tn), da die Zufallsvariablen X1, . . . , Xn unabhängig sind.
Multiplizieren wir nun diese Dichte mit n!, so erhalten wir das gewünschte Ergebnis.

Beweis. �

Auch wenn die Zufallsvariablen X1, . . . , Xn unabhängig sind, sind die Ordnungsstatistiken
X1:n, . . . , Xn:n im Allgemeinen nicht unabhängig. Es gilt jedoch eine andere interessante
Eigenschaft, die sogenannte Markov-Eigenschaft.

Satz 7.1.8 (Bedingte Unabhängigkeit von Ordnungsstatistiken). Seien X1, . . . , Xn un-
abhängige und identisch verteilte Zufallsvariablen mit Dichte f . Die bedingte Dichte
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f(u|x1, . . . , xk) von Xk+1:n gegeben, dass X1:n = x1, . . . , Xk:n = xk, stimmt mit der
bedingten Dichte f(u|xk) von Xk+1:n gegeben, dass Xk:n = xk, überein.

Interpretation. Angenommen, die ersten k Ordnungsstatistiken der StichprobeX1, . . . , Xn

sind uns bekannt: X1:n = x1, . . . , Xk:n = xk. Wo liegt nun die nächste Ordnungsstatistik
Xk+1:n? Der obige Satz behauptet, dass für die Beantwortung dieser Frage nur der Wert
Xk:n = xk relevant ist. Die Werte der vorherigen Ordnungsstatistiken x1, . . . , xk−1 tauchen
in der bedingten Verteilung von Xk+1:n nicht auf und können ignoriert werden. Gegeben die
“Gegenwart” (also Xk:n) ist die “Zukunft” (also Xk+1:n und auch alle größeren Ordnungs-
statistiken) unabhängig von der “Vergangenheit” (also X1:n, . . . , Xk−1:n). Die Ordnungssta-
tistiken bilden somit einen Markov-Prozess.

Beweis. Sei f1,...,k:n die gemeinsame Dichte von X1:n, . . . , Xk:n. Dann gilt

(7.1.1) f(u|x1, . . . , xk) =
f1,...,k+1:n(x1, . . . , xk, u)

f1,...,k:n(x1, . . . , xk)
.

Sei fk,k+1:n die gemeinsame Dichte von (Xk:n, Xk+1:n) und fk:n die Dichte von Xk:n. Dann
gilt

(7.1.2) f(u|xk) =
fk,k+1:n(xk, u)

fk:n(xk)
.

Für die gemeinsame Dichte von X1:n, . . . , Xk:n erhält man

f1,...,k:n(x1, . . . , xk) = f(x1) · . . . · f(xk) · (1− F (xk))
n−k · n · (n− 1) · . . . · (n− k + 1),

falls x1 < . . . < xk und 0 sonst.
Analog erhält man für die gemeinsame Dichte von X1:n, . . . , Xk+1:n

f1,...,k+1:n(x1, . . . , xk+1) = f(x1) · . . . · f(xk+1) · (1− F (xk+1))n−k−1 · n · (n− 1) · . . . · (n− k),

falls x1 < . . . < xk+1 und 0 sonst. Außerdem gilt:

fk,k+1:n(xk, u) = f(xk) · f(u) · F (xk)
k−1(1− F (u))n−k−1 · n(n− 1)

(
n− 2

k − 1

)
bzw.

fk:n(xk) = f(xk) · F (xk)
k−1(1− F (xk))

n−k · n
(
n− 1

k − 1

)
.

Einsetzen in (7.1.1) bzw. (7.1.2) ergibt

(7.1.1) = (7.1.2) =
(n− k)(1− F (u))n−k−1f(u)

(1− F (xk))n−k
.

Somit stimmen die beiden bedingten Dichten f(u|x1, . . . , xk) und f(u|xk) überein. �

Aufgabe 7.1.9. Seien X1, . . . , Xn unabhängig und exponentialverteilt mit Parameter λ >
0. Welche Verteilung besitzt Xk+1:n − xk gegeben, dass X1:n = x1, . . . , Xk:n = xk?
Interpretation: Stellen Sie sich n Geräte vor, die Exp(λ)-verteilte Lebenszeiten haben
und unabhängig voneinander ausfallen. Wenn die ersten k Ausfälle zu den Zeitpunkten
x1, . . . , xk stattgefunden haben, wieviele Geräte funktionieren zum Zeitpunkt xk und wie
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lange dauert es bis zum nächsten Ausfall? Siehe Abschnitt 7.3 für mehr über Ordnungs-
statistiken der Exponentialverteilung.

Aufgabe 7.1.10. Seien X1, . . . , Xn unabhängig und gleichverteilt auf [0, 1]. Welche Ver-
teilung besitzt (Xk+1:n − xk)/(1− xk) gegeben, dass X1:n = x1, . . . , Xk:n = xk?
Interpretation: Wenn X1:n = x1, . . . , Xk:n = xk gilt, wie sind dann die restlichen Punkte
auf dem Intervall [xk, 1] verteilt? Siehe Abschnitt 7.4 für mehr über Ordnungsstatistiken
der Gleichverteilung.

7.2. Extreme Ordnungsstatistiken

Es seien X1, X2, . . . unabhängige identisch verteilte Zufallsvariablen. Wir bezeichnen mit
X1:n ≤ . . . ≤ Xn:n die Ordnungsstatistiken von X1, . . . , Xn. Außerdem benutzen wir die
Notation

M (k)
n = Xn−k+1:n, k = 1, . . . , n.

Somit ist M
(1)
n = Xn:n das größte Element der Stichprobe, M

(2)
n = Xn−1:n das zweitgrößte

Element und so weiter.

Wir haben die möglichen Grenzwertverteilungen von M
(1)
n = Mn für n → ∞ bereits in

vorangegangenen Kapiteln beschrieben (Extremwertverteilungen). In diesem Abschnitt be-

schreiben wir die Grenzverteilungen der sogenannten extremen Ordnungsstatistiken M
(k)
n ,

wobei k ∈ N fest ist und n→∞.

Zuerst benötigen wir einen Satz, der die Grenzwertverteilung für die Anzahl der Überschreitungen
eines hohen Schwellenwerts beschreibt.

Satz 7.2.1. Sei un ∈ R eine Folge mit limn→∞ nF̄ (un) = τ , wobei 0 ≤ τ < ∞. Dann
gilt:

lim
n→∞

P

[
n∑
i=1

1{Xi>un} = k

]
= e−τ

τ k

k!
, k = 0, 1, . . . .

Beweis. Wir bezeichnen mit Sn :=
∑n

i=1 1{Xi>un} die Anzahl der Beobachtungen, die ober-
halb von un liegen. Es gilt Sn ∼ Bin(n, F̄ (un)). Nach Voraussetzung gilt limn→∞ nF̄ (un) = τ .
Da dies gilt, darf der Poisson-Grenzwertsatz angewendet werden:

Sn
d−→

n→∞
Poi(τ).

Mit anderen Worten, limn→∞ P[Sn = k] = e−τ τ
k

k!
, für alle k = 0, 1, . . .. �

Bemerkung 7.2.2. Der Satz behält seine Gültigkeit für τ = +∞ (niedriger Schwellenwert,
sehr viele Überschreitungen) im folgenden Sinne:

lim
n→∞

P

[
n∑
i=1

1{Xi>un} = k

]
= 0, k = 0, 1, . . . .
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Eine Poi(+∞)-verteilte Zufallsvariable interpretiert man dabei als eine Zufallsvariable, die
mit Wahrscheinlichkeit 1 den Wert +∞ annimmt.

Satz 7.2.3 (Gumbel, 1935, und Smirnov, 1952). Es gebe Normierungsfolgen an ∈ R
und bn > 0, so dass

M
(1)
n − an
bn

d−→
n→∞

G,

wobei G eine Extremwertverteilung ist. Dann gilt für alle k = 1, 2, . . . und x ∈ R:

lim
n→∞

P

[
M

(k)
n − an
bn

≤ x

]
=

{
G(x) ·

∑k−1
s=0

(− logG(x))s

s!
, G(x) 6= 0,

0, G(x) = 0.

Beweis. Setzt man un := an + bnx und Sn =
∑n

i=1 1{Xi>un}, so ergibt sich:

P
[
M (k)

n ≤ an + bnx
]

= P[Sn ≤ k − 1] =
k−1∑
s=0

P[Sn = s].

Mit Satz 7.2.1 folgt:

(7.2.1) lim
n→∞

k−1∑
s=0

P[Sn = s] =
k−1∑
s=0

e−τ
τ s

s!

mit τ = limn→∞ nF̄ (un). Es bleibt also noch die Bestimmung von τ . Nach Voraussetzung
gilt:

lim
n→∞

F n(un) = G(x).

Für G(x) 6= 0 ist dies äquivalent zu

lim
n→∞

n log(1− F̄ (un)) = logG(x).

Unter Verwendung der Taylorentwicklung des Logarithmus log(1− x) = −x + o(x), x→ 0,
folgt

τ = lim
n→∞

nF (un) = − logG(x)

Einsetzen von τ in (7.2.1) liefert die Behauptung. Für G(x) = 0 ist der Beweis analog, liefert
allerdings τ = +∞. �

Beispiel 7.2.4. Speziell erhalten wir für die drei Typen von Extremwertverteilungen, dass

lim
n→∞

P

[
M

(k)
n − an
bn

≤ x

]
=


e−e−x ·

∑k−1
s=0 e−sx/s!, x ∈ R, falls G = Λ (Gumbel-Fall),

e−x
−α ·

∑k−1
s=0 x

−sα/s!, x > 0, falls G = Φα (Fréchet-Fall),

e−(−x)α ·
∑k−1

s=0(−x)sα/s!, x < 0, falls G = Ψα (Weibull-Fall).

Durch Ableiten und Vereinfachen einer Teleskopsumme erhält man für die Dichte der Grenz-
wertverteilung die Formel

fk(x) =

{
G′(x) (− logG(x))k−1

(k−1)!
, G(x) 6= 0,

0, G(x) = 0.
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Speziell im Fall der Gumbel-Verteilung ist die Dichte gegeben durch

fk(x) = e−e−x e−kx

(k − 1)!
, x ∈ R,

siehe Abbildung 2. In Kapitel 10 werden wir die gleichen Ergebnisse mit Hilfe von Poisson-
Punktprozessen noch einmal herleiten.

-4 -2 2 4

0.2

0.4

0.6

0.8

1.0

Abbildung 2. Dichten f1, f2, . . . aus Beispiel 7.2.4.

Nachdem wir für jedes einzelne k ∈ N die Grenzwertverteilung von M
(k)
n bestimmt ha-

ben, stellt sich die Frage nach der gemeinsamen Grenzwertverteilung des Zufallsvektors

(M
(1)
n , . . . ,M

(r)
n ). Dabei ist die Anzahl der Ordnungsstatistiken r ∈ N fest und n→∞.

Satz 7.2.5. Seien X1, X2, . . . u.i.v. Zufallsvariablen mit Verteilungsfunktion F . Es gebe
Normierungsfolgen an ∈ R und bn > 0, so dass

M
(1)
n − an
bn

d−→
n→∞

G,

wobei G eine Extremwertverteilung ist. Es sei r ∈ N fest. Dann konvergiert der Zufalls-
vektor (

M
(1)
n − an
bn

, . . . ,
M

(r)
n − an
bn

)
für n→∞ in Verteilung.

Für den Beweis benötigen wir eine Verallgemeinerung von Satz 7.2.1, die r verschiedene

Folgen von Schwellenwerten zulässt. Betrachte die Schwellenwerte u
(1)
n ≥ u

(2)
n ≥ . . . ≥ u

(r)
n

mit

lim
n→∞

nF̄ (u(1)
n ) = τ1, lim

n→∞
nF̄ (u(2)

n ) = τ1 + τ2, . . . , lim
n→∞

nF̄ (u(r)
n ) = τ1 + . . .+ τr,
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wobei τ1, . . . , τr ∈ [0,∞). Sei

S(l)
n :=

n∑
i=1

1{Xi>u
(l)
n }

die Anzahl der Überschreitungen des Schwellenwerts u
(l)
n , 1 ≤ l ≤ r. Aus der Definition folgt

unmittelbar, dass S
(1)
n ≤ . . . ≤ S

(r)
n . Der folgende Satz beschreibt die Grenzwertverteilung

des Zufallsvektors (S
(1)
n , . . . , S

(r)
n ) für n→∞.

Satz 7.2.6. Für alle k1, k2, . . . , kr ∈ {0, 1, 2, . . .} gilt

lim
n→∞

P
[
S(1)
n = k1, S

(2)
n = k1 + k2, . . . , S

(r)
n = k1 + . . .+ kr

]
= e−(τ1+...+τr)

τ k11 τ k22 . . . τ krr
k1!k2! . . . kr!

.

Mit anderen Worten, es besteht die Verteilungskonvergenz

(S(1)
n , S(2)

n − S(1)
n , . . . , S(r)

n − S(r−1)
n )

d−→
n→∞

(Poi(τ1), . . . ,Poi(τr)),

wobei die Komponenten der Grenzwertverteilung unabhängig sind.

Beweis. Stellen wir uns die Zufallsvariablen X1, . . . , Xn als Kugeln und die Intervalle

(−∞, u(r)
n ], (u(r−1)

n , u(r)
n ], . . . , (u(2)

n , u(1)
n ], (u(1)

n ,∞)

als Fächer vor, auf die diese Kugeln zufällig verteilt werden. Die Wahrscheinlichkeit, dass

Xi im Intervall (u
(l−1)
n , u

(l)
n ] landet, ist pn,l := F̄ (u

(l)
n ) − F̄ (u

(l−1)
n ) für l ∈ {1, . . . , r}, wobei

F̄ (u
(0)
n ) als 0 interpretiert wird. Somit ist die Wahrscheinlichkeit, dass Xi auf das erste

Intervall (−∞, u(r)
n ] verteilt wird, gleich 1− pn,1 − . . .− pn,r. Wir interessieren uns für

Pn(k1, . . . , kr) = P
[
S(1)
n = k1, S

(2)
n = k1 + k2, . . . , S

(r)
n = k1 + . . .+ kr

]
,

also für die Wahrscheinlichkeit, dass im Intervall (u
(l−1)
n , u

(l)
n ] genau kl Kugeln landen, für

alle l ∈ {1, . . . , r}. Mit der Formel für die Multinomialverteilung erhalten wir

(7.2.2) Pn(k1, . . . , kr) =

(
n

k1

)
pk1n,1 ·

(
n− k1

k2

)
pk2n,2 · . . . ·

(
n−

∑r−1
i=1 ki

kr

)
pkrn,r·

· (1− pn,1 − . . .− pn,r)n−
∑r
i=1 ki .

Wir schauen uns die einzelnen Faktoren an. Für den ersten Faktor gilt(
n

k1

)
pk1n,1 =

n(n− 1) . . . (n− k1 + 1)

k1!
· F̄ (u(1)

n )k1 ∼ nk1F̄ (u
(1)
n )k1

k1!
−→
n→∞

τ k11

k1!
.

Ähnlich gilt für den zweiten Faktor(
n− k1

k2

)
pk2n,2 ∼

nk2(F̄ (u
(2)
n )− F̄ (u

(1)
n ))k2

k2!
−→
n→∞

τ k22

k2!
,

was sich nun analog für sämtliche Faktoren, außer dem letzten, fortführen lässt. Für den
letzten Faktor gilt schließlich:

(1− pn,1 − . . .− pn,r)n−k1−...−kr −→
n→∞

e−(τ1+...+τr),
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denn

(n− k1 − . . .− kr)(pn,1 + . . .+ pn,r) = (n− k1 − . . .− kr)F̄ (u(r)
n ) −→

n→∞
τ1 + . . .+ τr.

Setzt man alles zusammen, so erhält man die Behauptung. �

Beweis von Satz 7.2.5. Wir zeigen, dass für alle x1 > . . . > xr der Grenzwert

lim
n→∞

P[M (1)
n ≤ an + bnx1, . . . ,M

(r)
n ≤ an + bnxr]

existiert. Definiere die Schwellenwerte u
(l)
n := an + bnxl für l = 1, . . . , r. Es ergibt sich aus

lim
n→∞

F n(an + bnx) = G(x)⇒ lim
n→∞

nF̄ (an + bnx) = − logG(x),

dass
τl := lim

n→∞
nF̄ (u(1)

n ) = − logG(xl), l = 1, . . . , r.

Außerdem gilt mit der Notation von Satz 7.2.6:

P[M (1)
n ≤ u(1)

n , . . . ,M (r)
n ≤ u(r)

n ] = P[S(1)
n = 0, S(2)

n ≤ 1, S(3)
n ≤ 2 . . . , S(r)

n ≤ r − 1].

Nun stellt man die Wahrscheinlichkeit auf der rechten Seite als eine Summe der Wahrschein-
lichkeiten der Form

P[S(1)
n = k1, S

(2)
n = k1 + k2, . . . , S

(r)
n = k1 + . . .+ kr]

über alle (k1, . . . , kn) ∈ Nr0 mit k1 = 0, k1 + k2 ≤ 1, . . . , k1 + . . . + kr ≤ r − 1 dar. Diese
Summe ist endlich. Für jeden einzelnen Summanden garantiert Satz 7.2.6 die Existenz des
Grenzwertes für n→∞, was die Behauptung beweist. �

Rein theoretisch erlaubt der obige Beweis, eine Formel für die Verteilungsfunktion des Grenz-

wertes von (M
(1)
n , . . . ,M

(r)
n ) aufzustellen. Diese Formel ist allerdings zu kompliziert und wird

hier nicht angegeben. In Kapitel 10 werden wir einen viel eleganteren Zugang zu den extre-
men Ordnungsstatistiken kennenlernen und eine einfache Formel für die gemeinsame Dichte
der Grenzwertverteilung herleiten.

Aufgabe 7.2.7. Es seien die Bedingungen von Satz 7.2.5 erfüllt. Zeigen Sie, dass für alle
x1 > x2:

lim
n→∞

P

[
M

(1)
n − an
bn

≤ x1,
M

(2)
n − an
bn

≤ x2

]
=

{
G(x2)

(
log G(x1)

G(x2) + 1
)
, falls G(x2) 6= 0,

0, sonst.

7.3. Ordnungsstatistiken der exponentialverteilten Zufallsvariablen

Wir erinnern, dass eine Zufallsvariable Z exponentialverteilt mit Parameter λ > 0 ist, wenn

P[Z > t] = e−λt für t ≥ 0.

Wir schreiben dann Z ∼ Exp(λ). Die Ordnungsstatistiken von unabhängigen exponential-
verteilten Zufallsvariablen besitzen eine besonders schöne Darstellung.
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Satz 7.3.1 (Sukhatme, 1937). Seien Z1, . . . , Zn unabhängige und mit Parameter λ = 1
exponentialverteilte Zufallsvariablen. Dann gilt

(7.3.1) (Z1:n, Z2:n, . . . , Zn:n)
d
=

(
E1

n
,
E1

n
+

E2

n− 1
, . . . ,

E1

n
+

E2

n− 1
+ . . .+

En
1

)
,

wobei E1, . . . , En ebenfalls unabhängig und exponentialverteilt mit Parameter λ = 1
sind.

Interpretation. Den Satz kann man auch wie folgt formulieren (siehe Abbildung ??):
Die Abstände zwischen den aufeinanderfolgenden Ordnungsstatistiken sind unabhängig und
exponentialverteilt mit

Z1:n ∼ Exp(n), Z2:n − Z1:n ∼ Exp(n− 1), . . . , Zn:n − Zn−1:n ∼ Exp(1).

Diese Behauptung lässt eine anschauliche Interpretation zu. Wir stellen uns ein System

Exp(5) Exp(4) Exp(3) Exp(2) Exp(1)

Z1:5 Z2:5 Z3:5 Z4:5 Z5:50

Abbildung 3. Ordnungsstatistiken von n = 5 exponentialverteilten Zufalls-
variablen.

aus n Geräten vor, die zum Zeitpunkt 0 eingeschaltet werden und unabhängig voneinander
ausfallen können. Die Lebensdauer des i-ten Geräts sei Zi ∼ Exp(1). Der Zeitpunkt, zu dem
zum ersten Mal eines der Geräte ausfällt, ist Z1:n = min{Z1, . . . , Zn}. Man rechnet leicht
nach, dass Z1,n ∼ Exp(n), siehe Beispiel 5.5.3. Was passiert danach? Zum Zeitpunkt Z1:n

sind n−1 funktionierende Geräte im System geblieben, die wegen der Vergessenseigenschaft
der Exponentialverteilung (siehe Abschnitt 5.5) genauso wie neu sind und nichts vom Ausfall
des restlichen Geräts mitbekommen haben. Dieses System funktioniert also genauso wie das
ursprüngliche System mit dem einzigen Unterschied, dass es nun am Anfang lediglich n− 1
Geräte gibt. Bis zum Ausfall des nächsten Geräts vergeht also die Zeit Z2:n−Z1:n ∼ Exp(n−
1). Danach startet das System mit n − 2 funktionierenden Geräten, usw. Zum Zeitpunkt
Zn−1:n verbleibt ein einziges funktionierendes Gerät, das wegen der Vergessenseigenschaft
genauso wie neu ist. Bis zum Ausfall dieses letzten Gerätes vergeht also die Zeit Zn:n −
Zn−1:n ∼ Exp(1).

Beweis von Satz 7.3.1. Laut Satz 7.1.7 ist die Dichte von (Z1:n, . . . , Zn:n) gegeben durch

f(x1, . . . , xn) =

{
n! · e−x1 · . . . · e−xn , 0 < x1 < . . . < xn,

0, sonst.

Im Rest des Beweises bestimmen wir die Dichte des Zufallsvektors auf der rechten Seite
von (7.3.1). Wegen der Unabhängigkeit ist die Dichte von (E1, . . . , En) gegeben durch

g(y1, . . . , yn) =

{
e−y1 · . . . · e−yn , yi > 0 für alle i ∈ {1, . . . , n},
0, sonst.
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Wir betrachten die lineare Transformation

T : (y1, . . . , yn) 7→
(
y1

n
,
y1

n
+

y2

n− 1
, . . . ,

y1

n
+

y2

n− 1
+ . . .+

yn
1

)
=: (z1, z2, . . . , zn).

Die Jacobi-Determinante dieser Transformation ist

J =

∣∣∣∣∣∣∣∣∣∣∣

1
n

0 0 · · · 0 0
1
n

1
n−1

0 . . . 0 0
...

...
...

. . .
...

...
1
n

1
n−1

1
n−2

· · · 1
2

0
1
n

1
n−1

1
n−2

· · · 1
2

1

∣∣∣∣∣∣∣∣∣∣∣
=

1

n
· 1

n− 1
· . . . · 1

2
· 1 =

1

n!
.

Mit der Transformationsformel können wir die Dichte von T (E1, . . . , En) berechnen:

h(z1, . . . , zn) = g(y1, . . . , yn)/J

= n!e−(y1+...+yn)
1{y1>0,...,yn>0}

= n!e−(z1+...+zn)
1{0<z1<...<zn}.

Die Dichte f von (Z1:n, . . . , Zn:n) stimmt also mit der Dichte h von T (E1, . . . , En) überein,
was die Behauptung des Satzes beweist. �

Aufgabe 7.3.2. Seien Z1, . . . , Zn ∼ Exp(1) unabhängig. Zeigen Sie mit Satz 7.3.1, dass

(a) E[Zk:n] = 1
n + 1

n−1 + . . .+ 1
n−k+1 .

(b) Var[Zk:n] = 1
n2 + 1

(n−1)2
+ . . .+ 1

(n−k+1)2
.

(c) Cov(Zk:n, Zl:n) = 1
n2 + 1

(n−1)2
+ . . .+ 1

(n−k+1)2
falls 1 ≤ k ≤ l ≤ n.

Aufgabe 7.3.3. Seien Z1, . . . , Zn ∼ Exp(1) unabhängig. Sei außerdem k ∈ {1, . . . , n−1}.
Zeigen Sie:

(Zn−k+1:n − Zn−k:n, Zn−k+2:n − Zn−k:n, . . . , Zn:n − Zn−k:n)
d
= (Z1:k, Z2:k, . . . , Zk:k).

Ein Exkurs über die Gamma-Funktion. In diesem Abschnitt werden wir Satz 7.3.1 be-
nutzen, um die folgende Weierstraß-Formel für die Gamma-Funktion Γ(x) =

∫∞
0
tx−1e−tdt,

x > 0, auf probabilistische Art zu beweisen:

1

Γ(x)
= xeγx

∞∏
k=1

(
1 +

x

k

)
e−x/k, x > 0.

Dabei bezeichnet γ die Euler-Mascheroni-Konstante:

γ := lim
n→∞

n∑
k=1

1

k
− log n ≈ 0.5772.

Unser Ausgangspunkt ist Satz 1.2.1, der behauptet, dass für unabhängige, mit Parameter 1
exponentialverteilte Zufallsvariablen E1, E2, . . .

max{E1, . . . , En} − log n
d−→

n→∞
e−e−x
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gilt. Auf der anderen Seite folgt aus Satz 7.3.1 die Darstellung

En:n = max{E1, . . . , En}
d
=

n∑
k=1

Ek
k
.

Daraus ergibt sich
n∑
k=1

Ek
k
− log n

d−→
n→∞

e−e−x .

Mit der Definition der Euler-Mascheroni-Konstante γ erhalten wir

(7.3.2) γ +
n∑
k=1

Ek − 1

k

d−→
n→∞

e−e−x .

Nun ist es bekannt, dass eine Verteilungskonvergenz Xn → X im Allgemeinen nicht impli-
ziert, dass EXn → EX oder VarXn → VarX. Stellen wir uns aber für einen Augenblick vor,
wir dürften in (7.3.2) zu den Erwartungswerten und Varianzen übergehen. Dann würden sich
die folgenden schönen Formeln für die Gumbel-verteilte Zufallsvariable G ergeben:

EG = lim
n→∞

E

[
γ +

n∑
k=1

Ek − 1

k

]
= γ,(7.3.3)

VarG = lim
n→∞

Var

[
γ +

n∑
k=1

Ek − 1

k

]
=
∞∑
k=1

1

k2
=
π2

6
.(7.3.4)

Dabei haben wir benutzt, dass EEk = VarEk = 1. Weiterhin erscheint es plausibel, dass
auch die Konvergenz der Laplace-Transformierten gelten sollte:

(7.3.5) lim
n→∞

E exp

{
−z

(
γ +

n∑
k=1

Ek − 1

k

)}
= E exp{−zG}, z > 0.

Der Leser möge nachrechnen, dass

E exp{−zG} = Γ(z+ 1) = zΓ(z), E exp

{
−z

n∑
k=1

Ek − 1

k

}
=

n∏
k=1

(
1 +

z

k

)−1

e−z/k, z > 0.

Durch Vergleich ergibt sich die gewünschte Weierstraß-Formel:

zΓ(z) = e−γz
∞∏
k=1

(
1 +

z

k

)−1

ez/k, z > 0.

Nun werden wir die obigen Überlegungen am Beispiel von (7.3.3) rechtfertigen. Es ist be-
kannt, dass die Konvergenz der Erwartungswerte EXn → EX aus der Verteilungskonvergenz
Xn → X zusammen mit der gleichgradigen Integrierbarkeit der Familie (Xn)n∈N folgt. Die
gleichgradige Integrierbarkeit liegt z.B. dann vor, wenn die Folge EX2

n = VarXn + (EXn)2

beschränkt bleibt. In unserem Fall ist EXn = γ konstant während die Beschränktheit von
VarXn in (7.3.4) nachgerechnet wurde. Die Begründung von (7.3.4) und (7.3.5) überlassen
wir dem Leser als Übung.
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Aufgabe 7.3.4. Zeigen Sie unter Verwendung von (7.3.3) und (7.3.4), dass∫ ∞
0

(log x)e−xdx =

∫ 1

0
log(− log x)dx = −γ,

∫ ∞
0

(log x)2e−xdx = γ2 +
π2

6
.

7.4. Ordnungsstatistiken der gleichverteilten Zufallsvariablen

Die Ordnungsstatistiken der Zufallsvariablen, die gemäß einer Gleichverteilung verteilt sind,
besitzen ebenfalls eine schöne Darstellung.

Definition 7.4.1. Es seien E1, E2, . . . unabhängige, mit Parameter λ > 0 exponential-
verteilte Zufallsvariablen und definiere die Partialsummen Sk = E1 + . . . + Ek, k ∈ N.
Die Folge S1 < S2 < . . . bildet einen Poisson-Prozess auf (0,∞) mit Intensität λ.

0

E1 E2 E3 E4 ...

S1 S2 S3 S4
...

Grob gesagt behauptet der nachfolgende Satz, dass die ersten n Punkte S1, . . . , Sn des
Poisson-Prozesses auf dem Intervall [0, Sn+1] gleichverteilt sind.

Satz 7.4.2. Die Zufallsvariablen U1, . . . , Un seien unabhängig und gleichverteilt auf dem
Intervall [0, 1]. Dann gilt:

(U1:n, U2:n, . . . , Un:n)
d
=

(
S1

Sn+1

,
S2

Sn+1

, . . . ,
Sn
Sn+1

)
,

wobei S1, S2, . . . wie in der obigen Definition sind.

Beweis. Schritt 0. Laut Satz 7.1.7 ist die gemeinsame Dichte von (U1:n, . . . , Un:n) gegeben
durch

f(x1, . . . , xn) =

{
n!, 0 < x1 < x2 < . . . < xn < 1,

0, sonst.

Im Folgenden bestimmen wir die Dichte von ( S1

Sn+1
, S2

Sn+1
, . . . , Sn

Sn+1
). Dieser Ausdruck ändert

sich nicht, wenn man Si überall durch λSi ersetzt, was Exp(1)-verteilt ist. Also werden wir
im Folgenden den Parameter der Exponentialverteilung auf λ = 1 setzen.

Schritt 1. Die Dichte von (E1, . . . , En+1) ist wegen der Unabhängigkeit gegeben durch:

g(y1, . . . , yn+1) = e−y11{y1>0} · . . . · e−yn+11{yn+1>0}.

Schritt 2. Nun bestimmen wir die Dichte von (S1, S2, . . . , Sn+1). Dazu betrachten wir die
lineare Transformation T : Rn+1 → Rn+1 mit

T : (y1, . . . , yn+1) 7→ (y1, y1 + y2, . . . , y1 + y2 + . . .+ yn+1) =: (z1, z2, . . . , zn+1).
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Die Jacobi-Determinante von T ist

JT =

∣∣∣∣∣∣∣∣∣∣

1 0 0 · · · 0 0
1 1 0 . . . 0 0
...

...
...

. . .
...

...
1 1 1 · · · 1 0
1 1 1 · · · 1 1

∣∣∣∣∣∣∣∣∣∣
= 1.

Mit der Transformationsformel errechnen wir die Dichte von (S1, S2, . . . , Sn+1):

h(z1, . . . , zn+1) = g(y1, . . . , yn+1)/JT

= e−(y1+...+yn+1)
1{y1>0,...,yn+1>0}

= e−zn+11{0<z1<z2<...<zn+1}.

Schritt 3. Nun bestimmen wir die Dichte von ( S1

Sn+1
, S2

Sn+1
, . . . , Sn

Sn+1
, Sn+1). Wir stellen die-

sen Zufallsvektor als Q(S1, S2, . . . , Sn+1) dar, wobei Q : (0,∞)n+1 → (0,∞)n+1 die nichtli-
neare Transformation

Q : (z1, . . . , zn+1) 7→
(

z1

zn+1

,
z2

zn+1

, . . . ,
zn
zn+1

, zn+1

)
=: (w1, w2, . . . , wn, wn+1)

sei. Dabei haben wir die letzte Koordinate Sn+1 in den Zufallsvektor aufgenommen um die
Transformation Q invertierbar zu machen. Die Jacobi-Determinante von Q ist

JQ(z1, . . . , zn+1) =

∣∣∣∣∣∣∣∣∣∣∣∣

1
zn+1

0 0 · · · 0 − z1
z2n+1

0 1
zn+1

0 · · · 0 − z2
z2n+1

...
...

...
. . .

...
...

0 0 0 · · · 1
zn+1

− zn
z2n+1

0 0 0 · · · 0 1

∣∣∣∣∣∣∣∣∣∣∣∣
=

1

znn+1

=
1

wnn+1

.

Die Dichte von ( S1

Sn+1
, S2

Sn+1
, . . . , Sn

Sn+1
, Sn+1) kann nun mit der Transformationsformel wie folgt

berechnet werden:

p(w1, . . . , wn+1) = h(z1, . . . , zn+1)/JQ(z1, . . . , zn+1)

= e−zn+1znn+11{zn+1>0}

= e−wn+1wnn+11{0<w1<w2<...<wn<1}1{wn+1>0}.

Schritt 4. Nun müssen wir die letzte Koordinate Sn+1 rausintegrieren. Die Dichte von
( S1

Sn+1
, S2

Sn+1
, . . . , Sn

Sn+1
) ist nämlich eine Marginaldichte von p:

r(w1, . . . , wn) =

∫
R
p(w1, . . . , wn+1)dwn+1 = n!1{0<w1<w2<...<wn<1}.

Man sieht, dass die Dichte f von (U1:n, . . . , Un:n) und die Dichte r von ( S1

Sn+1
, . . . , Sn

Sn+1
)

übereinstimmen, woraus die Behauptung des Satzes folgt. �

Aufgabe 7.4.3. Beweisen Sie die folgenden Ergänzungen zu Satz 7.4.2:
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(a) Sn+1 ist unabhängig vom Zufallsvektor ( S1
Sn+1

, . . . , Sn
Sn+1

).

Hinweis: Schritt 3 im Beweis von Satz 7.4.2.
(b) Die bedingte Verteilung des Zufallvektors (S1/s, . . . , Sn/s) gegeben, dass Sn+1 =

s > 0 stimmt mit der Verteilung der Ordnungsstatistiken (U1:n, . . . , Un:n) überein.

Bemerkung: In der mathematischen Statistik beweist man (a) als einen Spezialfall des
Satzes von Basu. Man betrachtet ein statistisches Modell, in dem E1, . . . , En+1 unabhängig
und Exp(λ)-verteilt mit einem unbekannten Parameter λ > 0 sind. Man bemerkt, dass die

Verteilung der Statistik ( S1
Sn+1

, . . . , Sn
Sn+1

) unabhängig von λ ist, und dass Sn+1 vollständige

und suffiziente Statistik ist. Daraus folgt die Unabhängigkeit.

Aufgabe 7.4.4 (Lücken zwischen Ordnungsstatistiken). Seien U1, . . . , Un unabhängig und
gleichverteilt auf [0, 1]. Betrachte die maximale und die minimale Lücke zwischen den
Ordnungsstatistiken:

δn := min
i=0,...,n

(Ui+1:n − Ui:n), ∆n := max
i=0,...,n

(Ui+1:n − Ui:n),

wobei U0:n := 0 und Un+1:n := 1 definiert wird. Zeigen Sie, dass

n2δn
d−→

n→∞
Exp(1), n∆n − log n

d−→
n→∞

e−e−x .

Hinweis: Benutzen Sie Satz 7.4.2 und das Lemma von Slutsky. Für Sn+1 gilt das Gesetz
der großen Zahlen und der zentrale Grenzwertsatz.

Aufgabe 7.4.5 (Empirische Vertelung der Lücken, Weiss, 1955). Seien U1, . . . , Un un-
abhängig und gleichverteilt auf [0, 1]. Zeigen Sie, dass für alle x > 0

1

n

n∑
k=1

1{Uk:n−Uk−1:n>x/n}
P−→

n→∞
e−x.

Aufgabe 7.4.6. Seien U1, . . . , Un unabhängig und gleichverteilt auf [0, 1]. Zeigen Sie, dass
für alle 1 ≤ k < m ≤ n, die Differenz Um:n − Uk:n eine Beta-Verteilung mit Parametern
(m− k, n−m+ k + 1) besitzt.

Hinweis: Zeigen Sie, dass Um:n − Uk:n
d
= Um−k:n und benutzen Sie Beispiel 7.1.3.

Aufgabe 7.4.7. Seien U1, . . . , Un unabhängig und gleichverteilt auf [0, 1]. Sei außerdem
k ∈ {1, . . . , n− 1}. Zeigen Sie:(

U1:n

Uk+1:n
,
U2:n

Uk+1:n
, . . . ,

Uk:n

Uk+1:n

)
d
= (U1:k, U2:k, . . . , Uk:k).

Hinweis: Satz 7.4.2.

Mit der Darstellung aus Satz 7.4.2 lassen sich die Grenzwertverteilungen für die Ordnungs-
statistiken Uk:n für n→∞ herleiten. Wenn man dabei zulässt, dass k = kn eine Funktion von
n sein darf, ergeben sich mehrere asymptotische Regime, die in den nachfolgenden Aufgaben
aufgelistet werden.

Aufgabe 7.4.8 (Extreme Ordnungsstatistiken einer gleichverteilten Stichprobe). Es seien
U1, . . . , Un unabhängige, auf dem Intervall [0, 1] gleichverteilte Zufallsvariablen. Zeigen Sie,
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dass für jedes k ∈ N die folgende Verteilungskonvergenz gilt:

(nU1:n, . . . , nUk:n)
d−→

n→∞
(E1, E1 + E2, . . . , E1 + . . .+ Ek),

wobei E1, E2, . . . unabhängige Zufallsvariablen mit P[Ei > t] = e−t, t > 0, sind (Standar-
dexponentialverteilung). Zeigen Sie auch, dass

(n(1− Un:n), . . . , n(1− Un−k+1:n))
d−→

n→∞
(E1, E1 + E2, . . . , E1 + . . .+ Ek).

Aufgabe 7.4.9 (Zentrale Ordnungsstatistiken einer gleichverteilten Stichprobe). Es seien
U1, . . . , Un unabhängige, auf dem Intervall [0, 1] gleichverteilte Zufallsvariablen. Sei kn ∈
{1, . . . , n} eine Folge mit limn→∞ kn/n = α, wobei 0 < α < 1. (Beispiel: kn = bαnc).
Zeigen Sie, dass

√
n

(
Ukn:n −

kn
n

)
d−→

n→∞
N (0, α(1− α)),

wobei N (0, σ2) eine Normalverteilung mit Erwartungswert 0 und Varianz σ2 bezeichnet.

Aufgabe 7.4.10 (Intermediäre Ordnungsstatistiken einer gleichverteilten Stichprobe). Es
seien U1, . . . , Un unabhängige, auf dem Intervall [0, 1] gleichverteilte Zufallsvariablen. Sei
kn ∈ {1, . . . , n} eine Folge mit limn→∞ kn/n = 0. Zeigen Sie, dass

n√
kn

(
Ukn:n −

kn
n

)
d−→

n→∞
N (0, 1),

n√
kn

(
Un−kn:n −

n− kn
n

)
d−→

n→∞
N (0, 1).

Eine weitere Darstellung der Ordnungsstatistiken der gleichverteilten Zufallsvariablen wird
in der folgenden Übungsaufgabe formuliert.

Aufgabe 7.4.11 (Lehmann, 1947, und Malmquist, 1953). Es seien U1, . . . , Un sowie T1, . . . , Tn
unabhängig und gleichverteilt auf [0, 1].

(a) Zeigen Sie, dass

(Un:n, Un−1:n, . . . , U1:n)
d
= (T 1/n

n , T 1/n
n T

1/(n−1)
n−1 , . . . , T 1/n

n T
1/(n−1)
n−1 . . . T1).

Hinweis: Die Zufallsvariablen − logUi sind Exp(1)-verteilt, was eine Verbindung
zu den exponentialverteilten Ordnungsstatistiken herstellt. Die Funktion u 7→
− log u ist monoton fallend.

(b) Zeigen Sie, dass die Zufallsvariablen U2:n/U1:n, U3:n/U2:n, . . . , Un:n/Un−1:n un-
abhängig sind.

Aufgabe 7.4.12. Seien S1 < S2 < . . . die Punkte eines homogenen Poisson-Prozesses wie
in Definition 7.4.1. Zeigen Sie, dass die Zufallsvariablen S2/S1, S3/S2, . . . unabhängig sind.

7.5. Asymptotische Unabhängigkeit des Maximums und des Minimums

Es seien X1, X2, . . . u.i.v. Zufallsvariablen. Die möglichen Grenzwertverteilungen das pas-
send normierte Maximum Mn = max{X1, . . . , Xn} wurden im Satz von Fisher-Tippett-
Gnedenko beschrieben. Analog kann man auch die Grenzwertverteilungen für das Minimum
mn = max{X1, . . . , Xn} beschreiben, siehe Aufgabe 3.3.2. Was sind aber die gemeinsamen
Grenzwertverteilungen für das Paar (Mn,mn)? Der nächste Satz beantwortet diese Frage.
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Satz 7.5.1 (Smirnov, 1949, und Homma, 1951). Seien X1, X2, . . . u.i.v. Zufallsvariablen
mit Verteilungsfunktion F , so dass

Mn − an
bn

d−→
n→∞

G und
mn − cn
dn

d−→
n→∞

H

für nichtdegenerierte Verteilungsfunktionen G und H. Dann gilt für alle x, y ∈ R, dass

lim
n→∞

P
[
Mn − an

bn
≤ x,

mn − cn
dn

≤ y

]
= G(x)H(y).

Interpretation. Das normierte Minimum und das normierte Maximum sind asymptotisch
unabhängig für n→∞. Es sei bemerkt, dass Mn und mn für jedes endliche n abhängig sind
(es sei denn Xi ist degeneriert), was man z.B. an der Relation mn ≤ Mn sieht. Satz 7.5.1
behauptet, dass diese Abhängigkeit für n→∞ “verschwindet”.

Beweis. Es gilt

P
[
Mn − an

bn
≤ x,

mn − cn
dn

> y

]
= P [cn + dny < Xi ≤ an + bnx für alle i = 1, . . . , n]

=
(
1− F̄ (an + bnx)− F (cn + dny)

)n
=

(
1 +
−nF̄ (an + bnx)− nF (cn + dny)

n

)n
.

Unsere Voraussetzungen sind

lim
n→∞

F n(an + bnx) = G(x) und lim
n→∞

F̄ n(cn + dny) = H̄(y).

Daraus folgt mit der gleichen Begründung wie im Beweis von Satz 7.2.3, dass

lim
n→∞

nF̄ (an + bnx) = − logG(x) und lim
n→∞

nF (cn + dny) = − log H̄(y).

Somit erhalten wir

lim
n→∞

P
[
Mn − an

bn
≤ x,

mn − cn
dn

> y

]
= elogG(x)+log H̄(y) = G(x)(1−H(y)).

Schließlich ergibt sich

P
[
Mn − an

bn
≤ x,

mn − cn
dn

≤ y

]
= P

[
Mn − an

bn
≤ x

]
− P

[
Mn − an

bn
≤ x,

mn − cn
dn

> y

]
−→
n→∞

G(x)−G(x)(1−H(y)) = G(x)H(y),

was die Behauptung beweist. �

Im nachfolgenden Satz werden wir uns die Grenzwertverteilungen für die Spannweite Rn :=
Mn−mn der Stichprobe X1, . . . , Xn anschauen. Unser Ziel ist es, Normierungsfolgen pn ∈ R
und qn > 0 derart zu finden, dass (Rn − pn)/qn gegen eine nichtdegenerierte Verteilung
konvergiert.
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Satz 7.5.2. Es seien die Bedingungen von Satz 7.5.1 erfüllt. Außerdem sei (M,m) ein
Zufallsvektor mit P[M ≤ x,m ≤ y] = G(x)H(y).

(a) Im Fall, wenn limn→∞ dn/bn = 0, gilt Rn−(an−cn)
bn

d−→
n→∞

M .

(b) Im Fall, wenn limn→∞ dn/bn = +∞, gilt Rn−(an−cn)
dn

d−→
n→∞

m.

(c) Im Fall, wenn K := limn→∞ dn/bn ∈ (0,∞), gilt Rn−(an−cn)
dn

d−→
n→∞

M −Km.

Interpretation. Wir können die Verteilung von (Mn,mn) durch die von (an + bnM, cn +
dnm) approximieren, wobei Satz 7.5.1 garantiert, dass die beiden Komponenten von (M,m)
unabhängig sind. Die Verteilung der Spannweite Mn −mn wird demnach wie folgt approxi-
miert:

Mn −mn
d
≈ an − cn + bnM − dnm.

Es bietet sich deshalb an, Mn −mn mit der Folge pn := an − cn zu zentrieren. Die Wahl der
Normierungsfolge qn und die Grenzwertverteilung hängen allerdings davon ab, welche der
beiden Folgen bn oder dn den asymptotischen Wettkampf gewinnt. So können wir im Fall
(a) den Term dnm vernachlässigen, während im Fall (c) die Terme bnM und dnm die gleiche
“Größenordnung” haben und beide berücksichtigt werden müssen.

Beweis von Satz 7.5.2. Im Fall (a) schreiben wir

(Mn −mn)− (an − cn)

bn
=
Mn − an

bn
− mn − cn

dn
· dn
bn

d−→
n→∞

M −m · 0 = M,

wobei wir die Relation limn→∞ dn/bn = 0 und das Lemma von Slutsky benutzt haben. Fälle
(b) und (c) seien dem Leser als Übung überlassen. �

Beispiel 7.5.3. Seien X1, X2, . . . unabhängig und exponentialverteilt mit Parameter 1.
Dann gilt

Mn − log n
d−→

n→∞
M, nmn

d−→
n→∞

m,

wobei M Gumbel-verteilt und m ∼ Exp(1) ist. Insbesondere folgt, dass mn in Verteilung
gegen 0 konvergiert. Für die Spannweite Rn = Mn −mn ergibt sich somit

Rn − log n = (Mn − log n)−mn
d−→

n→∞
e−e−x .

Beispiel 7.5.4. Seien X1, X2, . . . unabhängig und gleichverteilt auf [0, 1]. Dann gilt

n(1−Mn)
d−→

n→∞
E1, nmn

d−→
n→∞

E2,

wobei E1 ∼ Exp(1) und E2 ∼ Exp(1). Mit Satz 7.5.1 ergibt sich die gemeinsame Konvergenz

(n(1−Mn), nmn)
d−→

n→∞
(E1, E2),

wobei E1 und E2 unabhängig sind. Für die Spannweite Rn = Mn −mn folgt

n(1−Rn) = n(1−Mn) + nmn
d−→

n→∞
E1 + E2,

wobei wir den Satz von der stetigen Abbildung benutzt haben.
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Aufgabe 7.5.5 (Gumbel, 1947, und Cox, 1948). Seien X1, X2, . . . unabhängig und stan-
dardnormalverteilt. Zeigen Sie, dass für die Spannweite Rn und die sogenannte Stichpro-
benmitte (Mn +mn)/2 gilt:

lim
n→∞

P
[√

2 log n

(
Rn −

(
2
√

2 log n− log(4π log n)√
2 log n

))
≤ x

]
=

∫ +∞

−∞
e−ey−x−e−y−ydy,

lim
n→∞

P
[√

8 log n
Mn +mn

2
≤ x

]
=

1

1 + e−x
.

Kommentare

Ordnungsstatistiken und ihre statistischen Anwendungen werden in vielen Büchern behan-
delt, s. z.B. [9, 3, 2]. Abschnitt 7.2 folgt im Wesentlichen der Darstellung Leadbetter, Lind-
gren und Rootzén [18, § 2.1-2.3] sowie der Originalarbeit von Weissman [?]. Wir haben uns

nur Ordnungsstatistiken M
(k)
n mit einem festen k angeschaut. Eine Übersicht über die Grenz-

wertverteilungen von M
(kn)
n , wobei kn von n abhängen darf, findet sich in [18, § 2.5-2.7] und

in [21]. Abschnitte 7.3 und 7.4 basieren größtenteils auf den Büchern von Shorack und Well-
ner [24] (Chapter 8) und Nevzorov [20]. Das Buch von Schorack und Wellner [24] ist wohl
die beste und umfangreichste Referenz zu empirischen Prozessen. Asymptotische Verteilung
der Spannweite (Abschnitt 7.5) wird in [12, § 2.9] behandelt.
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KAPITEL 8

Rekorde

Seien X1, X2, . . . unabhängige und identisch verteilte Zufallsvariablen mit stetiger Vertei-
lungsfunktion F . Wir definieren Mn = max{X1, . . . , Xn}.

Definition 8.0.1. Wir sagen, dass zum Zeitpunkt n ∈ N ein Rekord aufgestellt wird,
wenn der Wert Xn größer als alle vorherigen Werte X1, . . . , Xn−1 ist.

Der zum Zeitpunkunkt n = 1 beobachtete Wert gilt per Definition immer als ein Rekord.
Wir definieren deshalb die Rekord-Indikatoren ξ1, ξ2, . . . durch ξ1 = 1 und

ξn = 1{Xn>Mn−1}, n = 2, 3, . . . .

Somit ist ξn die Indikatorvariable des Ereignisses, dass zum Zeitpunkt n ein neuer Rekord
aufgestellt wird.

8.1. Satz von Rényi

Der folgende Satz beschreibt die gemeinsame Verteilung der Zufallsvariablen ξ1, ξ2, . . ..

Satz 8.1.1 (Rényi, 1962, und Dwass, 1960). Es gilt P[ξn = 1] = 1
n

für alle n ∈ N.
Außerdem sind die Zufallsvariablen ξ1, . . . , ξn,Mn unabhängig.

Insbesondere hängt die gemeinsame Verteilung von ξ1, ξ2, . . . nicht von der Verteilungsfunk-
tion F ab (solange diese als stetig angenommen wird). Wir werden zwei Beweise des Satzes
von Rényi präsentieren: einen direkten und einen viel eleganteren, kombinatorischen Beweis.

Direkter Beweis. Schritt 1. Wir zeigen, dass P[ξn = 1] = 1
n
. Aus der Stetigkeit der

Verteilungsfunktion F folgt, dass P[Xi = Xj] = 0 für i 6= j. Somit sind alle Werte X1, X2, . . .
unterschiedlich mit Wahrscheinlichkeit 1. Es gilt

1 = P[Mn = X1] + P[Mn = X2] + . . .+ P[Mn = Xn] = nP[Mn = Xn] = nP[ξn = 1],

wobei die erste Gleichheit wegen der Disjunktheit der Ereignisse gilt und die zweite Gleichheit
aus Symmetriegründen Bestand hat. (Jede der Beobachtungen X1, . . . , Xn ist mit gleicher
Wahrscheinlichkeit 1

n
das Maximum). Es folgt, dass P[ξn = 1] = 1

n
.

Schritt 2. Wir zeigen die Unabhängigkeit von ξ1, . . . , ξn,Mn. Seien dazu 1 ≤ α(1) < α(2) <
. . . < α(s) ≤ n und x ∈ R beliebig. Es reicht zu zeigen, dass

P[ξα(1) = 1, . . . , ξα(s) = 1,Mn < x] = P[ξα(1) = 1] · . . . · P[ξα(s) = 1] · P[Mn < x].
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Abbildung 1. Rekorde. Rote Punkte: Rekordzeiten L(n). Grüne Punkte: Rekord-
werte X(n).

Es sei zuerst s = 1. Schreibe Mk,l = max{Xk, . . . , Xl} mit k ≤ l. Um die Notation zu
vereinfachen, schreiben wir α anstelle von α(1). Es gilt

P[ξα = 1,Mn < x] = P[Mα−1 < Xα < x,Mα+1,n < x] = P[Mα−1 < Xα < x](F (x))n−α,

wobei in der letzten Gleichheit die Unabhängigkeit benutzt wurde. Indem man nun auf Xα =
u ∈ (−∞, x) bedingt und die Formel der totalen Wahrscheinlichkeit unter Berücksichtigung
von P[Mα−1 < u] = (F (u))α−1 verwendet, kann man das wie folgt umschreiben:

P[ξα = 1,Mn < x] = (F (x))n−α ·
∫ x

−∞
(F (u))α−1dF (u).

Setzt man nun w = F (u), so erhält man, dass

P[ξα = 1,Mn < x] = (F (x))n−α ·
∫ F (x)

0

wα−1dw =
(F (x))n

α
= P[Mn < x] · P[ξα = 1],

was die Aussage im Fall s = 1 beweist.

Sei nun s ∈ N beliebig. Es gilt

P[ξα(1) = 1, . . . , ξα(s) = 1,Mn < x] = P[Mα(1)−1 < Xα(1) < x,Mα(1),...,α(2)−1 < Xα(2) < x,

. . . ,Mα(s−1),...,α(s)−1 < Xα(s) < x,Mα(s)+1,n < x].
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Indem man nun auf Xα(1) = u1, . . . , Xα(s) = us bedingt, kann man den obigen Ausdruck
ähnlich wie im Fall s = 1 schreiben als

(F (x))n−α(s)

∫
u1<u2<...<us<x

(F (u1))α(1)−1 . . . (F (us))
α(s)−α(s−1)−1dF (u1) . . . dF (us).

Setzt man F (u1) = w1, . . . , F (us) = ws, so erhält man

(F (x))n−α(s)

∫
0<w1<w2<...<ws<F (x)

w
α(1)−1
1 . . . wα(s)−α(s−1)−1

s dw1 . . . dws.

Als Übungsaufgabe bleibt zu zeigen, dass sich obiges Integral zu Folgendem errechnen lässt:

F n(x)

α(1) · . . . · α(s)
= P[Mn < x] · P[ξα(1)=1] · . . . · P[ξα(s)=1].

(Man kann z.B. Induktion nach s verwenden). �

Aufgabe 8.1.2 (Fα-Schema). Es sei F eine stetige Verteilungsfunktion und seienX1, X2, . . .

unabhängige Zufallsvariablen mit P[Xk ≤ t] = Fα(k)(t), wobei α(1), α(2), . . . eine Folge po-
sitiver Zahlen sei. Zeigen Sie, dass die Rekordindikatoren ξ1, ξ2, . . . unabhängig sind und
dass

P[ξn = 1] =
α(n)

α(1) + . . .+ α(n)
.

Zeigen Sie, dass ξ1, . . . , ξn und Mn unabhängig sind. ??? Notation α(k) wurde im obigen
Beweis benutzt.

Aufgabe 8.1.3 (Shorrock). Zeigen Sie, dass für u.i.v. Zufallsvariablen X1, X2, . . . mit
beliebiger (möglicherweise nichtstetiger) Verteilungsfunktion die Gesamtzahl der Rekorde∑∞

n=1 ξn genau dann endlich ist, wenn P[X1 = x∗] = 0.

Kombinatorischer Beweis. Wir werden sehen, dass die u.i.v. Annahme im Satz von
Rényi durch eine wesentlich schwächere Annahme, die Austauschbarkeit, ersetzt werden
kann.

Definition 8.1.4. Ein Zufallsvektor (X1, . . . , Xn) heißt austauschbar, wenn seine Ver-
teilung invariant unter beliebigen Permutationen der Koordinaten bleibt, d.h. wenn

(X1, . . . , Xn)
d
= (Xσ(1), . . . , Xσ(n))

für alle Permutationen σ : {1, . . . , n} → {1, . . . , n}.

So wird zum Beispiel für n = 3 gefordert, dass alle 6 Vektoren

(X1, X2, X3), (X1, X3, X2), (X2, X1, X3), (X2, X3, X1), (X3, X1, X2), (X3, X2, X1)

die gleiche Verteilung besitzen.

Beispiel 8.1.5. Ein Vektor mit u.i.v. Komponenten ist austauschbar. Ein anderes Beispiel
eines austauschbaren Vektors bietet eine zufällige Permutation der vorgegebenen determi-
nistischen Zahlen a1, . . . , an (wobei jede Permutation die gleiche Wahrscheinlichkeit 1/n!
besitze). Noch ein Beispiel: Betrachte m Kugeln, die rein zufällig auf n Fächer verteilt wer-
den, wobei alle Fächer gleichwahrscheinlich seien. Sei Xi die Anzahl der Kugeln im Fach i.
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Dann ist der Vektor (X1, . . . , Xn) austauschbar, und zwar sowohl im Modell mit Mehrfachbe-
setzungen (Multinomialverteilung) als auch im Modell ohne Mehrfachbesetzungen (zufällige
m-elementige Teilmenge von {1, . . . , n}).

Definition 8.1.6. Der Rang von Xk unter den Beobachtungen X1, . . . , Xk ist

Rk :=
k∑
i=1

1{Xi≥Xk} ∈ {1, . . . , k}.

Wir werden uns nur für den Fall interessieren, wenn in der Stichprobe keine Bindungen
bestehen, d.h. wenn X1, . . . , Xn mit Wahscheinlichkeit 1 paarweise verschieden sind. In einem
austauschbaren Zufallsvektor reicht es zu fordern, dass P[X1 = X2] = 0, denn dann gilt auch
P[Xi = Xj] = 0 für alle i 6= j.

In einem Zufallsvektor ohne Bindungen gilt offenbar

Rk = 1 ⇐⇒ Xk ist das größte Element von X1, . . . , Xk,

Rk = 2 ⇐⇒ Xk ist das zweitgrößte Element von X1, . . . , Xk,

. . . ,

Rk = k ⇐⇒ Xk ist das kleinste Element von X1, . . . , Xk.

Nun können wir die gemeinsame Verteilung von (R1, . . . , Rn) bestimmen.

Satz 8.1.7. Sei (X1, . . . , Xn) ein austauschbarer Zufallsvektor ohne Bindungen. Dann
gilt

(a) Für jedes k ∈ {1, . . . , n} ist Rk gleichverteilt auf {1, . . . , k}, d.h.

P[Rk = 1] = P[Rk = 2] = . . . = P[Rk = k] =
1

k
.

(b) Die Zufallsvariablen R1, R2, . . . , Rn sind unabhängig.

Beweis. Es gibt n! verschiedene mögliche Anordnungen von X1, . . . , Xn. Für n = 3 gibt es
z.B. die 6 Anordnungen

{X1 < X2 < X3}, {X1 < X3 < X2}, {X2 < X1 < X3},
{X2 < X3 < X1}, {X3 < X1 < X2}, {X3 < X1 < X2}.

Die Anordnungen sind wegen Austauschbarkeit gleichwahrscheinlich. Außerdem wird wegen
Fehlen der Bindungen eine der Anordnungen mit Wahrscheinlichkeit 1 beobachtet. Somit ist
die Wahrscheinlichkeit jeder Anordnung 1/n!.

Auf der anderen Seite gibt es n! verschiedene mögliche Werte des Vektors (R1, . . . , Rn), denn
R1 = 1, R2 ∈ {1, 2}, . . . , Rn ∈ {1, . . . , n}. Jede Anordnung der Xi’s entspricht einem Wert
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von (R1, . . . , Rn) auf eine bijektive Art und Weise. Zum Beispiel gilt

X1 < X2 < X3 ⇐⇒ R1 = 1, R2 = 1, R3 = 1,

X1 < X3 < X2 ⇐⇒ R1 = 1, R2 = 1, R3 = 2,

X2 < X1 < X3 ⇐⇒ R1 = 1, R2 = 2, R3 = 1,

usw. In der Tat, es ist klar, dass die Anordnung die Ränge eindeutig bestimmt. Nun möchten
wir den Leser davon überzeugen, dass auch umgekehrt die Ränge die Anordnung eindeutig
bestimmen. Man kann z.B. induktiv argumentieren. Für k = 1 gibt es nur eine Anordnung
und die Behauptung gilt trivialerweise. Stellen wir uns vor, dass uns die Ränge (R1, . . . , Rk)
bekanntgegeben wurden und wir dadurch eindeutig die Anordnung von X1, . . . , Xk bestimmt
haben, z.B. für k = 4

X3 < X2 < X1 < X4.

Nun wird uns Rk+1, also der Rang von Xk+1 unter (X1, . . . , Xk+1) mitgeteilt, z.B. R5 = 3.
Dadurch können wir die Position eindeutig bestimmen, an der X5 in die obige Reihe eingefügt
werden muss. In unserem Beispiel muss X5 das drittgrößte Element sein, also erhalten wir
die Anordnung

X3 < X2 < X5 < X1 < X4,

womit wir den Induktionsschritt begründet haben.

Es besteht also eine Bijektion zwischen den Werten von (R1, . . . , Rn) und Anordnungen von
X1, . . . , Xn. Da alle Anordnungen gleichwahrscheinlich sind, müssen auch die Werte von
(R1, . . . , Rn) gleichwahrscheinlich sein. Somit gilt

P[R1 = r1, R2 = r2, . . . , Rn = rn] =
1

n!
,

für alle r1 = 1, r2 ∈ {1, 2}, . . . , rn ∈ {1, . . . , n}. Damit sind beide Behauptungen des Satzes
bewiesen. �

Nun sind wir imstande, den Satz von Rényi auf austauschbare Stichproben zu verallgemei-
nern.

Satz 8.1.8 (Rényi, 1962, und Dwass, 1960). Es sei (X1, . . . , Xn) ein austauschbarer Zu-
fallsvektor ohne Bindungen. Definiere ξk als die Indikatorvariable des Rekordereignisses
Xk > max{X1, . . . , Xk−1}. Dann gilt P[ξk = 1] = 1

k
für alle k ∈ {1, . . . , n} und die

Zufallsvariablen ξ1, . . . , ξn sind unabhängig.

Beweis. Es gilt ξk = 1 genau dann, wenn Xk das maximale Element unter X1, . . . , Xk

ist. Somit sind die Ereignisse {ξk = 1} und {Rk = 1} gleich. Die Wahrscheinlichkeit von
{Rk = 1} beträgt 1/k und diese Ereignisse sind unabhängig gemäß Satz 8.1.7. �

Aufgabe 8.1.9. Seien X1, . . . , Xn austauschbare Zufallsvariablen ohne Bindungen. Zei-
gen Sie, dass der Vektor der Rekordindikatoren (ξ1, . . . , ξn) unabhängig vom Vektor der
Ordnungsstatistiken (X1:n, . . . , Xn:n) ist. Zum Beispiel ist (ξ1, . . . , ξn) von Mn, aber auch
vom Mittelwert (X1 + . . .+Xn)/n unabhängig.
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Aufgabe 8.1.10 (Zweiseitige Rekorde). Seien X1, . . . , Xn austauschbare Zufallsvariablen
ohne Bindungen. Definiere ηk = 1, wennXk = max{X1, . . . , Xk} oderXk = min{X1, . . . , Xk}.
Zeigen Sie, dass η2, . . . , ηn unabhängige Zufallsvariablen mit P[ηk = 1] = 2/k sind.

Aufgabe 8.1.11. Es sei (X1, . . . , Xn+m) ein austauschbarer Zufallsvektor ohne Bindun-
gen, wobei n,m ∈ N. Bestimmen Sie

P[max{X1, . . . , Xn} ≥ max{Xn+1, . . . , Xn+m}].
Hinweis: Es sei I die Zufallsvariable mit XI = max{X1, . . . , Xn+m}. Wie ist I verteilt?

Aufgabe 8.1.12. Es sei (X1, . . . , Xn+1) ein austauschbarer Zufallsvektor ohne Bindun-
gen. Zeigen Sie: Für jedes der Intervalle (−∞, X1:n), (X1:n, X2:n), . . . , (Xn:n,+∞) ist die
Wahrscheinlichkeit, dass Xn+1 in diesem Intervall liegt, gleich 1/(n+ 1).

Aufgabe 8.1.13 (k-te Rekorde, Dziubdziela und Kopocinsky (1976)). Seien X1, X2, . . .
u.i.v. Zufallsvariablen mit stetiger Verteilungsfunktion. Für ein festes k ∈ N definiere die
Indikatoren der k-ten Rekorde durch

ξn(k) = 1{Xn>M(k)
n−1}

, n ∈ {k, k + 1, . . .}.

Für k = 1 sind es die gewöhnlichen Rekordindikatoren: ξn(1) = ξn. Zeigen Sie: ξk(k), ξk+1(k), . . .
sind unabhängig und P[ξn(k) = 1] = k/n.

Ein Exkurs über die Gumbel-Überschreitungsmethode. Wir werden nun die Gumbel-
Überschreitungsmethode vorstellen, mit der man die Deichhöhe berechnen kann, für die
die Überflutungswahrscheinlichkeit einen vorgegebenen Wert annimmt. Seien X1, X2, . . . u.i.v
Zufallsvariablen mit Verteilungsfunktion F . Die absteigend angeordneten Ordnungsstatisti-

ken von X1, . . . , Xn seien mit M
(1)
n ≥M

(2)
n ≥ . . . ≥M

(n)
n bezeichnet. Wir definieren

Sk,r,n = S =
r∑
i=1

1{Xn+i>M
(k)
n }

.

Somit ist Sk,r,n die Anzahl der Überschreitungen des Schwellenwerts M
(k)
n im Zeitintervall

n+ 1, . . . , n+ r.

Satz 8.1.14. Die Verteilung von Sk,r,n ist gegeben durch

P[S = j] =

(
r+n−k−j
n−k

)(
j+k−1
k−1

)(
r+n
n

) , j = 0, . . . , r.

Beweis. ??? �

Beispiel 8.1.15. Die maximalen jährlichen Wasserstände an einem Fluss seien seit n = 100
Jahren bekannt und mit X1, . . . , Xn bezeichnet. Wie hoch muss ein Deich sein, bei dem die
Wahrscheinlichkeit einer Überflutung in den nächsten r = 12 Jahren p = 0.3 sein soll? Wir

setzen die gesuchte Deichhöhe als M
(k)
n mit einem unbekannten k an. Im obigen Satz wurde
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gezeigt, dass

P[Sk,r,n = 0] =
n · (n− 1) · . . . · (n− k + 1)

(r + n) · (r + n− 1) · . . . · (r + n− k + 1)
!

= 0.7.

Als Lösung der obigen Gleichung mit n = 100, r = 12 ergibt sich k = 3. Die Deichhöhe kann

als die dritte OrdnungsstatistikM
(3)
n gewählt werden. Der Vorteil dieser Methode besteht dar-

in, dass die (unbekannte) Verteilungsfunktion von Xi keine Rolle spielt (und nicht geschätzt
werden muss). Der Nachteil ist, dass die Methode bei einer kleineren Überflutungswahrscheinlichkeit
p nicht funktioniert.

Aufgabe 8.1.16 (Wilks, 1959). Seien X1, X2, . . . u.i.v. Zufallsvariablen mit stetiger Ver-
teilungsfunktion. Für ein n ∈ N sei K = min{k ∈ N : Xn+k > Mn} die minimale Anzahl
zusätzlicher Beobachtungen nach Zeitpunkt n, die nötig sind, um das Maximum Mn zu
übertreffen. Zeigen Sie:

P[K = k] =???.

8.2. Anzahl der Rekorde

Sei (X1, . . . , Xn) ein austauschbarer Zufallsvektor ohne Bindungen (z.B. können X1, . . . , Xn

u.i.v. mit stetiger Verteilungsfunktion sein). Wir bezeichnen mit N(n) die Anzahl der
Rekorde in diesem Vektor, d.h.

N(n) =
n∑
k=1

ξk.

Nach dem Satz von Rényi gilt

EN(n) =
n∑
k=1

Eξk =
n∑
k=1

1

k
= log n+ γ + o(1),

VarN(n) =
n∑
k=1

Var ξk =
n∑
k=1

(
1

k
− 1

k2

)
= log n+ γ − π2

6
+ o(1),

für n→∞. Dabei ist γ die Euler-Mascheroni-Konstante:

γ = lim
n→∞

(
n∑
k=1

1

k
− log n

)
= 0, 57721 . . . .

Es werden also unter den n Beobachtungen lediglich approximativ log n Rekorde erwartet
(was sehr wenig ist!)

Um die komplette Verteilung von N(n) zu beschreiben, müssen wir Stirling-Zahlen erster
Art einführen.
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Definition 8.2.1. Die Stirling-Zahlen erster Art
[
n
k

]
sind definiert als Koeffizienten

in der Formel

x(x+ 1) . . . (x+ n− 1) =
n∑
k=1

[
n

k

]
xk.
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Abbildung 2. Zähldichte der Zufallsvariable N(n) für n = 10000.

Satz 8.2.2. Für die Verteilung der Anzahl der Rekorde gilt

P[N(n) = k] =
1

n!

[
n

k

]
, k = 1, . . . , n.

Setzt man x = 1 in die Definition der Stirling-Zahlen ein, so erhält man

n∑
k=1

[
n

k

]
= n!.

Also summieren sich die Wahrscheinlichkeiten in Satz 8.2.2 tatsächlich zu 1.

Beweis von Satz 8.2.2. Definitionsgemäß gilt N(n) = ξ1 + . . . + ξn. Dabei sind die Re-
kordindikatoren ξ1, . . . , ξn nach dem Satz von Rényi unabhängig und Bernoulli-verteilt mit

P[ξk = 1] =
1

k
, P[ξk = 0] = 1− 1

k
.

Im Folgenden bestimmen wir die erzeugende Funktion von N(n). Wir erinnern, dass die
erzeugende Funktion einer Zufallsvariable Z mit Werten in {0, 1, . . .} durch

gZ(t) = E[tZ ] =
∞∑
k=0

P[Z = k]tk, |t| < 1,
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definiert ist. Die erzeugende Funktion von ξk ist

gξk(t) =

(
1− 1

k

)
+
t

k
.

Wegen der Unabhängigkeit der Summanden in der Darstellung N(n) = ξ1 + . . .+ ξn gilt

gN(n)(t) = gξ1(t) · . . . · gξn(t) =
n∏
k=1

k − 1 + t

k
=
t(t+ 1) . . . (t+ n− 1)

n!
=

1

n!

n∑
k=1

[
n

k

]
tk,

wobei im letzten Schritt die Definition der Stirling-Zahlen verwendet wurde. Auf der anderen
Seite gilt definitionsgemäß

gN(n)(t) =
n∑
k=1

tkP[N(n) = k].

Durch Vergleich der Koeffizienten erhalten wir die gewünschte Formel. �

Aufgabe 8.2.3. Zeigen Sie, dass die Stirling-Zahlen erster Art die folgende Rekursions-
formel erfüllen: [

n+ 1

k

]
= n

[
n

k

]
+

[
n

k − 1

]
.

Zum Vergleich gilt für Binomialkoeffizienten eine ähnliche Formel:(
n+ 1

k

)
=

(
n

k

)
+

(
n

k − 1

)
.

Aufgabe 8.2.4. Beweisen Sie für die Stirling-Zahl erster Art die Formel

1

n!

[
n+ 1

k + 1

]
=
∑ 1

i1 . . . ik
,

wobei über alle ganzzahligen 1 ≤ i1 < i2 < . . . < ik ≤ n summiert wird.

Aufgabe 8.2.5. Zeigen Sie, dass für alle k ∈ N,
∞∑
n=k

zn

n!

[
n

k

]
=

1

k!

(
log

1

1− z

)k
, |z| < 1.

Ein Exkurs über die Foata-Korrespondenz. Wir möchten nun kurz auf einen interessan-
ten Zusammenhang zwischen der Anzahl der Rekorde und der Anzahl der Zyklen in einer
rein zufälligen Permutation eingehen. Wir werden nämlich zeigen, dass beide Zufallsgrößen
dieselbe Verteilung besitzen.

Eine Permutation ist eine bijektive Abbildung ϕ : {1, . . . , n} → {1, . . . , n}. Insgesamt gibt
es n! Permutationen. Wir schreiben eine Permutation in der Form

ϕ =

(
1 2 3 . . . n

ϕ(1) ϕ(2) ϕ(3) . . . ϕ(n)

)
.

Wir sagen, dass Elemente i1, . . . , ik ∈ {1, . . . , n} einen Zyklus bilden, falls

ϕ(i1) = i2, ϕ(i2) = i3, . . . , ϕ(ik) = i1.

95



Dieser Zyklus wird dann mit (i1, . . . , ik) bezeichnet. Jede Permutation kann als ein Produkt
von disjunkten Zyklen dargestellt werden, z.B.

ϕ :=

(
1 2 3 4 5 6 7 8 9 10
3 9 5 8 2 7 6 10 1 4

)
= (1, 3, 5, 2, 9)(4, 8, 10)(6, 7).

Eine rein zufällige Permutation ist eine Zufallsvariable Φ mit Werten in der Menge aller
Permutationen und mit der Eigenschaft, dass P[Φ = ϕ] = 1/n! für jede Permutation ϕ.

Satz 8.2.6. Es sei Z(n) die Anzahl der Zyklen in einer rein zufälligen Permutation Φ
von {1, . . . , n}. Dann gilt

P[Z(n) = k] =
1

n!

[
n

k

]
, k = 1, . . . , n.

Beweis. Sei Φ eine rein zufällige Permutation von {1, . . . , n}. Dann ist der Zufallsvektor
(Φ(1), . . . ,Φ(n)) austauschbar und für die Anzahl N(n) der Rekorde in diesem Zufallsvektor
gilt gemäß Satz 8.2.2

P[N(n) = k] =
1

n!

[
n

k

]
, k = 1, . . . , n.

Wir müssen also zeigen, dass Z(n) die gleiche Verteilung wie N(n) hat. Dazu werden wir uns
der sogenannten Foata-Korrespondenz bedienen. Diese Korrespondenz ist eine bijektive
Abbildung F der Menge aller Permutationen auf sich selbst mit der Eigenschaft, dass die
Anzahl der Rekorde einer beliebigen Permutation ϕ mit der Anzahl der Zyklen der Permuta-
tion F (ϕ) übereinstimmt. Wegen der bijektiven Eigenschaft von F wäre dann die Anzahl der
Permutationen mit k Rekorden die gleiche wie die Anzahl der Permutationen mit k Zyklen,
woraus sich P[Z(n) = k] = P[N(n) = k] ergeben würde.

Die Foata-Korrespondenz wird wie folgt konstruiert. Betrachte die Zyklenzerlegung einer
Permutation ϕ. Diese ist zunächst nicht eindeutig: man kann die Elemente innerhalb jedes
Zyklus zyklisch permutieren. Um Eindeutigkeit zu erreichen, möchten wir jeden Zyklus mit
seinem größten Element beginnen lassen, so dass die Zerlegung im obigen Beispiel wie folgt
aussieht:

(9, 1, 3, 5, 2)(10, 4, 8)(7, 6).

Aber auch jetzt ist die Darstellung nicht eindeutig, denn man kann die Zyklen beliebig
vertauschen. Deshalb ordnen wir die Zyklen aufsteigend nach ihrem größten Element an:

(7, 6)(9, 1, 3, 5, 2)(10, 4, 8).

Mit diesen Konventionen ist die Darstellung eindeutig geworden. Nun entfernen wir die
Klammern und fassen den so konstruierten Tupel als eine neue Permutation auf, die mit
F (ϕ) bezeichnet wird:

F :

(
1 2 3 4 5 6 7 8 9 10
3 9 5 8 2 7 6 10 1 4

)
7→
(

1 2 3 4 5 6 7 8 9 10
7 6 9 1 3 5 2 10 4 8

)
Wir sehen nun, dass jeder Zyklus der Permutation ϕ einem Rekord in der Permutation F (ϕ)
entspricht. Diese Beobachtung zeigt außerdem, dass F eine Bijektion ist, denn wir können die
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inverse Abbildung F−1 wie folgt konstruieren. Sei eine Permutation ψ gegeben. Die Rekorde
im Vektor (ψ(1), . . . , ψ(n)) Zerlegen diesen in Blöcke. Nun konstruieren wir eine Permutation
ϕ, in der diese Blöcke zu Zyklen erklärt werden. Dann gilt F (ϕ) = ψ und die Anzahl der
Zyklen von ϕ entspricht der Anzahl der Rekorde von ψ. �

Bemerkung 8.2.7. Wir haben gezeigt: Die Anzahl der Permutationen von {1, . . . , n} mit
k Zyklen (oder auch mit k Rekorden) ist gegeben durch die Stirling-Zahl

[
n
k

]
.

8.3. Rekordzeiten

Seien X1, X2, . . . u.i.v. Zufallsvariablen mit stetiger Verteilungsfunktion. Wir definieren nun
die Rekordzeiten L(1) < L(2) < . . . durch: L(1) = 1, L(2) = min{j > 1 : ξj = 1} und
allgemein

L(n+ 1) = min{j > L(n) : ξj = 1}, n = 2, 3, . . . .

Somit ist L(n) der Zeitpunkt, zu dem der n-te Rekord aufgestellt wird; siehe Abbildung 1.
Im nächsten Satz beschreiben wir die gemeinsame Verteilung des Vektors (L(1), . . . , L(n)).

Satz 8.3.1. Für beliebige natürliche Zahlen 1 = j(1) < j(2) < . . . < j(n) gilt

P[L(1) = j(1), L(2) = j(2), . . . , L(n) = j(n)] =
1

j(n)(j(2)− 1) . . . (j(n)− 1)
.

Beweis. Es gilt:

P[L(1) = j(1), . . . , L(n) = j(n)] = P[ξ1 = 1, ξ2 = ξ3 = . . . = ξj(2)−1 = 0,

ξj(2) = 1, ξj(2)+1 = . . . = ξj(3)−1 = 0,

. . . ,

ξj(n) = 1].

Wegen der in Satz 8.1.1 bewiesenen Unabhängigkeit von ξ1, ξ2, . . . kann man dies in folgenden
Ausdruck umschreiben:

P[ξ2 = 0] · . . . · P[ξj(n) = 0] ·
P[ξj(2) = 1]

P[ξj(2) = 0]
· . . . ·

P[ξj(n) = 1]

P[ξj(n) = 0]
,

was sich ebenfalls, wegen des Satzes von Rényi, wie folgt darstellen lässt:(
1− 1

2

)(
1− 1

3

)
. . .

(
1− 1

j(n)

)
1/j(2)

1− 1/j(2)
. . .

1/j(n)

1− 1/j(n)
.

Durch geschicktes Umformen lässt sich das wie folgt darstellen:

2− 1

2

3− 1

3
. . .

j(n)− 1

j(n)

1

j(2)− 1
. . .

1

j(n)− 1
=

1

j(n)

1

j(2)− 1
. . .

1

j(n)− 1
,

wobei sich die Gleichheit ergibt, da die ersten j(n)− 1 Faktoren ein Teleskopprodukt bilden.
�
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Die gemeinsame Verteilung der Rekordzeiten L(1), L(2), . . . ist somit unabhängig von der
Verteilung der Zufallsvariablen X1, X2, . . . solange die Verteilungsfunktion F als stetig ange-
nommen wird.

Bemerkung 8.3.2. Die Verteilung von L(2) sieht somit folgendermaßen aus:

P[L(2) = j] =
1

j(j − 1)
, j ∈ {2, 3, . . .}.

Insbesondere gilt EL(2) =
∑∞

j=1
1
j−1

= +∞. Die mittlere Wartezeit auf den zweiten Rekord

ist somit unendlich! Dabei ist L(2) eine fast sicher endliche Zufallsvariable.

Aufgabe 8.3.3 (Verteilung von L(n)). Zeigen Sie, dass für jedes n ∈ {2, 3, . . .}

P[L(n) = k] =
1

k!

[
n− 1

k − 1

]
, k ∈ {n, n+ 1, . . .}.

Hinweis: Satz 8.2.2.

Im nächsten Satz zeigen wir, dass die Rekordzeiten L(1), L(2), . . . eine Markov-Kette bilden.
Für eine kurze Einführung in Markov-Ketten verweisen wir den Leser auf ???. An dieser Stelle
erinnern wir, dass die endlich-dimensionalen Verteilungen einer Markov-Kette η(1), η(2), . . .
mit Zustandsraum E, Anfangszustand e ∈ E und Übergangswahrscheinlichkeiten (pij)i,j∈E
durch

P[η(1) = i(1), η(2) = i(2), . . . , η(n) = i(n)] = 1{i(1)=e}pi(1)i(2) . . . pi(n−1)i(n)

für alle Zustände i(1), . . . , i(n) ∈ E und alle n ∈ N gegeben sind.

Satz 8.3.4. Die Folge L(1), L(2), . . . ist eine Markov-Kette mit Zustandsraum N, An-
fangszustand L(1) = 1 und Übergangswahrscheinlichkeiten

pij :=
i

j(j − 1)

für alle i = 1, 2, . . . und j = i+ 1, i+ 2, . . .. Für i ≥ j ist pij = 0.

Beweis. Zu zeigen ist, dass für alle 1 = j(1), j(2), . . . , j(n) ∈ N gilt

(8.3.1) P[L(1) = j(1), L(2) = j(2), . . . , L(n) = j(n)] = pj(1)j(2)pj(2)j(3) . . . pj(n−1)j(n).

Dabei können wir 1 = j(1) < j(2) < . . . < j(n) annehmen, denn sonst sind beide Terme
gleich 0 wegen L(1) < L(2) < . . . < L(n) und pij = 0 für i ≥ j. Mit der Formel aus Satz 8.3.1
gilt

P[L(1) = j(1), L(2) = j(2), . . . , L(n) = j(n)] =
1

j(n)(j(2)− 1) . . . (j(n)− 1)
.

Auf der anderen Seite rechnet man mit der Definition von pij nach, dass

pj(1)j(2)pj(2)j(3) . . . pj(n−1)j(n) =
j(1)

j(2)(j(2)− 1)
· j(2)

j(3)(j(3)− 1)
· . . . · j(n− 1)

j(n)(j(n)− 1)

=
1

j(n)(j(2)− 1) . . . (j(n)− 1)
.
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Die gewünschte Formel (8.3.1) ergibt sich aus dem Vergleich der beiden Ergebnisse. �

Angenommen, die ersten n Rekordzeiten sind bekannt: L(1) = 1, L(2) = i(2), . . . , L(n) =
i(n). Wo liegt nun die nächste Rekordzeit L(n+1)? Wegen der Markov-Eigenschaft der Folge
L(1), L(2), . . . stellt es sich heraus, dass man für die Bestimmung von L(n+ 1) lediglich den
Wert L(n) = i(n) benötigt, die Werte von L(1), . . . , L(n− 1) sind hingegen irrelevant.

Korollar 8.3.5. Für alle 1 = i(1) < i(2) < . . . < i(n) = i < j gilt die Markov-
Eigenschaft der Rekordzeiten:

P[L(n+1) = j |L(n) = i] = P[L(n+1) = j |L(n) = i, L(n−1) = i(n−1), . . . , L(2) = i(2)].

Außerdem gilt:

P[L(n+ 1) = j |L(n) = i] =
i

j(j − 1)
.

Aufgabe 8.3.6. Zeigen Sie: P[L(n+ 1) > j |L(n) = i] = i/j für alle 1 ≤ i < j.

Der obige Satz zeigt, wie man die Folge der Rekordzeiten am Rechner simulieren kann, ohne
dafür die Variablen X1, X2, . . . erzeugen zu müssen. Man startet mit L(1) = 1 und geht
induktiv vor. Sind die Werte L(1), . . . , L(n) mit L(n) = i bekannt, so erzeugt man eine
Zufallsvariable auf {i + 1, i + 2, . . .}, indem man den Wert j mit Wahrscheinlichkeit j

i(i−1)

auswählt. Dieser Wert ist dann der Wert von L(n+ 1). Danach wiederholt man das Ganze.

Aufgabe 8.3.7 (Rekordzeiten im Fα-Schema). Es sei F eine stetige Verteilungsfunk-

tion und seien X1, X2, . . . unabhängige Zufallsvariablen mit P[Xk ≤ t] = Fα(k)(t), wobei
α(1), α(2), . . . eine Folge positiver Zahlen sei. Zeigen Sie, dass die Rekordzeiten L(1), L(2), . . .
eine Markov-Kette mit Übergangswahrscheinlichkeiten

P[L(n+ 1) = j |L(n) = i] = S(i)

(
1

S(j − 1)
− 1

S(j)

)
, 1 ≤ i < j,

bilden, wobei S(k) = α(1) + . . .+ α(k).

Der nächste Satz gibt einen viel einfacheren Algorithmus zur Simulation der Rekordzeiten.
Definiere die Abrundungsfunktion (oder die Gauß-Klammer) durch

bxc = max{n ∈ Z : n ≤ x}, x ∈ R.

Satz 8.3.8 (Williams, 1973). Seien U1, U2, . . . unabhängig und gleichverteilt auf dem

Intervall [0, 1]. Definiere R(1) = 1 und danach rekursiv R(n + 1) = bR(n)
Un
c + 1 für alle

n ∈ N. Dann gilt die Gleichheit der Verteilungen:

(L(1), L(2), . . . , L(n))
d
= (R(1), R(2), . . . , R(n)).
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Beweis. Wegen der Markov-Eigenschaft reicht es zu zeigen, dass für alle i ∈ N und j ∈
{i+ 1, i+ 2, . . .} gilt

P[L(n+ 1) = j |L(n) = i] = P[R(n+ 1) = j |R(n) = i].

Die Wahrscheinlichkeit auf der linken Seite ist gleich i
j(j−1)

nach Korollar 8.3.5. Wir berechnen

die Wahrscheinlichkeit auf der rechten Seite. Es ist

P[R(n+1) = j |R(n) = i] = P
[⌊
R(n)

Un

⌋
+ 1 = j |R(n) = i

]
= P

[⌊
i

Un

⌋
+ 1 = j |R(n) = i

]
.

Die Zufallsvariable R(n) hängt nur von U1, . . . , Un−1 ab. Die Ereignisse {b i
Un
c + 1 = j}

und {R(n) = i} sind also unabhängig und somit vereinfacht sich das Ganze zu folgendem
Ausdruck:

P[R(n+ 1) = j |R(n) = i] = P
[⌊

i

Un

⌋
= j − 1

]
= P

[
i

Un
∈ [j − 1, j)

]
= P

[
Un ∈

(
i

j
,

i

j − 1

]]
=

i

j(j − 1)
,

da Un gleichverteilt auf [0, 1] ist. �

Aufgabe 8.3.9 (Galambos und Seneta, 1975 und Westcott, 1977). Zeigen Sie, dass die
Zufallsvariablen

T (n) :=

⌊
L(n+ 1)

L(n)

⌋
+ 1, n ∈ N,

unabhängig und identisch verteilt sind mit P[T (n) = k] = 1
k(k−1) , k ∈ {2, 3, . . .}.

Satz 8.3.10 (Tata, 1969). Ist x > 1 eine natürliche Zahl, so gilt für jedes n ∈ N:

P
[
L(n+ 1)

L(n)
> x

]
=

1

x
.

Für eine beliebige reelle Zahl x > 1 gilt lediglich

lim
n→∞

P
[
L(n+ 1)

L(n)
> x

]
=

1

x
.

Bemerkung 8.3.11. Man sieht hier noch einmal, dass Rekorde mit n→∞ immer seltener
auftreten. Zum Beispiel ist mit Wahrscheinlichkeit 1/2 der Abstand zwischen der (n+1)-ten
und der n-ten Rekordzeit größer als die n-te Rekordzeit selbst. Mit Wahrscheinlichkeit 1/3 ist
der Abstand zwischen der (n+ 1)-ten und der n-ten Rekordzeit mindestens doppelt so groß
wie die n-te Rekordzeit selbst, usw. Die Tatsache, dass Rekorde immer seltener auftreten,
sollte nicht überraschend sein: die Rekordwerte steigen nämlich mit der Zeit und es wird
immer schwieriger, neue Rekorde aufzustellen.

100



Beweis. Sei x > 1 beliebig reell. Dann gilt wegen des Gesetzes der totalen Wahrscheinlich-
keit, dass

P[L(n+ 1) > xL(n)] =
∞∑
i=n

P[L(n+ 1) > xi |L(n) = i] · P[L(n) = i]

=
∞∑
i=n

P[L(n+ 1) > bxic |L(n) = i] · P[L(n) = i],

denn L(n+ 1) ist ganzzahlig und somit ist L(n+ 1) > xi genau dann, wenn L(n+ 1) > bxic.
Aus Korollar 8.3.5 folgt, dass für alle i ∈ N und k ∈ {i, i+ 1, . . .}

P[L(n+ 1) > k |L(n) = i] =
∞∑

j=k+1

i

j(j − 1)
= i

∞∑
j=k+1

(
1

j − 1
− 1

j

)
=
i

k
.

Unter Verwendung dieses Ergebnisses lässt sich der obige Ausdruck zu folgendem vereinfa-
chen:

(8.3.2) P[L(n+ 1) > xL(n)] =
∞∑
i=n

i

bxic
P[L(n) = i].

Fall 1. Ist x ∈ {2, 3, . . .} ganzzahlig, so ist bxic = xi und somit erhalten wir

P[L(n+ 1) > xL(n)] =
∞∑
i=n

i

bxic
P[L(n) = i] =

1

x

∞∑
i=n

P[L(n) = i] =
1

x
,

da L(n) ≥ n. Das beweist die erste Behauptung des Satzes.

Fall 2. Sei nun x > 1 beliebig reell. Aus der Definition der Abrundungsfunktion b·c folgt,
dass bxic ≤ xi < bxic+ 1. Durch leichte Umformungen folgt:

1

x
≤ i

bxic
<

1

x
+

1

bxicx
.

Damit kann man die Summe in (8.3.2) wie folgt nach unten abschätzen:

P[L(n+ 1) > xL(n)] =
∞∑
i=n

i

bxic
P[L(n) = i] ≥ 1

x

∞∑
i=n

P[L(n) = i] =
1

x
.

Außerdem erhält man die folgende Abschätzung nach unten:

P[L(n+ 1) > xL(n)] =
∞∑
i=n

i

bxic
P[L(n) = i] <

∞∑
i=n

(
1

x
+

1

bxicx

)
P[L(n) = i] ≤ 1

x
+

1

x

1

bxnc
,

da bxic ≥ bxnc für i ≥ n. Die rechte Seite konvergiert für n → ∞ gegen 1
x
. Insgesamt folgt

mit dem “Sandwich-Prinzip” die zweite Behauptung von Satz 8.3.10. �
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Korollar 8.3.12. Sei U gleichverteilt auf [0, 1], dann gilt

L(n+ 1)

L(n)

d−→
n→∞

1

U
.

Beweis. Die Tailfunktion der Zufallsvariable 1
U

ist gegeben durch

P
[

1

U
> x

]
= P

[
U <

1

x

]
=

1

x
, x > 1.

Somit ist 1
U

Pareto-verteilt. Die Behauptung folgt nun aus der zweiten Aussage von Satz 8.3.10.
�

Aufgabe 8.3.13 (Shorrock, 1972). Beweisen Sie die folgende multivariate Version des
obigen Korollars: Für beliebiges k ∈ N gilt(

L(n+ 1)

L(n)
,
L(n+ 2)

L(n+ 1)
, . . . ,

L(n+ k)

L(n+ k − 1)

)
d−→

n→∞

(
1

U1
,

1

U2
, . . . ,

1

Uk

)
,

wobei U1, . . . , Uk unabhängige, auf [0, 1] gleichverteilte Zufallsvariablen sind.

8.4. Zentrale Grenzwertsätze

Der klassische zentrale Grenzwertsatz besagt, dass für u.i.v. Zufallsvariablen X1, X2, . . . mit
EX1 = 0 und E[X2

k ] = 1 die Verteilungskonvergenz

X1 + . . .+Xn√
n

d−→
n→∞

N (0, 1)

gilt. Dabei bezeichnen wir mit N (0, 1) wir die Starndardnormalverteilung mit Verteilungs-
funktion

Φ(t) =
1√
2π

∫ t

−∞
e−

1
2
z2dz.

Nun zeigen wir, dass auch die Anzahl der Rekorde N(n) nach einer geeigneten Normierung
für n → ∞ gegen die Normalverteilung konvergiert. Die glockenartige Form der Zähldichte
von N(n) ist auf Abbildung 2 deutlich zu erkennen.

Satz 8.4.1 (Zentraler Grenzwertsatz für die Anzahl der Rekorde). Es gilt

N(n)− log n√
log n

d−→
n→∞

N (0, 1).

Bemerkung 8.4.2. Wegen der Foata-Korrespondenz (Abschnitt 8.2) gilt ein analoger Satz
auch für die Anzahl Z(n) der Zyklen in einer rein zufälligen Permutation von {1, . . . , n},
nämlich

Z(n)− log n√
log n

d−→
n→∞

N (0, 1).

In dieser Form wurde der Satz von Goncharov im Jahr 1948 bewiesen.
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Der Beweis von Satz 8.4.1 basiert auf einer Verallgemeinerung des zentralen Grenzwertsat-
zes, die wir hier ohne Beweis angegeben. Im Unterschied zum klassischen Grenzwertsatz,
in dem es um Folgen von u.i.v. Zufallsvariablen geht, betrachten wir hier ein sogenanntes
Dreiecksschema von Zufalllsvariablen:

Z1,1,

Z1,2, Z2,2,

. . . . . . . . . . . .

Z1,n, Z2,n, . . . , Zn,n,

. . . . . . . . . . . . . . . . . . . . .

Satz 8.4.3 (Zentraler Grenzwertsatz von Lindeberg). Es seien die folgenden Bedingun-
gen erfüllt:

(a) Für jedes n ∈ N sind die Zufallsvariablen Z1,n, Z2,n, . . . , Zn,n, welche die n-te
Zeile des Schemas bilden, unabhängig;

(b) EZk,n = 0 und E[Z2
k,n] <∞ für k = 1, . . . , n;

(c)
∑n

k=1 E[Z2
k,n]→ 1 für n→∞;

(d) Für jedes ε > 0

lim
n→∞

n∑
k=1

E
[
Z2
k,n1{|Zk,n|>ε}

]
= 0 (Lindeberg-Bedingung).

Dann gilt:

Z1,n + . . .+ Zn,n
d−→

n→∞
N (0, 1).

Es sei bemerkt, dass die identische Verteiltheit der Zufallsvariablen im zentralen Grenz-
wertsatz von Lindeberg nicht vorausgesetzt wird. Ebenso wird nicht vorausgesetzt, dass
verschiedene Zeilen unabhängig voneinander sind.

Beweis von Satz 8.4.1. Es ist N(n) = ξ1 + . . . + ξn, wobei die ξ1, . . . , ξn nach dem Satz
von Rényi unabhängig aber nicht identisch verteilt mit ξk ∼ Bern( 1

k
) sind. Definiere

Zk,n =
ξk − 1

k√
log n

, k = 1, . . . , n, n ≥ 2.

Die Zufallsvariablen Z1,n, . . . , Zn,n sind für jedes n unabhängig. Definitionsgemäß gilt EZk,n =
0 und

n∑
k=1

E[Z2
k,n] =

1

log n

n∑
k=1

Var ξk =
1

log n

(
n∑
k=1

1

k
−

n∑
k=1

1

k2

)
−→
n→∞

1.
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Um zu zeigen, dass die Lindeberg-Bedingung gilt, sei ein ε > 0 vorgegeben. Da ξk nur die
Werte 0 und 1 annimmt, gilt die Abschätzung

|Zk,n| =
∣∣∣∣ξk − 1/k√

log n

∣∣∣∣ ≤ 1√
log n

< ε, k = 1, . . . , n

für alle n > e1/ε2 . Somit kann die Bedingung |Zk,n| > ε nicht erfüllt werden und es gilt sogar∑n
k=1 E

[
Z2
k,n1{|Zk,n|>ε}

]
= 0 für alle hinreichend große n. Der Satz von Lindeberg liefert nun

N(n)−
∑n

k=1
1
k√

log n
=

n∑
k=1

Zk,n
d−→

n→∞
N (0, 1).

Die Zentrierungsfolge
∑n

k=1
1
k

kann nach dem Slutsky-Lemma (???) durch log n ersetzt wer-

den, denn
∑n

k=1
1
k
− log n = o(

√
log n). �

Aufgabe 8.4.4. Zeigen Sie, dass für die Anzahl der Rekorde auch das Gesetz der großen
Zahlen gilt:

lim
n→∞

N(n)

log n
= 1 f.s.

Hinweis: ???

Nun benutzen wir den obigen Satz um auch einen zentralen Grenzwertsatz für die logarith-
mierten Rekordzeiten herzuleiten.

Satz 8.4.5 (Zentraler Grenzwertsatz für logarithmierte Rekordzeiten). Es gilt

logL(n)− n√
n

d−→
n→∞

N (0, 1).

Beweis. Sei x ∈ R fest. Mit n(x) = ben+x
√
nc gilt

P
[

logL(n)− n√
n

≤ x

]
= P[L(n) ≤ en+x

√
n] = P[L(n) ≤ n(x)] = P[N(n(x)) ≥ n].

Satz 8.4.1 liefert
N(n(x))− log n(x)√

log n(x)

d−→
n→∞

N (0, 1).

Es sei Φ(x) die Verteilungsfunktion der Standardnormalverteilung. Es folgt, dass

lim
n→∞

P[N(n(x)) ≥ n] = lim
n→∞

P

[
N(n(x))− log n(x)√

log n(x)
≥ n− log n(x)√

log n(x)

]
= 1− Φ(−x) = Φ(x),

denn n(x) = en+x
√
n(1 + o(1)) und somit

lim
n→∞

n− log n(x)√
log n(x)

= lim
n→∞

n− (n+ x
√
n+ o(1))√

n+ x
√
n+ o(1)

= lim
n→∞

−x
√
n+ o(

√
n)√

n+ o(n)
= −x.

Das beweist die Behauptung. �
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Aufgabe 8.4.6. Zeigen Sie, dass für die logarithmierten Rekordzeiten auch das Gesetz
der großen Zahlen gilt:

lim
n→∞

logL(n)

n
= 1 f.s.

Hinweis: Zeigen Sie die entsprechende Aussage für R(n) aus Satz 8.3.8. Zeigen Sie, dass
R(n) ≥ 1/(U1 . . . Un−1) und finden Sie eine passende Abschätzung nach oben.

Aufgabe 8.4.7. Ist es richtig, dass

lim
n→∞

L(n)

en
= 1 f.s.?

Hinweis: Betrachten Sie L(n+ 1)/L(n). Konvergiert diese Folge fast sicher gegen e?

Aufgabe 8.4.8 (Neuts, 1967). Zeigen Sie, dass für die Zwischenrekordzeiten ∆(n) :=
L(n)− L(n− 1) die gleichen Grenzwertsätze wie für L(n) gelten, nämlich

lim
n→∞

logL(n)

n
= 1 f.s. und

log ∆(n)− n√
n

d−→
n→∞

N (0, 1).

Hinweis: Korollar 8.3.12.

8.5. Rekordwerte

Seien X1, X2, . . . u.i.v. Zufallsvariablen und X eine weitere Zufallsvariable mit der gleichen
Verteilung.

Definition 8.5.1. Die Rekordwerte sind definiert als

X(n) = XL(n) = max{X1, . . . , XL(n)}.

Rekordwerte als Markov-Prozess. Zuerst bestimmen wir die gemeinsame Verteilung
von X(1), . . . , X(n).

Satz 8.5.2 (Chandler, 1952). Die Zufallsvariablen X1, X2, . . . seien u.i.v. mit Dichte f .
Dann ist die gemeinsame Dichte von (X(1), . . . , X(n)) durch

f(x1, . . . , xn) =
f(x1)f(x2) . . . f(xn)

F̄ (x1)F̄ (x2) . . . F̄ (xn−1)
1{x1<...<xn<x∗}

gegeben, wobei x∗ den rechten Endpunkt der Xi’s bezeichnet.

Beweis. Wir erlauben uns die Freiheit, “unendlich kleine” Intervalle (x1, x1+dx1), . . . , (xn, xn+
d) zu betrachten und die gesuchte Dichte als

f(x1, . . . , xn) = lim
dx1,...,dxn→0

P[X(1) ∈ (x1, x1 + dx1), . . . , X(n) ∈ (xn, xn + dxn)]

dx1 . . . dxn

darzustellen. Wegen X(1) < . . . < X(n) < x∗ nehmen wir x1 < . . . < xn < x∗ an. Nun
stellen wir das uns interessierende Ereignis

(8.5.1) {X(k) ∈ (xk, xk + dxk) für alle k = 1, . . . , n}
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als eine disjunkte Vereinigung der Ereignisse

(8.5.2) {X(k) ∈ (xk, xk + dxk) und L(k) = i(k) für alle k = 1, . . . , n}

über alle 1 = i(1) < i(2) < . . . < i(n) dar. Definiere j(k) := i(k)−i(k−1)−1, k ∈ {2, . . . , n},
so dass j(2), . . . , j(n) ∈ N0. Ereignis (8.5.2) tritt genau dann ein, wenn

Xi(1) ∈ (x1, x1 + dx1) und die nächsten j(2) Beobachtungen sind kleiner als Xi(1),

Xi(2) ∈ (x2, x2 + dx2) und die nächsten j(3) Beobachtungen sind kleiner als Xi(2),

. . . ,

Xi(n) ∈ (xn, xn + dxn) und alle weiteren Beobachtungen sind beliebig.

Da Xi(k) ∈ (xk, xk + dxk) gefordert wird und dxk dabei unendlich klein ist, können wir die
Bedingung “eine Beobachtung ist kleiner als Xi(k)” durch “eine Beobachtung ist kleiner als
xk” ersetzen. Uns interessiert also die Wahrscheinlichkeit des Ereignisses

Xi(1) ∈ (x1, x1 + dx1) und die nächsten j(2) Beobachtungen sind kleiner als x1,

Xi(2) ∈ (x2, x2 + dx2) und die nächsten j(3) Beobachtungen sind kleiner als x2,

. . . ,

Xi(n) ∈ (xn, xn + dxn).

Wegen Unabhängigkeit ist diese Wahrscheinlichkeit gegeben durch

f(x1)dx1F (x1)j(2) · f(x2)dx2F (x2)j(3) · . . . · f(xn)dxn−1F (xn−1)j(n) · f(xn)dxn.

Nach Summation über alle j(2), . . . , j(n) ∈ N0 ergibt sich für die Wahrscheinlichkeit des
Ereignisses (8.5.1) die Formel

f(x1)

F̄ (x1)
dx1 ·

f(x2)

F̄ (x2)
dx2 · . . . ·

f(xn−1)

F̄ (xn−1)
dxn−1 · f(xn)dxn.

Nach Division durch dx1 . . . dxn erhalten wir die behauptete Formel für die Dichte f(x1, . . . , xn).
�

Im nächsten Korollar zeigen wir, dass die Rekordwerte einen Markov-Prozess bilden. Für eine
kurze Einführung in Markov-Prozesse mit beliebigen Zustandsraum verweisen wir auf???

Korollar 8.5.3. Die Zufallsvariablen X1, X2, . . . seien u.i.v. mit Dichte f . Dann bilden
die Rekordwerte X(1), X(2), . . . einen Markov-Prozess mit Zustandsraum (−∞, x∗) und
Übergangsdichten

p(x, y) =

{
f(y)/F̄ (x), falls x < y < x∗,

0, sonst.

Beweis. Die gemeinsame Dichte von (X(1), . . . , X(n)) lässt sich für alle x1 < . . . < xn < x∗

wie folgt schreiben:

f(x1, . . . , xn) = f(x1) · f(x2)

F̄ (x1)
· . . . · f(xn)

F̄ (xn−1)
= f(x1)p(x1, x2) . . . p(xn−1, xn).
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Also bilden die Rekordwerte einen Markov-Prozess mit Anfangsdichte f(x1) und den oben
angegebenen Übergangsdichten p(x, y). �

Aufgabe 8.5.4 (Chandler, 1952). Beweisen Sie die Formel für die Dichte von X(n):

fX(n)(x) =
(− log F̄ (x))n−1

(n− 1)!
f(x), x < x ∗ .

Hinweis: Benutzen Sie Induktion und die Formel für die Übergangsdichte aus Satz 8.5.2.

Aufgabe 8.5.5. Seien X1, X2, . . . u.i.v. mit Dichte f . Die Zwischenrekordzeiten sind de-
finiert durch ∆(n) := L(n)− L(n− 1) für n = 2, 3, . . ..

(a) Zeigen Sie, dass die gemeinsame Verteilung vonX(1), . . . , X(n) und ∆(2), . . . ,∆(n)
durch die folgende Formel gegeben ist:

P[X(1) ∈ (x1, x1 + dx1), . . . , X(n) ∈ (xn, xn + dxn),∆(2) = ∆2, . . . ,∆(n) = ∆n]

= f(x1) . . . f(xn)F∆2(x1) . . . F∆n(xn−1)dx1 . . . dxn

für alle x1 < . . . < xn und ∆2, . . . ,∆n ∈ N.
(b) Zeigen Sie, dass bedingt auf die Rekordwerte X(1) = x1, X(2) = x2, . . . die

Zwischenrekordzeiten ∆(2),∆(3), . . . unabhängig und geometrisch verteilt sind
mit

P[∆(n) = ∆ |X(1) = x1, X(2) = x2, . . .] = F̄ (xn−1)F∆(xn−1), ∆ ∈ N.

Nun möchten wir eine Interpretation von Korollar 8.5.3 vorstellen. Zuerst benötigen wir eine

Zwischenüberlegung: Bedingtes Sampling. Stellen wir uns vor, dass u.i.v. Zufallsva-
riablen X1, X2, . . . erzeugt werden, bis eine dieser Variablen einen vorgegebenen Wert t mit
t < x∗ überschreitet. Wir definieren also die “Stoppzeit”

N = min{n ∈ N : Xn > t}

und schauen uns die Zufallsvariable XN an. Wie ist diese verteilt? Zunächst einmal müssen
wir berücksichtigen, dass der Index N zufällig ist, weshalb die Verteilung von XN ganz anders
als die Verteilung von X sein kann. Wir erinnern, dass X eine weitere Zufallsvariable mit
der gleichen Verteilungsfunktion F ist. Wir behaupten nun:

Lemma 8.5.6. Die Verteilung von XN stimmt mit der bedingten Verteilung von X
gegeben, dass X > t, überein, d.h.

P[XN ∈ A] = P[X ∈ A |X > t].

für jede Borel-Menge A ⊂ R.
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Beweis. Indem wir den Wahrscheinlichkeitsraum in die disjunkten Ereignisse {N = 1}, {N =
2}, . . . zerlegen, erhalten wir, dass

P[XN ∈ A] =
∞∑
n=1

P[XN ∈ A,N = n] =
∞∑
n=1

P[X1 ≤ t, . . . , Xn−1 ≤ t,Xn ∈ A,Xn > t]

=
∞∑
n=1

P[X ≤ t]n−1P[X ∈ A,X > t] =
P[X ∈ A,X > t]

1− P[X ≤ t]
= P[X ∈ A |X > t],

wobei wir die Formel
∑∞

n=1 q
n−1 = 1/(1 − q), |q| < 1, für die Summe einer geometrischen

Reihe benutzt haben. �

Interpretation von Korollar 8.5.3. Stellen wir uns vor, dass uns die ganze Ent-
wicklung des Prozesses X1, X2, . . . bis zur n-ten Rekordzeit L(n) bekannt ist. Insbesondere
seien die Werte L(n) = l und X(n) = Xl = x bekannt. Nun beobachten wir die Werte
Xl+1, Xl+2, . . . und warten auf den ersten Wert, der x übersteigt. Dieser Wert ist dann der
nächste Rekordwert X(n+1). Nach der obigen Zwischenüberlegung hat X(n+1) die gleiche
Verteilung, wie X1 gegeben, dass X1 > x, also

P[X(n+ 1) ∈ A |Vorgeschichte bis zum Zeitpunkt L(n)] = P[X1 ∈ A |X1 > x].

Da diese Verteilung nur vom aktuellen Wert X(n) = x abhängt, bilden X(1), X(2), . . . eine
Markov-Kette mit den oben angegebenen Übergangskernen.

Bemerkung 8.5.7 (Simulation von Zufallsvariablen). Eine leichte Abwandlung der obigen
Überlegung kann man verwenden, um Zufallsvariablen mit einer gegebenen Verteilung am
Rechner zu simulieren. Möchte man z.B. einen auf einer gegebenen Menge G ⊂ R2 gleichver-
teilten Punkt simulieren, so erzeugt man u.i.v. gleichverteilte Punkte auf einem hinreichend
großen Quadrat Q ⊃ G, bis einer dieser Punkte in G fällt. Dieser Punkt ist dann gleichverteilt
auf G (Übungsaufgabe).

Bemerkung 8.5.8. Im Fall, wenn die Zufallsvariablen X1, X2, . . . u.i.v. mit beliebiger Ver-
teilung sind, bilden die Rekordwerte X(1), X(2), . . . immer noch einen Markov-Prozess auf
dem Zustandsraum (−∞, x∗]. Dieser hat allerdings nunmehr keine Übergangsdichten, son-
dern wird durch den folgenden Übergangskern charakterisiert:

P[X(n+ 1) ∈ A |X(n) = x] = P[X ∈ A |X > x],

für x < x∗ und jede Borel-Menge A ⊂ (−∞, x∗]. Im Fall, wenn P[X1 = x∗] 6= 0 muss man
besonders vorsichtig sein, denn dann wird der Wert x∗ f.s. von einem der Xn’s angenommen,
wonach keine weiteren Rekorde aufgestellt werden können. In diesem Fall bricht die Serie
der Rekordwerte X(1), X(2), . . . nach endlicher Zeit ab. Wir müssen den Zustand x∗ als
einen “Grabzustand” des Markov-Prozesses auffassen. Sobald dieser Zustand erreicht wird,
“stirbt” der Prozess.

Rekordwerte exponentialverteilter Zufallsvariablen. Anders als bei Rekordindika-
toren oder Rekordzeiten, hängt die Verteilung der Rekordwerte von der Verteilungsfunktion
der Zufallsvariablen Xi ab. Im Spezialfall der exponentialverteilten Zufallsvariablen besit-
zen die Rekordwerte eine besonders einfache und schöne Darstellung durch den homogenen
Poisson-Prozess.
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Satz 8.5.9 (Tata, 1969). Seien Z1, Z2, . . . unabhängig und exponentialverteilt mit Pa-
rameter 1. Dann gilt:

(Z(1), Z(2), . . . , Z(n))
d
= (E1, E1 + E2, . . . , E1 + . . .+ En),

wobei E1, E2, . . . ebenfalls unabhängig unabhängig und exponentialverteilt mit Parame-
ter 1 sind.

Bemerkung 8.5.10. Die Folge der Rekordwerte Z(1), Z(2), . . . bildet also einen Poisson-
Prozess mit Intensität 1. Die Zufallsvariable Z(n) ist gammaverteilt mit Parametern (n, 1)
und Dichte

fZ(n)(t) =
tn−1

(n− 1)!
e−t1{t>0}.

Beweis von Satz 8.5.9. Für die Tailfunktion und die Dichte der Exponentialverteilung
mit Parameter 1 gilt F̄ (x) = f(x) = e−x für x > 0. Gemäß Satz 8.5.2 ist die gemeinsame
Dichte von (Z(1), . . . , Z(n)) gegeben durch

f(x1, . . . , xn) = e−xn1{0<x1<...<xn}.

Die gleiche Formel haben wir im Beweis von Satz 7.4.2 für die Dichte des Zufallsvektors
(E1, E1 + E2, . . . , E1 + . . .+ En) hergeleitet. �

Interpretation von Satz 8.5.9. Im Mittelpunkt steht schon wieder die Gedächtnislosigkeit
der Exponentialverteilung. Ist nämlich Z ∼ Exp(1), so ist für jedes t > 0 die bedingte Ver-
teilung von Z− t gegeben, dass Z > t, ebenfalls eine Exponentialverteilung mit Parameter 1.
Nun werden wir induktiv begründen, warum die Zufallsvariablen Z(1), Z(2)− Z(1), Z(3)−
Z(2), . . . standard exponentialverteilt und unabhängig sind.

Z(1): Nach Voraussetzung ist Z(1) = Z1 ∼ Exp(1).

Z(2) − Z(1): Wir halten nun Z1 = a1 fest und warten auf den zweiten Rekordwert Z(2).
Nach der obigen Zwischenüberlegung hat der Exzess Z(2) − a1 die gleiche Verteilung wie
Z − a1 gegeben, dass Z > a1, also (wegen der Gedächtnislosigkeit!) wieder eine Exponenti-
alverteilung mit Parameter 1.

Z(3)−Z(2): Nun halten wir die ganze Geschichte des Prozesses bis zur zweiten Rekordzeit
L(2) fest. Insbesondere sei Z(2) = a2 gegeben. Wir warten nun auf den dritten Rekordwert
Z(3). Nach der Zwischenüberlegung hat der Exzess Z(3) − a2 die gleiche Verteilung, wie
Z − a2 gegeben, dass Z > a2, also wieder die Exponentialverteilung mit Parameter 1. Dabei
hängt die bedingte Verteilung des Exszesses nicht von der vorgeschichte des Prozesses ab,
also ist die Zufallsvariable Z(3)− Z(2) unabhängig von Z(1) und Z(2).

Somit sind die Zuwächse Z(1), Z(2)−Z(1), Z(3)−Z(2), . . . standard exponentialverteilt und
unabhängig.
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Korollar 8.5.11. Seien X1, X2, . . . unabhängig und exponentialverteilt mit Parameter
1. Dann gilt

X(n)− n√
n

d−→
n→∞

N (0, 1) für n→∞.

Beweis. Aus Satz 8.5.9 wissen wir, dass X(n)
d
= E1 + . . .+En, wobei E1, E2, . . . unabhängig

und standard exponentialverteilt sind. Also ist EEi = VarEi = 1 und der klassische zentrale
Grenzwertsatz ergibt, dass

E1 + . . .+ En − n√
n

d−→
n→∞

N (0, 1).

Daraus folgt die Behauptung. �

Bemerkung 8.5.12. In Satz 1.2.1 haben wir nachgewiesen, dass im Fall der standard expo-
nentialverteilten Zufallsvariablen, die Zufallsvariable Mn−log n gegen die Gumbel-Verteilung
Λ konvergiert. Es gilt also

Mn − log n
d−→

n→∞
Λ und

ML(n) − n√
n

d−→
n→∞

N (0, 1).

Die Grenzverteilung wird also offenbar durch den Umstand, dass der Index L(n) zufällig ist,
völlig verändert.

Allgemeine Darstellung durch den Poisson-Prozess. Nun formulieren wir eine
allgemeine Darstellung für Rekordwerte beliebiger u.i.v. stetig verteilter Zufallsvariablen
X1, X2, . . .. Die Hauptidee besteht dabei darin, dass solche Zufallsvariablen als eine geeig-
nete monoton steigende Transformation der standardexponentialverteilten Zufallsvariablen
Z1, Z2, . . . dargestellt werden können. Entscheidend ist die Beobachtung, dass monoton stei-
gende Transformationen Rekordwerte in Rekordwerte überführen.

Satz 8.5.13. Seien X1, X2, . . . u.i.v. Zufallsvariablen mit stetiger Verteilungsfunktion
F . Dann gilt

(X(1), X(2), . . . , X(n))
d
= (H(E1), H(E1 + E2), . . . , H(E1 + . . .+ En)),

wobei H(x) = F←(1− e−x), x > 0.

Beweis. Seien Z1, Z2, . . . unabhängig und standard exponentialverteilt. Dann sind die Zu-
fallsvariablen 1− e−Zi gleichverteilt auf [0, 1]. Somit sind die Zufallsvariablen H(Zi) genauso
verteilt wie die Xi’s:

(X1, X2, . . .)
d
= (H(Z1), H(Z2), . . .).

Da die Funktion H strikt??? monoton steigend ist, stimmen die Rekordwerte der Folge
H(Z1), H(Z2), . . . mit H(Z(1)), H(Z(2)), . . . überein und wir erhalten

(X(1), X(2), . . .)
d
= (H(Z(1)), H(Z(2)), . . .).

Nun können wir auf (Z(1), Z(2), . . .) die Tata-Darstellung aus Satz 8.5.9 anwenden, was zur
gewünschten Behauptung führt. �
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Aufgabe 8.5.14 (Verteilung von X(n)). Seien X1, X2, . . . u.i.v. Zufallsvariablen mit ste-
tiger Verteilungsfunktion F . Es sei X(n) der n-te Rekordwert.

(a) Zeigen Sie, dass

P[X(n) < x] = Qn(F (x)), x ∈ R,
wobei Qn(s) = EsL(n) die erzeugende Funktion von L(n) sei.

(b) Zeigen Sie, dass

Qn(s) =
1

(n− 1)!

− log(1−s)∫
0

tn−1e−tdt.

Hinweis: Teil (a) gilt auch für exponentialverteilte Zufallsvariablen.

Aufgabe 8.5.15 (Zwischenrekordzeiten, Neuts, 1967). Seien X1, X2, . . . u.i.v. Zufallsva-
riablen mit stetiger Verteilungsfunktion F . Betrachte die Zwischenrekordzeiten ∆(n) =
L(n)− L(n− 1), n = 2, 3, . . ..

(a) Zeigen Sie, dass für alle k ∈ {0, 1, . . .},

P[∆(n+ 1) > k] =

∫ ∞
0

xn−1

(n− 1)!
e−x(1− e−x)kdx.

Hinweis: Zeigen Sie, dass die Verteilung von ∆(n+ 1) nicht von der Wahl von F
abhängt und wählen Sie dann Xi ∼ Exp(1).

(b) Für zwei Zufallsvariablen ξ und η sagen wir, dass ξ stochastisch größer als η ist,
falls P[ξ > u] ≥ P[η > u] für alle u ∈ R ist. Zeigen Sie: ∆(n + 1) ist stochastisch
größer als ∆(n). (D.h. die Abstände zwischen den Rekorden sind “stochastisch
steigend”).
Hinweis: P[∆(n+ 1) > k] = E[(1− eE1+...+En)k].

Aufgabe 8.5.16 (k-te Rekordwerte, Dziubdziela und Kopocinsky (1976)). Seien Z1, Z2, . . .
unabhängige, mit Parameter 1 exponentialverteilte Zufallsvariablen. Sei k ∈ N fest. Defi-
niere: ??? Zeigen Sie, dass

(X(1, k), X(2, k), . . . , X(n, k))
d
=

(
E1

k
,
E1 + E2

k
, . . . ,

E1 + . . .+ En
k

)
,

wobei E1, E2, . . . unabhängig unabhängig und exponentialverteilt mit Parameter 1 sind.
Hinweis: ??? Schwierige Aufgabe.

8.6. Grenzwertverteilungen der Rekordwerte

Seien X1, X2, . . . u.i.v. Zufallsvariablen mit stetiger Verteilungsfunktion F und Rekordwerten
X(1), X(2), . . .. Wir stellen uns die Frage, welche nichtdegenerierte Verteilungen als Grenz-
werte von

X(n)− A(n)

B(n)

für n→∞ und geeignete deterministische Folgen A(n) ∈ R und B(n) > 0 entstehen können.
Für die Maxima Mn anstelle der Rekordwerte X(n) wurde die entsprechende Frage durch
den Satz von Fisher-Tippett-Gnedenko vollständig beantwortet. Auf den ersten Blick sieht
X(n) = ML(n) wie “ein Spezialfall” von Mn aus, allerdings ist der Index L(n) zufällig. Der
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nächste Satz birgt eine Überraschung: Die Klasse der Grenzwertverteilungen für Rekordwerte
ist anders als die für Maxima.

Satz 8.6.1 (Resnick, 197???). Gibt es Normierungskonstanten A(n) ∈ R und B(n) > 0,
derart dass

X(n)− A(n)

B(n)

d−→
n→∞

G

für eine nichtdegenerierte Verteilungsfunktion G, so ist G vom gleichen Typ wie die
Verteilungsfunktion einer der folgenden Zufallsvariablen:

(a) ξ ∼ N (0, 1) (Standardnormalverteilung);
(b) eσξ für ein σ > 0 (Lognormalverteilung);
(c) −eσξ für ein σ > 0 (das Negative der Lognormalverteilung).

Beweis. Schritt 1: Transformation. Seien E1, E2, . . . u.i.v. standard exponentialver-
teilte Zufallsvariablen. Gemäß Satz 8.5.13 können wir X(n) als eine Transformation von
Sn := E1 + . . .+ En darstellen, nämlich

X(n)
d
= F←(1− e−Sn).

Es folgt

P
[
X(n)− A(n)

B(n)
≤ x

]
= P[X(n) ≤ A(n) +B(n)x] = P[F←(1− e−Sn) ≤ A(n) +B(n)x]

= P[Sn ≤ T (A(n) +B(n)x)],

wobei
T (y) := − log(1− F (y)) ∈ [0,∞].

Indem wir den zentralen Grenzwertsaz im Hinterkopf behalten, schreiben wir das wie folgt
um:

(8.6.1) P
[
X(n)− A(n)

B(n)
≤ x

]
= P

[
Sn − n√

n
≤ T (A(n) +B(n)x)− n√

n

]
.

Die Voraussetzung des Satzes lautet also

(8.6.2) lim
n→∞

P
[
Sn − n√

n
≤ T (A(n) +B(n)x)− n√

n

]
= G(x)

für alle Stetigkeitspunkte x von G. Im Folgenden betrachten wir nur solche x. Dabei behaup-
tet der zentrale Grenzwertsatz, dass

lim
n→∞

P
[
Sn − n√

n
≤ tn

]
= Φ(t)

für jede Folge t1, t2, . . . mit t := limn→∞ tn ∈ [−∞,+∞]. Dabei definieren wir sinngemäß
Φ(−∞) := 0 und Φ(+∞) := 1.

Schritt 1: Existenz von g(x). Wir behaupten nun, dass der Grenzwert

(8.6.3) g(x) := lim
n→∞

T (A(n) +B(n)x)− n√
n

∈ [−∞,+∞]
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existiert. Wir beweisen das durch Widerspruch. Dazu nehmen wir an, dass die Folge in (8.6.3)
zwei verschiedene Häufungspunkte, g1 und g2 in [−∞,∞], besitzt. Indem wir auf die ent-
sprechenden Teilfolgen den zentralen Grenzwertsatz anwenden, erhalten wir, dass auch die
Folge in (8.6.2) zwei Häufungspunkte Φ(g1) und Φ(g2) besitzt. Wegen der strikten Mono-
tonie von Φ sind diese Häufungspunkte verschieden, was im Widerspruch zu (8.6.2) steht.
Also existiert der Grenzwert in (8.6.3). Wegen des zentralen Grenzwertsatzes und (8.6.2) gilt
dann G(x) = Φ(g(x)).

Sei x ∈ R ein Wert mit g(x) 6= ±∞. Dann folgt aus (8.6.3), dass

T (A(n) +B(n)x) = n+ g(x)
√
n+ o(

√
n) = n

(
1 +

g(x) + o(1)√
n

)
, n→∞.

Daraus folgt mit der Taylor-Entwicklung
√

1 + z = 1 + z/2 + o(z) für z → 0, dass√
T (A(n) +B(n)x) =

√
n

(
1 +

g(x) + o(1)√
n

)1/2

=
√
n+

g(x) + o(1)

2
, n→∞.

Schritt 3: Existenz von g(x). Betrachte nun die Tailfunktion

Ḡ(x) = e−
√
T (x) = e−

√
− log(1−F (x)).

Es folgt

Ḡ(A(n) +B(n)x) = e−
√
T (A(n)+B(n)x) ∼ e−

√
n− g(x)

2 , n→∞.
Indem wir nun n = blog2mc mit m ∈ N einsetzen und A∗(m) := A(blog2mc), B∗(m) :=
B(blog2mc) definieren, erhalten wir

Ḡ(A∗(m) +B∗(m)x) ∼ 1

m
e−

g(x)
2 , m→∞.

Der Leser möge dabei nachrechnen, dass e−
√
blog2mc ∼ 1/m. Daraus folgt schließlich

Gm(A∗(m) +B∗(m)x) = (1− Ḡ(A∗(m) +B∗(m)x))m −→
m→∞

e−e−
g(x)
2 .

Sind nun V1, V2, . . . u.i.v. Zufallsvariablen mit Verteilungsfunktion G, so gilt

max{V1, . . . , Vn} − A∗(m)

B∗(m)

d−→
m→∞

e−e−
g(x)
2 .

Die Grenzwertfunktion G(x) = Φ(g(x)) ist nicht degeneriert genau dann, wenn g an mindes-
tens einer Stelle endlich ist und dabei nicht konstant ist. Die Verteilungsfunktion ist nicht
degeneriert, also können wir den Satz von Fisher-Tippett-Gnedenko anwenden. �

Beispiel 8.6.2 (Lognormalverteilung als Grenzwert). Seien X1, X2, . . . u.i.v. Zufallsvaria-
blen mit Werten in (1,∞) und Verteilungsfunktion

F (x) = 1− e−α
2 log2 x, x ≥ 1,

wobei α > 0 ein Parameter sei. Wir behaupten, dass

X(n)

e
√
n/α

d−→
n→∞

eξ/(2α) mit ξ ∼ N (0, 1).
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Beweis. Für die angegebene Verteilung gilt T (y) = α2 log2 y für y ≥ 1. Mit A(n) = 0 und
B(n) = e

√
n/α ergibt sich

T (A(n) +B(n)x)− n√
n

=
α2 (
√
n/α + log x)

2 − n√
n

−→
n→∞

2α log x

für alle x > 0. Mit (8.6.1) und dem zentralen Grenzwertsatz erhalten wir, dass

lim
n→∞

P
[
X(n)

e
√
n/α
≤ x

]
= lim

n→∞
P
[
Sn − n√

n
≤ 2α log x+ o(1)

]
= Φ(2α log x) = P[eξ/(2α) ≤ x]

für alle x > 0, wobei ξ ∼ N (0, 1). �

Beispiel 8.6.3 (Das Negative der Lognormalverteilung als Grenzwert). Seien X1, X2, . . .
u.i.v. Zufallsvariablen mit Werten in (−1, 0) und Verteilungsfunktion

F (x) = 1− eα
2 log2(−x), x ∈ (−1, 0),

wobei α > 0 ein Parameter sei. Dann gilt

e
√
n/αX(n)

d−→
n→∞

−eξ/(2α) mit ξ ∼ N (0, 1).

Beweis. Übungsaufgabe. �

Aufgabe 8.6.4. Seien X1, X2, . . . unabhängig und standardnormalverteilt. Zeigen Sie,
dass

X(n)−
√

2n
d−→

n→∞
N (0, 1/2).

Hinweis: Zeigen Sie mit Hilfe von Lemma 5.4.1, dass T (y) = y2/2 + o(y) für y → +∞ und
benutzen Sie dann (8.6.1).

Aufgabe 8.6.5. Seien X1, X2, . . . u.i.v. mit Verteilungsfunktion F (x) = 1 − x−α, x ≥ 1,
wobei α > 0. Zeigen Sie: Es gibt keine Normierungsfolgen A(n) ∈ R und B(n) > 0 derart,
dass (X(n)−A(n))/B(n) gegen eine nichtdegenerierte Verteilung konvergiert.

8.7. Rekorde für diskrete Zufallsvariablen

In den vorangegangenen Abschnitten haben wir meistens Zufallsvariablen mit stetiger Vertei-
lungsfunktion betrachtet. Eine ähnliche Theorie lässt sich auch für diskrete Zufallsvariablen
entwickeln, wobei der diskrete Fall oft sogar eleganter ist. Wir formulieren die entsprechenden
Resultate von Shorrock als eine Serie von Übungsaufgaben.

Seien X,X1, X2, . . . u.i.v. diskrete Zufallsvariablen mit Werten in N0 = {0, 1, 2, . . . }. Die
strikten Rekordzeiten L(1), L(2), . . . seien gegeben durch L(1) = 1 und

L(n+ 1) = min
{
k ≥ L(n) + 1 : Xk > XL(n)

}
für n ∈ N.

Es sei weiterhin X(n) = XL(n) der n-te strikte Rekordwert. Dabei nehmen wir an, dass
der Wertebereich der Xn’s nach oben unbeschränkt ist, d.h. P[X > k] > 0 für alle k ≥
0. Das garantiert, dass immer neue Rekorde aufgestellt werden können und die Reihe der
Rekordzeiten niemals abbricht.
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Aufgabe 8.7.1 (Maxima bilden eine Markov-Kette). Zeigen Sie, dass M1,M2, . . . eine
Markov-Kette auf N0 mit Übergangswahrscheinlichkeiten

pij =


pj , falls j > i,

p1 + . . .+ pi, falls j = i,

0, falls j < i,

bilden. Dabei ist Mn = max{X1, . . . , Xn}, wie immer.

Aufgabe 8.7.2 (Verteilung der Rekordwerte). Zeigen Sie für alle n ∈ N und ganzzahlige
0 ≤ i1 < i2 < · · · < in, dass

P[X(1) = x1, . . . , X(n) = xn] = P[X = xn]
n−1∏
k=1

P[X = xk]

P[X > xk]
.

Hinweis: Bestimmen Sie zuerst P[L(1) = i1, X(1) = x1, . . . , L(n) = in, X(n) = xn] und
summieren Sie dann über alle 1 = i1 < i2 < . . . < in.

Aufgabe 8.7.3 (Rekordwerte bilden eine Markov-Kette). Zeigen Sie, dass X(1), X(2), . . .
eine Markov-Kette mit Übergangswahrscheinlichkeiten

P[X(n+ 1) = j |X(n) = i] =

{
P[X = j]/P[X > i], falls 0 ≤ i < j,

0, sonst

bilden.

Aufgabe 8.7.4 (Indikatoren der Rekordwerte). Definiere die Rekordwertindikatoren η0, η1, . . .
durch

ηk :=

{
1, falls X(n) = k für ein n ∈ N,
0, sonst.

Zeigen Sie: η0, η1, . . . sind unabhängig und P[ηk = 1] = P[X = n]/P[X ≥ n].
Hinweis: Nevzorov??? Es gibt einen analogen Satz für stetige Zufallsvariablen; siehe Auf-
gabe 9.6.11.

Aufgabe 8.7.5 (Diskrete Version der Tata-Darstellung). Seien nunX1, X2, . . . unabhängig
und geometrisch verteilt mit P[X1 = k] = p(1 − p)k−1, k ∈ N, wobei p ∈ (0, 1). Beweisen
Sie die folgende diskrete Version der Tata-Darstellung:

(X(1), X(2), . . . , X(n))
d
= (G1, G1 +G2, . . . , G1 + . . .+Gn),

wobei G1, G2, . . . unabhängig sind und die gleiche geometrische Verteilung wie die Xi’s
besitzen.

Kommentare

Dieser Abschnitt steht unter starkem Einfluss des exzellenten Buches von Nevzorov [20].
Eine umfassende Übersicht über die historische Entwicklung des Gebiets mit Verweisen auf
die Originalliteratur findet sich in [20, Appendix 1].
[4], [22], [1], [23].
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KAPITEL 9

Anhang: Markov-Prozesse

9.1. Markov-Ketten mit diskretem Zustandsraum

Ein Exkurs über Markov-Ketten. Man stelle sich ein System vor, das seinen Zustand
in diskreter Zeit ändern kann. Die Menge aller möglichen Zustände sei mit E bezeichnet
und höchstens abzählbar. Befindet sich das System gerade in Zustand i, so sei die Wahr-
scheinlichkeit, dass es im nächsten Zeitpunkt zum Zustand j wechselt, bezeichnet mit pij.
Sinngemäß muss dann pij ≥ 0 und

∑
j∈E pij = 1 für jedes i ∈ E erfüllt sein. Wir gehen davon

aus, dass die folgende Markov-Eigenschaft erfüllt ist: Die Auswahl des nächsten Zustandes j
geschieht unabhängig davon, wie der aktuelle Zustand i erreicht wurde. Um die Verteilung
der Markov-Kette komplett zu beschreiben, müssen wir noch die Anfangsbedingung ange-
ben: die Wahrscheinlichkeit, dass sich das System zum Zeitpunkt 1 im Zustand i befindet,
sei mit αi bezeichnet, wobei αi ≥ 0 und

∑
i∈E αi = 1. Dann ist die Wahrscheinlichkeit, dass

das System in den Zeitpunkten 1, . . . , n die Zustände i(1), . . . , i(n) ∈ E durchläuft, gegeben
durch

(9.1.1) P[η(1) = i(1), η(2) = i(2), . . . , η(n) = i(n)] = αi(1)pi(1)i(2) . . . pi(n−1)i(n).

Dabei ist η(k) die Zufallsvariable mit Werten in E, die den Zustand angibt, in welchem
sich die Markov-Kette zum Zeitpunkt k befindet. Wir werden (9.1.1) als Definition einer
Markov-Kette verwenden.

Definition 9.1.1. Eine Folge η(1), η(2), . . . von Zufallsvariablen mit Werten in E heißt
Markov-Kette, wenn ihre endlich-dimensionalen Verteilungen durch (9.1.1) gegeben
sind.

Nun können wir die Markov-Eigenschaft herleiten.

Proposition 9.1.2. Für beliebige Zustände i(1), i(2), . . . , i(n) ∈ E und j ∈ E gilt

P[η(n+ 1) = j | η(1) = i(1), η(2) = i(2), . . . , η(n) = i(n)]

= P[η(n+ 1) = j | η(n) = i(n)]

vorausgesetzt, dass P[η(1) = i(1), η(2) = i(2), . . . , η(n) = i(n)] 6= 0.
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Interpretation. Die bedingte Verteilung von η(n + 1) gegeben η(n) ist die gleiche, wie
die bedingte Verteilung von η(n) gegeben η(1), η(2), . . . , η(n). Gegeben die Gegenwart (al-
so η(n) = i(n)) ist die Zukunft (also η(n + 1)) unabhängig von der Vergangenheit (also
η(1), . . . , η(n− 1)).
Außerdem gilt für beliebige zwei Zustände i, j ∈ E

P[η(n+ 1) = j | η(n) = i] = pij

vorausgesetzt P[η(n) = i] 6= 0.

***

9.2. Markov-Ketten mit allgemeinem Zustandsraum

Wir stellen uns ein System vor, das zu diskreten Zeitpunkten 1, 2, . . . seinen Zustand zufällig
ändern kann. Die Menge der möglichen Zustände sei dabei ein Intervall E auf der reellen
Achse1 Man kann sich z.B. ein zufällig herumspringendes Teilchen auf der reellen Geraden
vorstellen. Dabei gehen wir davon aus, dass das Teilchen gedächtnislos im folgenden Sinne
ist: gegeben die aktuelle Position η(n) des Teilchens zum Zeitpunkt n, hängt seine zukünftige
Bewegung zwar von η(n) ab, nicht aber von η(1), . . . , η(n−1). In diesem Fall wird das System
durch die Übergangskerne
die künftige Bewegung des Teilchens na Befindet sich das System zu einem Zeitpunkt n in
Zustand x, so wird der Zustand zum Zeitpunkt

P[η(1) ∈ (y1, y1 + dy1), . . . , η(n) ∈ (yn, yn + dyn)] = α(dy1)K(y1, dy2) . . . K(yn−1, dyn).

Oft haben die Übergangskerne eine Dichte

K(x,A) =

∫
A

Beispiel 9.2.1 (Irrfahrt). Seien Z1, Z2, . . .

Beispiel 9.2.2 (Multiplikative Irrfahrt). Seien Z1, Z2, . . .

Beispiel 9.2.3 (Maxima). Seien X1, X2, . . . u.i.v. Zufallsvariablen mit Verteilungsfunktion
F . Dann bilden die MaximaM1,M2, . . . einen Markov-Prozess auf (−∞, x∗] mit Übergangskern,
der wie folgt charakterisiert wird:

K(x, (−∞, y]) =

{
F (y), falls y ∈ [x, x∗],

0, falls y < x.

9.3. Markov-Prozesse mit stetiger Zeit

1Allgemeiner kann man einen beliebigen Messraum (E, E) als die Menge der Zustände zulassen.
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KAPITEL 9

Poisson-Punktprozesse

Poisson-Punktprozesse sind natürliche Modelle für zufällige Konfigurationen von Punkten im
Raum. Als Beispiele von zufälligen Konfigurationen, die mit Poisson-Prozessen modelliert
werden können, kann man sich die Positionen der Sterne im Himmel, die Regentropfen
auf dem Boden, die Meteoriteinschläge auf dem Mond, oder die Zeitpunkte, zu denen bei
einer Telefonzentrale die Anrufe ankommen, vorstellen. Wie schon der Name sagt, spielt die
Poisson-Verteilung eine entscheidende Rolle. Wir werden also mit der Definition der Poisson-
Verteilung beginnen.

9.1. Poisson-Verteilung

Man betrachte n Bernoulli-Experimente mit Erfolgswahrscheinlichkeit p. Bezeichnet man
mit Sn,p die Anzahl der Erfolge in diesen Experimenten, so ist Sn,p eine binomialverteilte
Zufallsvariable, d.h.

P[Sn,p = k] =

(
n

k

)
pk(1− p)n−k, k = 0, . . . , n.

Der Poisson-Grenzwertsatz behandelt die Situation, in der die Anzahl der Experimente sehr
groß, die Erfolgswahrscheinlichkeit jedoch sehr gering ist.

Satz 9.1.1 (Poisson-Grenzwertsatz). Es sei p1, p2, . . . ∈ [0, 1] eine Folge mit limn→∞ npn =
λ, wobei λ ≥ 0. Dann gilt

lim
n→∞

P[Sn,pn = k] = e−λ
λk

k!
, k = 0, 1, . . . .

Definition 9.1.2. Eine Zufallsvariable S heißt Poisson-verteilt mit Parameter λ > 0,
falls

P[S = k] = e−λ
λk

k!
, k = 0, 1, . . . .

Wir benutzen die Schreibweise S ∼ Poi(λ). Die obige Definition kann man etwas erweitern.
Wir sagen, dass S ∼ Poi(0), falls S = 0 fast sicher. Außerdem sagen wir, dass S ∼ Poi(+∞),
falls S = +∞ fast sicher.

9.2. Beispiel zu Poisson-Prozessen
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Abbildung 1. Homogener Poisson-Punktprozess.

Wir betrachten nun wieder eine sehr
große Zahl von unabhängigen Experi-
menten mit sehr kleinen Erfolgswahr-
scheinlichkeiten. Diesmal stellen wir uns
aber vor, dass jedes Experiment eine
Position im Raum besitzt. Die Positio-
nen der Experimente, die mit einem Er-
folg ausgehen, bilden eine zufällige Kon-
figuration von Punkten im Raum. Die-
se Konfiguration beschreibt man mit ei-
nem Poisson-Punktprozess.
Zum Beispiel können wir versuchen, ein
stochastisches Modell für die Verteilung
der Sterne im Himmel zu finden. Ist
A ⊂ R2 eine Borel-Menge (ein Teil
des Himmels), so bezeichnen wir mit
Π(A) die Anzahl der Sterne in A. Die-
se Anzahl fassen wir als eine Zufalls-
variable mit Werten in N0 ∪ {∞} =
{0, 1, 2, . . . ,∞} auf. Wir gehen davon

aus, dass die folgenden natürlichen Eigenschaften gelten:

(1) Für disjunkte Borel-Mengen A1, . . . , An sind die Zufallsvariablen Π(A1), . . . ,Π(An)
unabhängig.

(2) Die Wahrscheinlichkeit, dass es in einem kleinen Gebiet Q mit Fläche ε ≈ 0 einen
Stern gibt, ist ≈ λε.

Der Koeffizient λ > 0 beschreibt dabei die Intensität der Sterne im Himmel.

Wie ist nun die Anzahl der Sterne Π(A) in einer beliebigen Borel-Menge A verteilt? Um dies
herauszufinden, unterteilen wir A in kleine Gebiete mit Fläche ε. Die Anzahl dieser Gebiete
ist ≈ Fläche(A)/ε. Aus unseren Voraussetzungen und dem Poisson-Grenzwertsatz folgt, dass

Π(A) ≈ Bin

(
Fläche(A)

ε
, λε

)
≈ Poi (λ · Fläche(A)) für ε ↓ 0.

Es gilt also:

Für jedes Gebiet A ist Π(A) Poisson-verteilt mit Parameter λ · Fläche(A).

Eine zufällige Konfiguration von Punkten im Raum, die die beiden oben genannten Eigen-
schaften hat, bezeichnen wir als einen homogenen Poisson-Punktprozess mit Intensität
λ.

9.3. Definition von Zählmaßen und Punktprozessen

Wir werden nun eine mathematische Definition der Poisson-Punktprozesse geben. Die erste
Frage ist, wie man eine “Punktekonfiguration” definiert. Zuerst müssen wir einige Forderun-
gen an den Raum formulieren, wo die Punkte leben.

119



Lokal kompakte separable metrische Räume. Sei (E, ρ) ein metrischer Raum mit
Metrik ρ. Als Beispiel kann man sich E = Rd mit der üblichen Euklid’schen Metrik vorstellen.

Definition 9.3.1. Eine Teilmenge A ⊂ E heißt kompakt, wenn jede Folge x1, x2, . . . ∈
A eine Teilfolge besitzt, die gegen ein Element aus A konvergiert.

Zum Beispiel ist jede abgeschlossene und beschränkte Teilmenge von Rd (versehen mit der
Euklid’schen metrik) kompakt. Es ist bekannt, dass kompakte Mengen immer abgeschlossen
sind.

Definition 9.3.2. Der Raum (E, ρ) heißt lokal kompakt, wenn man für jeden Punkt
x ∈ E ein r > 0 finden kann, so dass der abgeschlossene Ball

B̄r(x) = {y ∈ E : ρ(x, y) ≤ r}
kompakt ist.

Zum Beispiel ist jede abgeschlossene und jede offene Teilmenge von Rd lokal kompakt. Nicht
lokal kompakt ist z.B. der Raum C[0, 1] der stetigen Funktionen auf [0, 1] versehen mit der
Supremumsmetrik.

Definition 9.3.3. Der Raum (E, ρ) heißt separabel, wenn es eine abzählbare Teilmen-
ge {x1, x2, . . .} ⊂ E gibt, die in E überall dicht liegt. Das heißt, für alle x ∈ E und r > 0
enthält der Ball B̄r(x) mindestens einen Punkt der Form xi.

Beispiel 9.3.4. Nicht jeder lokal kompakter Raum ist separabel: Betrachte eine beliebige
überabzählbare Menge E (z.B. E = R) versehen mit der diskreten Metrik

ρ(x, y) =

{
1, falls x 6= y,

0, falls x = y.

Dieser Raum ist lokal kompakt aber nicht separabel.

Zählmaße. Sei im Folgenden (E, ρ) ein metrischer Raum. Als Beispiel kann man sich
immer eine abgeschlossene oder eine offene Menge von Rd mit der Euklid’schen Metrik vor-
stellen.

Definition 9.3.5. Die Borel-σ-Algebra B = B(E) ist die durch die Familie aller offenen
Teilmengen von E erzeugte σ-Algebra.

Man kann B auch als die durch die Familie aller abgeschlossenen Teilmengen erzeugte σ-
Algebra definieren, denn eine Menge A ist offen genau dann, wenn Ac abgeschlossen ist.
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Definition 9.3.6. Ein Maß µ auf (E,B) heißt lokal endlich (oder Radon-Maß), wenn
für jede kompakte Menge B ⊂ E deren Maß µ(B) endlich ist.

Zum Beispiel ist das Lebesgue-Maß auf Rd ein Radon-Maß.

Beispiel 9.3.7. Sei x ∈ E. Das Dirac-Maß δx ist definiert durch

δx(A) =

{
1, x ∈ A,
0, sonst.

Offensichtlich ist δx ein Radon-Maß. Man kann sich δx als eine Punktekonfiguration vorstel-
len, die aus einem Punkt x besteht.

Beispiel 9.3.8. Das Maß µ :=
∑

x∈Q δx auf R (wobei Q die Menge der rationalen Zahlen
ist) ist kei Radon-Maß, denn µ([0, 1]) = +∞.

Definition 9.3.9. Ein Radon-Maß µ auf (E,B) heißt Zählmaß, falls für jede kompakte
Menge A ⊂ E, µ(A) eine nicht-negative ganze Zahl ist.

Beispiel 9.3.10. Jedes Dirac-Maß δx ist ein Zählmaß. Jede endliche Summe von Dirac-
Maßen der Form µ =

∑n
i=1 δxi mit x1, . . . , xi ∈ E ist ein Zählmaß. Auch eine abzählbar

unendliche Summe µ =
∑∞

i=1 δxi ist ein Zählmaß, vorausgesetzt, dass die Folge x1, x2, . . . ∈ E
keine Häufungspunkte besitzt. Der folgende Satz besagt, dass auf einem lokal kompakten
separablen Raum jedes Zählmaß diese Form besitzt.

Satz 9.3.11. Sei E ein lokal kompakter separabler metrischer Raum. Dann lässt sich
jedes Zählmaß µ auf E als

µ =
n∑
i=1

δxi

darstellen, wobei n ∈ N ∪ {∞} und x1, x2, . . . eine endliche oder abzählbar unendliche
Folge von Punkten in E ist, die keine Häufungspunkte besitzt.

Beweis. Weggelassen. �

Auf lokal kompakten separablen Räumen können wir also Zählmaße mit höchstens abzählbaren
Konfigurationen von Punkten identifizieren, die keine Häufungspunkte besitzen.

Beispiel 9.3.12. Das Maß µ =
∑∞

i=1 δ1/i ist ein Zählmaß auf E = (0,∞), denn die Folge
1, 1

2
, 1

3
, . . . besitzt keine Häufungspunkte in (0,∞). Auf dem Raum E = [0,∞) ist jedoch das

gleiche Maß µ kein Zählmaß, denn 0 ist ein Häufungspunkt.

Punktprozesse. Wir wollen nun definieren, was eine zufällige Punktekonfiguration ohne
Häufungpunkte (ein zufälliges Zählmaß) ist. Solche zufälligen Punktekonfigurationen heißen
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Punktprozesse. Es sei (E, ρ) ein lokal kompakter separabler metrischer Raum. Wir bezeichnen
mit M = M(E) die Menge aller Zählmaße auf E.

Definition 9.3.13. Sei M⊂ 2M die von allen Mengen der Form

Uk
A := {µ ∈M : µ(A) = k} ⊂M,

erzeugte σ-Algebra, wobei A ⊂ E eine Borel-Menge und k ∈ N0 ∪ {+∞} ist.

Die σ-Algebra M enthält auch Mengen der Form

Uk1,...,kn
A1,...,An

:= {µ ∈M : µ(A1) = k1, . . . , µ(An) = kn} = Uk1
A1
∩ . . . ∩ Ukn

An
,

wobei n ∈ N, k1, . . . , kn ∈ N0 ∪ {+∞} und A1, . . . , An ⊂ E Borel-Mengen.

Definition 9.3.14. Ein Punktprozess ist eine messbare Abbildung Π von einem Wahr-
scheinlichkeitsraum (Ω,A,P) nach (M,M).

Für jedes ω ∈ Ω ist somit Π(ω) ein Zählmaß (=eine Punktekonfiguration) auf E.

Notation 9.3.15. Für eine Borel-Menge A ⊂ E bezeichnen wir mit Π(A;ω) oder auch
abgekürzt mit Π(A) die Anzahl der Punkte dieser Punktekonfiguration in der Menge A.

Dann ist Π(A) : Ω → N0 ∪ {+∞}, ω 7→ Π(A;ω), eine Zufallsvariable, denn für jedes k ∈
N0 ∪ {+∞} ist das Urbild

{ω ∈ Ω: Π(A;ω) = k} = Π−1(Uk
A)

A-messbar.

Beispiel 9.3.16. Sei N ∈ N fest und es seien X1, . . . , XN u.i.v. Zufallsvektoren mit Werten
in Rd. Der Punktprozess

Π =
N∑
i=1

δXi

wird der Binomialpunktprozess genannt, denn die Anzahl der Punkte von Π in einer
Borel-Menge A ⊂ Rd ist binomialverteilt:

Π(A) ∼ Bin(N,P[X1 ∈ A]).

9.4. Definition der Poisson-Punktprozesse

Sei µ ein Radon-Maß auf einem lokal kompakten separablen metrischen Raum (E, ρ). Als
Beispiel von E kann man sich den Euklid’schen Raum Rd oder allgemeiner eine abgeschlos-
sene oder eine offene Teilmenge von Rd vorstellen.
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Definition 9.4.1. Ein Punktprozess Π auf E heißt Poisson-Punktprozess mit In-
tensitätsmaß µ, falls folgende zwei Bedingungen gelten:

(1) Für alle Borel-Mengen A ⊂ E ist Π(A) Poisson-verteilt mit Parameter µ(A).
(2) Für alle disjunkten Borel-Mengen A1, . . . , An ⊂ E sind die Zufallsvariablen

Π(A1), . . . ,Π(An) unabhängig.

Wir benutzen die Schreibweise Π ∼ PPP(µ).

Bemerkung 9.4.2. Aus der ersten Eigenschaft folgt, dass EΠ(A) = µ(A). Das Inten-
sitätsmaß beschreibt also die erwartete Anzahl der Punkte in einem Poisson-Punktprozess.

In den Fällen, die für uns von Interesse sind, hat das Maß µ eine Dichte bezüglich des
Lebesgue-Maßes.

Definition 9.4.3. Eine Borel-Funktion f : E → R heißt lokal integrierbar, falls∫
K
|f(t)|dt <∞ für alle kompakten Mengen K ⊂ E.

Ist nun f eine nicht-negative lokal integrierbare Funktion auf Rd (oder allgemeiner auf einer
offenen oder abgeschlossenen Teilmenge von Rd), so kann man ein Radon-Maß µ mit

µ(B) =

∫
B

f(t)dt

für alle Borel-Mengen B ⊂ E definieren. Die Funktion f heißt die Dichte von µ und wir
schreiben dann µ(dt) = f(t)dt. Einen Poisson-Punktprozess Π ∼ PPP(µ) werden wir dann
auch mit PPP(f(t)dt) bezeichnen. Die Funktion f nennen wir dann die Intensität von Π.

f(x)

E

Abbildung 2. Poisson-Prozess auf R mit Intensität f .

Beispiel 9.4.4. Im Beispiel mit dem Sternenhimmel haben wir einen Poisson-Punktprozess
mit einer konstanten Intensität f(t) = λ > 0 betrachtet. Ein solcher Poisson-Punktprozess
heißt homogen; siehe Abbildung 1.

Beispiel 9.4.5.
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Abbildung 3. Poisson-Prozess auf Z mit Intensitätsmaß µ =
∑

n∈Z δn.

Beispiel 9.4.6 (Homogener Poisson-Punktprozess auf R+). Einen Poisson-Punktprozess
auf (0,∞) mit konstanter Intensität λ > 0 kann man folgendermaßen konstruieren. Seien
E1, E2, . . . unabhängige und identisch verteilte Zufallsvariablen mit Ei ∼ Exp(λ), d.h.

P[Ei > t] = e−λt, t > 0.

Dann bilden die Punkte E1, E1 + E2, E1 + E2 + E3, . . . einen Poisson-Punktprozess mit In-
tensität λ (ohne Beweis).

0

E1 E2 E3 E4 ...

Abbildung 4. Poisson-Prozess auf R+ mit Intensität 1.

Beispiel 9.4.7 (Homogener Poisson-Punktprozess auf R). Durch eine zweiseitige Version
des obigen Verfahrens kann man auch einen Poisson-Punktprozess auf ganz R mit Intensität
λ konstruieren. Dazu seien E1, E

′
1, E2, E

′
2, . . . unabhängige und mit Parameter λ exponenti-

alverteilte Zufallsvariablen. Dann ist
∞∑
n=1

δE1+...+En +
∞∑
n=1

δ−(E′1+...+E′n)

ein Poisson-Punktprozess auf R mit konstanter Intensität λ.

Abbildung 5. Poisson-Prozess auf R mit Intensität 1.

9.5. Superpositionssatz

Eine wichtige Eigenschaft der Poisson-Verteilung ist ihre Faltungsstabilität. Sind nämlich
X1 ∼ Poi(λ1), . . . , Xn ∼ Poi(λn) unabhängige Zufallsvariablen, so gilt

X1 + . . .+Xn ∼ Poi(λ1 + . . .+ λn).

Wir beweisen, dass diese Eigenschaft auf unendliche Summen erweitert werden kann.
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Satz 9.5.1. Seien Xi ∼ Poi(λi), i ∈ N, unabhängige Zufallvariablen mit λi ∈ [0,∞].
Dann gilt:

S :=
∞∑
i=1

Xi ∼ Poi

(
∞∑
i=1

λi

)
.

Bemerkung 9.5.2. Wenn
∑∞

i=1 λi =∞, dann gilt S =∞ fast sicher.

Beweis. Wenn mindestens ein λi unendlich ist, dann ist Xi = S = +∞ fast sicher und die
Aussage stimmt. Seien also alle λi endlich. Sei Sn = X1 + . . .+Xn und σn = λ1 + . . .+ λn.
Bekannt ist bereits, dass Sn ∼ Poi(σn). Sei r ∈ N0, dann gilt

{S1 ≤ r} ⊇ {S2 ≤ r} ⊇ . . . und
∞⋂
i=1

{Si ≤ r} = {S ≤ r}

Deshalb gilt wegen der Stetigkeit der Wahrscheinlichkeit:

P[S ≤ r] = lim
n→∞

P[Sn ≤ r] = lim
n→∞

r∑
k=0

e−σn
σkn
k!
,

wobei im letzten Schritt benutzt wurde, dass Sn ∼ Poi(σn). Man kann hier zwei Fälle unter-
scheiden:

Fall 1: σn → σ mit σ <∞. Dann gilt: P[S ≤ r] =
∑r

k=0 e−σ σ
k

k!
und daher ist S ∼ Poi(σ).

Fall 2: σn →∞. Dann gilt: P[S ≤ r] = 0 für alle r ∈ N und somit ist S =∞ fast sicher.

�

Es seien Π1,Π2, . . . Punktprozesse, die auf einem gemeinsamen Wahrscheinlichkeitsraum
(Ω,A,P) definiert sind. Die Superposition Π =

∑∞
i=1 Πi der Punktprozesse Π1,Π2, . . .

ist die Vereinigung aller Punkte dieser Punktprozesse:

Π(A) =
∞∑
i=1

Πi(A).

Hierbei ist Π nicht immer ein Punktprozess, denn die unendliche Summe Π(A) kann auch für
eine kompakte Menge A unendlich sein. Im nächsten Satz beweisen wir, dass die Superposi-
tion von unabhängigen Poisson-Punktprozessen wieder ein Poisson-Punktprozess ist, wenn
die Summe der Intensitätsmaße wieder ein Radon-Maß ist.

Satz 9.5.3. Seien Πi ∼ PPP(µi), i ∈ N, unabhängige Poisson-Punktprozesse, die auf
einem gemeinsamen Wahrscheinlichkeitsraum definiert sind. Ist µ =

∑∞
i=1 µi ein Radon-

Maß, so gilt:

Π :=
∞∑
i=1

Πi ∼ PPP(µ).
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Beweis. Sei A ⊂ E eine Borel-Menge. Es gilt Πi(A) ∼ Poi(µi(A)), weil Πi ∼ PPP(µi). Mit
Satz 9.5.1 folgt

Π(A) =
∞∑
i=1

Πi(A) ∼ Poi

(
∞∑
i=1

µi(A)

)
= Poi(µ(A)).

Damit ist die Eigenschaft 1 aus der Definition der Poisson-Punktprozesse gezeigt. Dabei
sei bemerkt, dass für eine kompakte Menge A die Zahl µ(A) endlich ist (denn µ ist ein
Radon-Maß), somit ist Π ein Zählmaß.

Seien nun A1, . . . , An ⊂ E disjunkte Borel-Mengen. Es gilt für jedes i ∈ N:

Πi(A1), . . . ,Πi(An) sind unabhängig, da Πi ∼ PPP(µi).

Außerdem sind Punktprozesse Π1,Π2, . . . unabhängig. Es folgt, dass die Zufallsvariablen

Π(A1) =
∞∑
i=1

Πi(A1), . . . , Π(An) =
∞∑
i=1

Πi(An) unabhängig sind.

Daher ist auch die zweite Eigenschaft aus der Definition nachgewiesen, woraus die Behaup-
tung folgt. �

Aufgabe 9.5.4 (α-stabile Verteilungen). Seien 0 < P1 < P2 < . . . die Punkte eines
homogenen Poisson Punktprozesses auf (0,∞) mit Intensität 1. Für α ∈ (0, 1) definiere
S =

∑∞
n=1

1

P
1/α
n

.

(a) Zeigen Sie, dass diese Reihe mit Wahrscheinlichkeit 1 konvergiert.
Hinweis: Pn kann in der Form ν1+. . .+νn dargestellt werden, wobei νi unabhängig
und Exp(1)-verteilt sind.

(b) Seien S1, . . . , Sk unabhängige identisch verteilte Zufallsvariablen mit der gleichen
Verteilungsfunktion wie S. Zeigen Sie, dass die Zufallsvariable

S1 + . . .+ Sk
k1/α

die gleiche Verteilung hat wie S.
Hinweis: Die Zufallsvariable Si kann mit Hilfe des Poisson-Punktprozesses Πi =∑∞

n=1 Pn;i dargestellt werden.

9.6. Abbildungssatz

Der Abbildungssatz behauptet grob gesagt, dass dass Bild eines Poisson-Punktprozesses
unter einer Abbildung wieder ein Poisson-Punktprozess ist. Diese Behauptung gilt allerdings
nicht für jede Abbildung, wie das nächste Beispiel zeigt.

Beispiel 9.6.1. Betrachte einen homogenen Poisson-Punktprozess Π auf R2 mit Intensität
1. Projiziere nun alle Punkte auf die x-Achse. Die Projektionen bilden allerdings gar keinen
Punktprozess, denn sie liegen überall dicht in R. In der Tat, jeder Streifen der Form [a, b]×R
enthält unendlich viele Punkte von Π, denn das Lebesgue-Maß dieses Streifens ist unendlich.
Somit werden unendlich viele Punkte in das Intervall [a, b] projiziert.

Wir werden deshalb die Klasse der Abbildungen einschränken müssen.
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Definition 9.6.2. Eine stetige Abbildung T : E1 → E2 zwischen zwei lokal kompakten
metrischen Räumen E1 und E2 heißt eigentlich, wenn für jede kompakte Menge K ⊂ E2

das Urbild T−1(K) ebenfalls kompakt ist.

Beispiel 9.6.3. Die Projektionsabbildung T : R2 → R mit T (x, y) = x ist nicht eigentlich.

Definition 9.6.4. Sei T : E1 → E2 eine eigentliche Abbildung zwischen zwei lokal
kompakten metrischen Räumen. Sei µ ein Radon-Maß auf E1. Definiere das sogenannte
Bildmaß Tµ von µ unter T als ein Maß auf E2 mit

(Tµ)(A) = µ(T−1)(A), A ∈ B(E2).

Proposition 9.6.5. Das Bildmaß Tµ ist ein Radon-Maß auf E2. Ist µ sogar ein Zählmaß,
dann ist Tµ ebenfalls ein Zählmaß.

Beweis. Für jede kompakte Menge K ⊂ E2 gilt (Tµ)(K) = µ(T−1(K)) <∞, denn T−1(K)
ist kompakt und µ ist ein Radon-Maß. Ist µ sogar ein Zählmaß, dann ist (Tµ)(K) =
µ(T−1(K)) ∈ N0 und somit Tµ ebenfalls ein Zählmaß. �

Beispiel 9.6.6. Sei µ ein Zählmaß auf E1 mit µ =
∑

i δxi . Dann ist Tµ =
∑

i δTxi .

Wir können nun den Abbildungssatz formulieren.

Satz 9.6.7 (Abbildungssatz). Sei T : E1 → E2 eine eigentliche Abbildung zwischen
zwei lokal kompakten metrischen Räumen E1 und E2. Sei Π ∼ PPP(µ) ein Poisson-
Punktprozess auf E1 mit Intensitätsmaß µ. Dann gilt TΠ ∼ PPP(Tµ).

Beweis. Wir überprüfen, ob die Bedingungen aus Definition 9.4.1 erfüllt sind. Sei A ⊂ E2

eine Borel-Menge. Es gilt:

(TΠ)(A) = Π(T−1(A)) ∼ Poi(µ(T−1(A))) = Poi((Tµ)(A)).

Wenn A ⊂ E2 sogar kompakt ist, dann folgt außerdem, dass (TΠ)(A) ∼ Poi((Tµ)(A)) <∞
fast sicher, weshalb TΠ ein Punktprozess ist.

Seien nun A1, . . . , An ⊂ E2 disjunkte Borel-Mengen. Dann sind auch die Urbilder dieser
Mengen T−1(A1), . . . , T−1(An) disjunkt. Es folgt, dass die Zufallsvariablen

(TΠ)(A1) = Π(T−1(A1)), . . . , (TΠ)(An) = Π(T−1(An))

unabhängig sind, da Π ein Poisson-Punktprozess ist. �
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Abbildung 6. Auf der horizontalen Achse sind die Punkte P1, P2, . . . aufgetragen,
die einen homogenen Poisson-Punktprozess bilden. Diese werden auf die Punkte√
P1,
√
P2, . . . abgebildet.

Beispiel 9.6.8 (Siehe Abbildung 6). Seien P1 < P2 < . . . die Punkte eines Poisson-
Punktprozesses mit Intensität 1 auf [0,∞). Betrachte die Punkte

√
P1,
√
P2, . . .. Diese bilden

ebenfalls einen Poisson-Punktprozess auf [0,∞), denn die Abbildung T : [0,∞) → [0,∞)
mit T (x) =

√
x ist eigentlich (Übungsaufgabe). Sei µ das Lebesgue-Maß auf [0,∞), dann

gilt

(Tµ)([0, y]) = µ(T−1([0, y])) = µ([0, y2]) = y2.

Somit hat Tµ die Dichte f(y) = 2y, x > 0, und die Intensität des Poisson-Punktprozesses
mit den Punkten

√
P1,
√
P2, . . . ist 2y.

Aufgabe 9.6.9. Sei Π =
∑∞

i=1 δZi ein homogener Poisson-Punktprozess auf Rd mit Inten-

sität λ. Zeigen Sie, dass Π stationär ist: Für jedes u ∈ Rd bilden die verschobenen Punkte
Zi + u, i ∈ N, ebenfalls einen homogenen Poisson-Punktprozess mit Intensität λ.

Aufgabe 9.6.10. Die Positionen der Sterne im Universum seien mit einem homogenen
Poisson-Punktprozess Π auf R3 modelliert, dessen Intensität gleich λ > 0 sei. Für x ∈ R3 sei
‖x‖ der Abstand von x zum Koordinatenursprung. Die Punkte von Π (also die Positionen
der Sterne) seien mit X1, X2, . . . bezeichnet, wobei die Nummerierung so gewählt sei, dass
‖X1‖ < ‖X2‖ < . . ..

(a) Bestimmen Sie die Verteilungsfunktion und den Erwartungswert von ‖X1‖.
(b) Zeigen Sie, dass die Punkte ‖Xi‖ einen Poisson-Punktprozess auf R bilden und

geben Sie die Dichte seines Intensitätsmaßes an.

Aufgabe 9.6.11. Seien X1, X2, . . . u.i.v. Zufallsvariablen mit stetiger Verteilungsfunkti-
on F . Zeigen Sie: Die Rekordwerte X(1), X(2), . . . bilden einen Poisson-Punktprozess auf
(x∗, x

∗) mit Intensitätsmaß

µ(a, b] = log(F̄ (a)/F̄ (b)), x∗ < a ≤ b < x∗.

Hinweis: Für exponentialverteilte Zufallsvariablen folgt das aus der Tata-Darstellung. Im
Allgemeinen Fall benutzen Sie Satz 8.5.13. Für eine diskrete Version dieser Aufgabe siehe
Aufgabe ??.
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9.7. Laplace-Funktionale

Sei E ein lokal kompakter separabler metrischer Raum.

Definition 9.7.1. Es sei B(E) die Menge aller Borel-Funktionen f : E → R. Es sei
B+(E) die Menge aller nicht-negativen Borel-Funktionen f : E → [0,∞).

Definition 9.7.2. Sei Π ein Punktprozess auf E. Für f ∈ B+(E) definiere die lineare
Statistik als die Zufallsvariable

Sf =
∑
x∈Π

f(x) =

∫
E

fdΠ

mit Werten in [0,∞]. Dann heißt die Abbildung

ψΠ : B+(E)→ [0,∞) mit ψΠ(f) = E[e−Sf ]

das Laplace-Funktional von Π.

Es sei bemerkt, dass für f ∈ B(E) (ohne die Annahme f ≥ 0) die unendliche Summe Sf
nicht immer wohldefiniert wäre. Im nächsten Satz berechnen wir das Laplace-Funktional
eines Poisson-Punktprozesses.

Satz 9.7.3. Sei Π ein Poisson-Punktprozess auf E mit Intensitätsmaß µ. Dann gilt für
alle Borel-Funktionen f : E → [0,∞), dass

(9.7.1) E[e−Sf ] = exp

{
−
∫
E

(1− e−f(x))µ(dx)

}
.

Beweis. Schritt 1 (Indikatorfunktionen). Sei zuerst f(x) = c1A(x), mit c ≥ 0, A ⊂ E
Borel. Dann ist Sf = cΠ(A). Es gilt Π(A) ∼ Poi(µ(A)). Es fogt

E[e−Sf ] = E[e−cΠ(A)] =
∞∑
k=0

e−µ(A)µ(A)k

k!
e−ck = e−µ(A)

∞∑
k=0

(µ(A)e−c)k

k!
= e−µ(A)(1−e−c).

Auf der anderen Seite gilt für f(x) = c1A(x)

exp

{
−
∫
E

(1− e−f(x))µ(dx)

}
= exp{−µ(A) · (1− e−c)}.

Somit gilt die Behauptung für f(x) = c1A(x).

Schritt 2 (einfache Funktionen). Sei nun f(x) = c1 ·1A1(x)+. . .+cn ·1An(x) mit disjunkten
Borel-Mengen A1, . . . , An ⊂ E und c1, . . . , cn ≥ 0. Dann gilt:

E[e−Sf ] = E[e−c1Π(A1) · . . . · e−cnΠ(An)] =
n∏
i=1

E[e−ciΠ(Ai)],
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da Π ein Poisson-Punktprozess ist und daher die Zufallsvariablen Π(A1), . . . ,Π(An) un-
abhängig sind. Da wir die Gültigkeit der Behauptung für Indikatorfunktionen bereits im
ersten Schritt gezeigt haben, folgt:

E[e−Sf ] =
n∏
i=1

E[e−ciΠ(Ai)] = exp

{
−

n∑
i=1

µ(Ai)(1− e−ci)

}
= exp

{
−
∫
E

(1− e−f(x))µ(dx)

}
.

Schritt 3 (Approximation). Sei nun f ≥ 0 eine beliebige Borel-Funktion. Dann gibt es
einfache Funktionen f1, f2, . . ., die punktweise von unten gegen f konvergieren. Da wir die
Richtigkeit der Behauptung für einfache Funktionen bereits bewiesen haben, folgt mit dem
Satz von der monotonen Konvergenz, dass sie auch für f gilt. �

Bemerkung 9.7.4. Die Formel (9.7.1) gilt auch in folgender Form, die etwas allgemeiner
ist:

E[e−θSf ] = exp

{
−
∫
Rd

(1− e−θf(x))µ(dx)

}
, θ ≥ 0.

Die Richtigkeit dieser Behauptung lässt sich nachweisen, indem man θf(x) anstelle von f(x)
in (9.7.1) einsetzt.

Korollar 9.7.5 (Campbell-Formel). Sei Π ∼ PPP(µ) auf E und f ∈ B+(E), dann gilt:

E[Sf ] =

∫
E

f(x)µ(dx).

Beweisidee. Wegen Satz 9.7.3 gilt:

E[Sf ] = − d

dθ
logE[e−θSf ]

∣∣∣
θ=0

=
d

dθ

∫
E

(1− e−θf(x))µ(dx)
∣∣∣
θ=0

.

Durch Vertauschung von Integral und Ableitung (was wir hier nicht begründen werden) lässt
sich der Ausdruck wie folgt schreiben und vereinfachen:

E[Sf ] =

∫
E

d

dθ
(1− e−θf(x))

∣∣∣
θ=0

µ(dx) =

∫
E

f(x)µ(dx),

was die Behauptung beweist. �

Aufgabe 9.7.6. Beweisen Sie die folgende Ergänzung zur Campbell-Formel: Für alle
Borel-Funktionen f : E → [0,∞),

E[S2
f ] =

∫
E
f2(x)µ(dx) +

(∫
E
f(x)µ(dx)

)2

.

Aufgabe 9.7.7. In einem zweidimensionalen kreisförmigen Land vom Radius R > 0 seien
die Städte X1, . . . , XN durch einen homogenen Poisson-Punktprozess mit Intensität λ > 0
modelliert. Die Hauptstadt des Landes liege dabei im Mittelpunkt des Kreises. Es sollen
nun alle Städte auf direktem Weg mit der Hauptstadt verbunden werden. Bestimmen Sie
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die erwartete Streckenlänge aller Straßen zusammen, d.h. bestimmen Sie

E

[
N∑
i=1

‖Xi‖

]
,

wobei mit ‖x‖ der Abstand des Punktes x zum Ursprung bezeichnet sei.

Im nächsten Satz zeigen wir, dass man einen Poisson-Punktprozess an seinem Laplace-
Funktional erkennen kann.

Satz 9.7.8. Sei Π ein Punktprozess auf E mit E[e−Sf ] = e−
∫
E(1−e−f(x))µ(dx) für alle

Funktionen f ∈ B+(E), wobei µ ein Radon-Maß ist. Dann ist Π ∼ PPP(µ).

Beweis. Wir zeigen, dass Π(A) ∼ Poi(µ(A)) für alle Borel-Mengen A ⊂ E. Sei f(x) =
θ1A(x) mit θ ≥ 0. Einsetzen liefert:

E[e−θΠ(A)] = exp{−µ(A)(1− e−θ)}, für alle θ ≥ 0.

Da es sich bei exp{−µ(A)(1−e−θ)} um die Laplace-Transformierte einer Poi(µ(A))-verteilten
Zufallsvariable handelt, folgt mit der Eindeutigkeit der Laplace-Transformierten, dass Π(A)
Poisson-verteilt mit Parameter µ(A) ist.

Seien nun A1, . . . , An ⊂ E disjunkte Borel-Mengen. Wir zeigen, dass dann die Zufallsvaria-
blen Π(A1), . . . ,Π(An) unabhängig sind. Sei

f(x) = θ11A1(x) + . . .+ θn1An(x), mit θ1, . . . , θn ≥ 0.

Einsetzen liefert:

E[e−θ1Π(A1) · . . . · e−θnΠ(An)] = exp

{
−
∫
E

(1− e−f(x))µ(dx)

}
= exp

{
−

n∑
i=1

µ(Ai)(1− e−θi)

}
.

Somit gilt:

E[e−θ1Π(A1) · . . . · e−θnΠ(An)] =
n∏
i=1

e−µ(Ai)(1−e−θi ) =
n∏
i=1

E[e−θiΠ(Ai)],

woraus folgt, dass Π(A1), . . . ,Π(An) unabhängig sind. �

9.8. Färbungs- und Markierungssatz für Poisson-Punktprozesse

Man stelle sich vor, dass jeder Punkt eines Poisson-Punktprozesses auf einem Raum E1 ei-
ne zufällige Farbe (etwa aus der Menge rot, grün, blau) bekommt; siehe Abbildung 7. Wir
nehmen an, dass alle Punkte unabhängig voneinander gefärbt werden. Außerdem nehmen
wir an, dass die Färbung der Punkte unabhängig von der Erzeugung der Positionen der
Punkte geschieht. Bei der zweiten Annahme muss man vorsichtig sein, denn um die Punkte
zu färben, muss man wissen, welche Punkte man färben soll, was wie eine Abhängigkeit
aussieht. Wir werden deshalb wie folgt vorgehen: Zuerst färben wir alle Punkte von E1

unabhängig voneinander, und erst dann erzeugen wir (unabhängig vom Färbungsvorgang)
einen Poisson-Punktprozess. Die Farben der Punkte, die nicht zum Poisson-Punktprozess
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gehören, werden dann einfach ignoriert. Der Färbungssatz behauptet nun, dass alle Punk-
te des Poisson-Punktprozesses, die eine gegebene Farbe (etwa rot) haben, ebenfalls einen
Poisson-Punktprozess bilden. Außerdem behauptet der Färbungssatz, dass die drei Poisson-
Punktprozesse der roten, blauen und grünen Punkte unabhängig voneinander sind.

Abbildung 7. Färbungssatz.

Wir werden nun die obigen Überlegungen etwas verallgemeinern. Wir werden eine beliebige
Menge E2 an Farben (z.B. eine stetige Farbpalette) zulassen. Es seien also E1 und E2 zwei
lokal kompakte separable metrische Räume. Die Konstruktion eines markierten Punktpro-
zesses besteht aus zwei Schritten, die unabhängig voneinander ausgeführt werden sollen.

Schritt 1: Marken. Erzeuge für jeden Punkt x ∈ E1 eine Zufallsvariable mx (die Marke oder
die Farbe von x) mit Werten in E2. Wir bezeichnen die Verteilung von mx mit λx. Somit ist
λx ein Wahrscheinlichkeitsmaß auf E2 für jedes x ∈ E1. Das Wahrscheinlichkeitsmaß λx darf
im Allgemeinen eine Funktion von x sein, so dass verschiedene Punkte x nach verschiedenen
Regeln gefärbt werden dürfen. Wir brauchen folgende zwei Annahmen:

(1) mx, x ∈ E1, sind unabhängige Zufallsvariablen;
(2) für jede Borel-Menge B ⊂ E2 ist x 7→ λx(B) eine Borel-Funktion auf E1.

Beispiel 9.8.1. Die Menge E2 aller möglichen Farben sei endlich. OEdA kann sie dann mit
{1, . . . , n} identifiziert werden. Wenn die Wahrscheinlichkeit, dass ein Punkt x ∈ E1 mit
Farbe i ∈ {1, . . . , n} gefärbt wird, mit pi(x) bezeichnet wird, dann sehen die Verteilungen
λx folgendermaßen aus:

λx({i}) = pi(x), i = 1, . . . , n.

Die obigen Annahmen besagen dann, dass die Punkte unabhängig gefärbt werden und dass
p1, . . . , pn : E1 → [0, 1] Borel-Funktionen mit

∑n
i=1 pi(x) = 1 sind.

Schritt 2: Positionen der Punkte. Sei außerdem Π ein Poisson-Punktprozess auf E1 mit
Intensitätsmaß µ, das unabhängig von den Marken {mx : x ∈ E1} erzeugt werden soll. Der
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Einfachheit halber nehmen wir an, dass µ keine Atome hat (d.h. µ({x}) = 0 für alle x ∈ E1),
so dass im Punktprozess Π keine multiplen Punkte auftreten. 1

Wir definieren den markierten Poisson-Punktprozess Π∗ auf dem kartesischen Produkt
E1 × E2 wie folgt:

Π∗ =
∑
x∈Π

δ(x,mx).

Die Schreibweise x ∈ Π bedeutet, dass die Summe über alle Punkte im Punktprozess Π
gebildet wird. Im markierten Punktprozess Π∗ sind sowohl die Positionen der Punkte als auch
deren Marken gespeichert. Den Markierungssatz können wir nun folgendermaßen formulieren.

Satz 9.8.2 (Markierungssatz). Π∗ ist Poisson-Punktprozess auf E1 × E2. Für dessen
Intensitätsmaß µ∗ gilt

µ∗(C) =

∫∫
(x,m)∈C

µ(dx)λx(dm), für C ⊂ E1 × E2 Borel.

Bemerkung 9.8.3. Die Formel für µ∗ muss man folgendermaßen verstehen: Für eine Menge
C der Form A1 × A2 mit A1 ⊂ E1 und A2 ⊂ E2 Borel, gilt

µ∗(A1 × A2) =

∫
A1

λx(A2)µ(dx).

Beweis. Sei f : E1×E2 → R eine nichtnegative Borel-Funktion. Wir betrachten die lineare
Statistik

S∗ =
∑

(x,m)∈Π∗

f(x,m).

Unser Ziel ist es, das Laplace-Funktional E[e−S∗ ] zu bestimmen. Dazu wollen wir zuerst den
folgenden bedingten Erwartungswert berechnen:

E[e−S
∗|Π] = E

[∏
x∈Π

e−f(x,mx)
∣∣∣Π] =

∏
x∈Π

E[e−f(x,mx)|Π] =
∏
x∈Π

∫
E2

e−f(x,m)λx(dm).

Mit Hilfe einer einfachen Transformation lässt sich der obige Ausdruck wie folgt darstellen:

E[e−S
∗|Π] =

∏
x∈Π

∫
E2

e−f(x,m)λx(dm) = exp

{
−
∑
x∈Π

− log

∫
E2

e−f(x,m)λx(dm)

}
.

Mit der Formel der totalen Erwartung ergibt sich

E[e−S
∗
] = E[E[e−S

∗
]Π] = E

[
exp

{
−
∑
x∈Π

f ∗(x)

}]
1Hätte der Punktprozess Π multiple Punkte, so müssten wir für jedes x ∈ E1 einen Vorrat aus unendlich

vielen unabhängigen Marken erzeugen müssen, um damit im Notfall alle an der Stelle x auftretenden Atome
von Π versorgen zu können. Da das die Konstruktion verkomplizieren würde, nehmen wir an, dass Π keine
multiplen Punkte hat.
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mit

f ∗(x) = − log

∫
E2

e−f(x,m)λx(dm).

Mit Hilfe von Satz 9.7.3 lässt sich das wie folgt umformen:

E[e−S
∗
] = exp

{
−
∫
E1

(1− e−f
∗(x))µ(dx)

}
.

Einsetzen von f ∗ liefert nun folgende Formel:

E[e−S
∗
] = exp

{
−
∫
E1

∫
E2

(1− e−f(x,m))λx(dm)µ(dx)

}
.

Mit µ∗(dx, dm) := µ(dx)λx(dm) und mit Satz 9.7.8 folgt schließlich, das Π∗ ein Poisson-
Punktprozess mit Intensitätsmaß µ∗ ist. �

Beispiel 9.8.4. Sei A ⊂ E2 eine Menge von Farben. Betrachte nun alle Punkte von Π, die
eine Farbe aus E2 bekommen. Wir zeigen, dass diese Punkte einen Poisson-Punktprozess
bilden. Nach dem Markierungssatz ist

∑
x∈Π δ(x,mx) ein Poisson-Punktprozess auf E1 × E2.

Da die Einschränkung dieses Poisson-Punktprozesses auf die Teilmenge E1×A ebenfalls ein
Poisson-Punktprozess ist, folgt, dass

∑
x∈Π:mx∈A δ(x,mx) ein Poisson-Punktprozess auf E1×A

ist. Aus dem Abbildungssatz für die Projektion (x,m) 7→ x folgt, dass
∑

x∈Π:mx∈A δx ebenfalls
ein Poisson-Punktprozess ist.

Abbildung 8. Links: Boole’sches Modell (Aufgabe 9.8.5). Rechts: Ideales Gas
(Aufgabe 9.8.6).

Aufgabe 9.8.5 (Boole’sches Modell (Abbildung 8)). Es sei Π =
∑∞

i=1 δZi ein homogener
Poisson-Punktprozess auf R2 mit Intensität 1. Seien R1, R2, . . . unabhängige identisch ver-
teilte nichtnegative Zufallsvariablen mit Verteilungsfunktion F , die auch von Π unabhängig
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sind. Betrachte die zufällige Menge

B =
∞⋃
i=1

BRi(Zi) ⊂ R2,

wobei BRi(Zi) = {z ∈ R2 : ‖z − Zi‖ ≤ Ri} ein Kreis um Zi mit Radius Ri ist. Bestimmen
Sie P[0 ∈ B]. Bestimmen Sie den Erwartungswert von des Lebesgue-Maßes der zufälligen
Menge [0, 1]2 ∩B.
Hinweis: Benutzen Sie den Markierungssatz.

Aufgabe 9.8.6 (Ideales Gas, Abbildung 8).

9.9. Simulation

Abbildung 9. Simulation eines Poisson-Punktprozesses mit Intensität f .

9.10. Poisson-Linienprozess

Kommentare

[15], [17], [19].
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Abbildung 10. Poisson-Linienprozess.
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KAPITEL 10

Konvergenz von Punktprozessen

In diesem Kapitel werden wir Verteilungskonvergenz der Punktprozesse einführen und eini-
ge Beispiele betrachten, in denen Poisson-Prozesse als Grenzwerte von Punktprozessen der
“seltenen Ereignisse” entstehen. Unsere Darstellung ist sehr unvollständig, für mehr Einzel-
heiten verweisen wir auf das Buch von S. Resnick “Extreme values, regular variation and
point processes”.

10.1. Vage Konvergenz

Im Folgenden sei E ein lokal kompakter separabler metrischer Raum. Zuerst werden wir einen
Konvergenzbegriff für Radon-Maße auf E (und somit auch für Zählmaße auf E) einführen.

Definition 10.1.1. Eine Menge B ⊂ E heißt relativ kompakt, wenn ihr Abschluss B̄
kompakt ist.

Beispiel 10.1.2. Eine Menge B ⊂ Rd ist relativ kompakt genau dann, wenn sie beschränkt
ist.

Definition 10.1.3. Eine Folge von Radon-Maßen µ1, µ2, . . . auf E konvergiert vage
gegen ein Radon-Maß µ, wenn

lim
n→∞

µn(B) = µ(B)

für alle relativ kompakten Borel-Mengen B ⊂ E mit µ(∂B) = 0. Bezeichnung: µn
v−→

n→∞
µ.

Warum in obiger Definition Π(∂B) = 0 gelten muss, soll folgendes Beispiel veranschaulichen.

Beispiel 10.1.4. Betrachte folgende Radon-Maße auf R: µn = δ1/n und µ = δ0. Für das
offene Intervall B = (0, 2) gilt µn(B) = 1 für alle n ∈ N, aber µ(B) = 0. Hätten wir in der
Definition der vagen Konvergenz die Forderung µ(∂B) = 0 weggelassen, so würde µn nicht
gegen µ konvergieren. Das wäre ein sehr unnatürlicher Konvergenzbegriff.

Hier sind einige einfache Beispiele der vagen Konvergenz.

Beispiel 10.1.5. Sei µn das Maß mit der Dichte 1[−n,n] auf R. Dann konvergiert µn vage
gegen das Lebesgue-Maß auf R.
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Beispiel 10.1.6. Sei µn = δn. Dann konvergiert µn vage gegen das Null-Maß.

Wir werden nun eine äquivalente Definition der vagen Konvergenz formulieren. Zuerst müssen
wir stetige Funktionen mit kompaktem Träger definieren, die wir als “Testfunktionen” be-
nutzen werden.

Definition 10.1.7. Eine Funktion f : E → R hat kompakten Träger, falls es eine
kompakte Menge K ⊂ E gibt mit f(t) = 0 für alle t ∈ E\K.

Definition 10.1.8. Die Menge aller stetigen Funktionen auf E mit kompaktem Träger
sei mit Cc(E) bezeichnet. Es sei C+

c (E) die Menge aller f ∈ Cc(E) mit f ≥ 0.

Nun formulieren wir eine äquivalente Definition der vagen Konvergenz.

Satz 10.1.9. Seien µ1, µ2, . . . und µ Radon-Maße auf E. Dann sind die folgenden Aus-
sagen äquivalent:

(1) µn
v−→

n→∞
µ.

(2) Für alle f ∈ C+
c (E) gilt limn→∞

∫
E
f(x)µn(dx) =

∫
E
f(x)µ(dx).

Beweis. Weggelassen. �

Aufgabe 10.1.10. Zeigen Sie, dass man im obigen Satz C+
c (E) durch Cc(E) ersetzen

kann.

Beispiel 10.1.11. Sei µn = 1
n

∑
i∈Z δi/n. Dann konvergiert µn vage gegen das Lebesgue-Maß

auf R. In der Tat, für jedes f ∈ Cc(R) gilt∫
R
f(t)µn(dt) =

1

n

∑
i∈Z

f

(
i

n

)
−→
n→∞

∫
R
f(t)dt,

da Riemann-Summen gegen das Riemann-Integral konvergieren.

10.2. Verteilungskonvergenz von Punktprozessen

Sei Π ein Punktprozess (= ein zufälliges Zählmaß) auf E und seien B1, . . . , Bk ⊂ E kompakte
Mengen. Dann ist (Π(B1), . . . ,Π(Bk)) ein k-dimensionaler Zufallsvektor mit Werten in Nk0.
Vektoren dieser Art heißen auch endlich-dimensionale Verteilungen von Π.

Wir definieren nun die Verteilungskonvergenz von Punktprozessen.
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Definition 10.2.1. Seien Π,Π1,Π2, . . . Punktprozesse auf E. Wir sagen, dass Πn gegen
Π in Verteilung konvergiert, falls für alle relativ kompakten Borel-Mengen B1, . . . , Bk

mit Π(∂Bi) = 0 f.s. gilt, dass

(Πn(B1), . . . ,Πn(Bk))
d−→

n→∞
(Π(B1), . . . ,Π(Bk)).

Mit anderen Worten gilt für alle m1, . . . ,mk ∈ N0:

lim
n→∞

P[Πn(B1) = m1, . . . ,Πn(Bk) = mk] = P[Π(B1) = m1, . . . ,Π(Bk) = mk].

Bezeichnung: Πn
d−→

n→∞
Π.

Die Bedingung in der obigen Definition ist nicht leicht zu überprüfen. Es ist viel angenehmer,
die folgende Charakterisierung der Verteilungskonvergenz von Punktprozessen zu benutzen.

Satz 10.2.2. Seien Π1,Π2, . . . und Π Punktprozesse auf E, dann sind die folgenden
Aussagen äquivalent:

(1) Πn
d−→

n→∞
Π.

(2) Für alle f ∈ C+
c (E) gilt

∑
x∈Πn

f(x)
d−→

n→∞

∑
x∈Π f(x).

(3) Für alle f ∈ C+
c (E) gilt limn→∞ ψΠn(f) = ψΠ(f), d.h.

lim
n→∞

E

[
exp

{
−
∑
x∈Πn

f(x)

}]
= E

[
exp

{
−
∑
x∈Π

f(x)

}]
.

Beweis. Weggelassen. �

Bemerkung 10.2.3. Um die Verteilungskonvergenz der Punktprozesse zu zeigen, reicht es
also die Konvergenz der Laplace-Funktionale für jede Testfunktion f ∈ C+

c (E) nachzuweisen.

Im Folgenden werden wir eine Reihe von Beispielen der Verteilungskonvergenz von Punkt-
prozessen betrachten.

10.3. Bernoulli-Experimente mit kleiner Erfolgswahrscheinlichkeit

Wir betrachten eine Serie aus unabhängigen Bernoulli-Experimenten mit einer sehr kleinen
Erfolgswahrscheinlichkeit p. Die Erfolge in einer solchen Serie sind dementsprechend sehr
selten, denn die mittlere Wartezeit auf den ersten Erfolg ist 1/p. Wir interessieren uns für
den Punktprozess der Zeitpunkte T1, T2, . . ., zu denen man Erfolge beobachtet. Der nächste
Satz behauptet, dass der Punktprozess, der aus den Punkten pT1, pT2, . . . besteht, für kleines
p durch einen Poisson-Punktprozess mit Intensität 1 approximiert werden kann.
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Satz 10.3.1. Für jedes n ∈ N sei eine Familie εni, i ∈ Z, von unabhängigen und identisch
verteilten Zufallsvariablen mit

P[εni = 1] = pn, P[εni = 0] = 1− pn
gegeben, wobei limn→∞ npn = λ ∈ [0,∞). Dann gilt die folgende Verteilungskonvergenz
von Punktprozessen auf R:

Πn :=
∑
i∈Z

εniδ i
n

d−→
n→∞

PPP(λdt).

Beweis. Wir werden Satz 10.2.2 benutzen. Für eine Funktion f ∈ C+
c (R) definieren wir die

Laplace-Funktionale

ψn(f) = E

[
exp

{
−
∑
x∈Πn

f(x)

}]
, ψ(f) = E

[
exp

{
−
∑
x∈Π

f(x)

}]
,

wobei Π ein homogener Poisson-Punktprozess auf R mit konstanter Intensität λ sei. Laut
Satz 10.2.2 reicht es zu zeigen, dass

lim
n→∞

ψn(f) = ψ(f).

Wegen der Unabhängigkeit der Familie εni, i ∈ Z, gilt

ψn(f) = E

[
exp

{
−
∑
i∈Z

εnif

(
i

n

)}]
= E

∏
i∈Z

e−εnif( i
n

) =
∏
i∈Z

Ee−εnif( i
n

) =
∏
i∈Z

(1+pn(e−f( i
n

)−1)).

Durch Logarithmieren ergibt sich

logψn(f) =
∑
i∈Z

log(1 + pn(e−f( i
n

) − 1)).

Die Entwicklung log(1 + x) = x+ o(x) (für x→ 0) legt nahe, diese Formel als

logψn(f) =
∑
i∈Z

pn(e−f( i
n

) − 1) +Rn,

umzuschreiben, wobei

Rn :=
∑
i∈Z

(
log(1 + pn(e−f( i

n
) − 1))− pn(e−f( i

n
) − 1)

)
ein Restterm ist, für den wir später zeigen werden, dass limn→∞Rn = 0. Es folgt, dass

lim
n→∞

logψn(f) = lim
n→∞

(npn) · 1

n

∑
i∈Z

(e−f( i
n

) − 1) = λ

∫
R
(e−f(t) − 1)dt,

wobei letzteres einfach die Definition des Riemann-Integrals ist. Zusammenfassend gilt also

lim
n→∞

ψn(f) = exp

{
−λ
∫
R
(1− e−f(t))dt

}
,
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was dem Laplace-Funktional eines Poisson-Punktprozesses mit Intensität λ entspricht. Mit
Satz 10.2.2 folgt, dass

Πn :=
∑
i∈Z

εniδ i
n

d−→
n→∞

PPP(λdt).

Der Restterm Rn kann wie folgt abgeschätzt werden. Es gilt

|Rn| ≤
∑
i∈Z

∣∣∣log(1 + pn(e−f( i
n

) − 1))− pn(e−f( i
n

) − 1)
∣∣∣ ≤ 1

2

∑
i∈Z

p2
n(e−f( i

n
) − 1)2,

wobei wir die Ungleichung | log(1 + x) − x| ≤ x2/2 für x > 0 benutzt haben. Die Funktion
f hat einen kompakten Träger, also verschwindet sie außerhalb eines Intervalls [−A,A]. Es
folgt, dass höchstens 2An Werte von f(i/n) (und somit höchstens 2An Summanden in der
obigen Summe) ungleich 0 sind. Somit ergibt sich

|Rn| ≤ 2AnMp2
n = o(1),

wobei M das Supremum von (e−f−1)2 ist und wir benutzt haben, dass limn→∞ np
2
n = 0. �

Als Anwendung des obigen Satzes werden wir nun zeigen, dass die Zeitpunkte, zu denen eine
Folge von u.i.v. Zufallsvariablen einen sehr hohen Schwellenwert überschreitet, nach einer
Normierung gegen einen Poisson-Punktprozess konvergieren.

200 400 600 800
0

1

2

3

4

5

Abbildung 1. Überschreitungen eines hohen Schwellenwerts in einer Folge von
u.i.v. Zufallsvariablen

Satz 10.3.2. Seien Xi, i ∈ Z, u.i.v. Zufallsvariablen mit Verteilungsfunktion F . Sei un
eine Folge mit limn→∞ nF̄ (un) = λ ∈ [0,∞). Dann gilt die folgende Verteilungskonver-
genz von Punktprozessen auf R:∑

i∈Z:Xi>un

δ i
n

d−→
n→∞

PPP(λdt).
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Beweis. Betrachte die Zufallsvariablen εni := 1{Xi>un}, i ∈ Z. Diese nehmen Werte 0 und
1 an, und es sei pn := P[εni = 1]. Dann ist

lim
n→∞

npn = lim
n→∞

nP[εni = 1] = lim
n→∞

nF̄ (un) = λ.

Damit sind die Bedingungen von Satz 10.3.1 erfüllt und die Behauptung folgt. �

10.4. Konvergenz der Binomialpunktprozesse gegen die Poisson-Punktprozesse

In diesem Abschnitt beweisen wir einen allgemeinen Satz über die Konvergenz einer Folge
von Binomialpunktprozessen gegen einen Poisson-Punktprozess.

Satz 10.4.1. Für alle n ∈ N seien Yn1, . . . , Ynn : Ω → E u.i.v. Zufallselemente mit
Werten in E und Verteilung µn. D.h. µn sei ein Wahrscheinlichkeitsmaß auf E mit
µn(B) = P[Yn1 ∈ B] für alle Borel-Mengen B ⊂ E. Es gelte außerdem für ein Radon-
Maß µ auf E, dass

nµn
v−→

n→∞
µ.

Dann gilt die folgende Verteilungskonvergenz von Punktprozessen auf E:

Πn :=
n∑
i=1

δYni
d−→

n→∞
PPP(µ).

Beispiel 10.4.2. Seien Yn1, . . . , Ynn gleichverteilt auf dem Quadrat [0,
√
n]2. Dann ist µn ein

Wahrscheinlichkeitsmaß mit der Dichte 1
n
1[0,
√
n]2 und man kann leicht zeigen, dass nµn vage

gegen das Lebesgue-Maß auf der Viertelebene [0,∞)2 konvergiert. Es folgt, dass
∑n

i=1 δYni
gegen einen Poisson-Punktprozess mit Intensität 1 auf der Viertelebene konvergiert.

Beweis von Satz 10.4.1. Sei f ∈ C+
c (E), dann gilt

ψn(f) := E exp

{
−
∑
x∈Πn

f(x)

}
= E exp

{
−

n∑
i=1

f(Yni)

}
= E

n∏
i=1

e−f(Yni).

Wegen der Unabhängigkeit der Zufallsvariablen Yn1, . . . , Ynn kann man diesen Ausdruck wie
folgt schreiben:

ψn(f) =
n∏
i=1

Ee−f(Yni) =
(
Ee−f(Yni)

)n
=

(∫
E

e−f(t)µn(dt)

)n
=

(
1−

∫
E

(1− e−f(t))nµn(dt)

n

)n

.

Wegen nµn(t)
v−→

n→∞
µ(t) für n→∞ folgt schließlich:

ψn(f) =

(
1−

∫
E

(1− e−f(t))nµn(dt)

n

)n

−→
n→∞

exp

{
−
∫
E

(1− e−f(t))µ(dt)

}
,

was das Laplace-Funktional eines Poisson-Punktprozesses mit Intensität µ ist. Mit Satz 10.2.2
folgt, dass Πn in Verteilung gegen PPP(µ) konvergiert. �
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10.5. Konvergenz der extremen Ordnungsstatistiken: Gumbel-Fall

In diesem Abschnitt werden wir zeigen, dass die oberen extremen Ordnungsstatistiken einer
u.i.v. Stichprobe aus dem Gumbel-Max-Anziehungsbereich durch einen Poisson-Punktprozess
approximiert werden können. Die beiden anderen Max-Anziehungsbereiche werden im nächsten
Abschnitt behandelt.

Satz 10.5.1. Seien X1, X2, . . . u.i.v. Zufallsvariablen aus dem Max-Anziehungsbereich
der Gumbel-Verteilung Λ(x) = e−e−x , d.h. es gebe Folgen an ∈ R und bn > 0 mit

(10.5.1)
max{X1, . . . , Xn} − an

bn

d−→
n→∞

Λ.

Dann gilt die folgende Verteilungskonvergenz der Punktprozesse auf R:

Πn :=
n∑
i=1

δXi−an
bn

d−→
n→∞

PPP(e−tdt).

-4 -2 0 2

-4 -2 0 2

-4 -2 0 2

Abbildung 2. Drei unabhängige Realisierungen des Poisson-Punktprozesses
mit Intensität e−t auf R. Das Bild zeigt das Intervall [−5, 3].

Bemerkung 10.5.2. Sei Π der Poisson-Punktprozess mit Intensität e−t auf R. Für jedes
x ∈ R ist die Anzahl der Punkte von Π im Intervall (x,∞) fast sicher endlich, denn es gilt

Π((x,∞)) ∼ Poi

(∫ ∞
x

e−tdt

)
= Poi(e−x).

Insbesondere ist die erwartete Anzahl der Punkte auf der positiven Halbachse gleich 1. Auf
der anderen Seite, ist die Anzahl der Punkte im Intervall (−∞, x) fast sicher unendlich, denn

Π((−∞, x)) ∼ Poi

(∫ x

−∞
e−tdt

)
= Poi(∞).

Wir können also die Punkte von Π absteigend anordnen: Y1 > Y2 > . . . und es gilt limn→∞ Yn =
−∞. Wie ist nun Y1 verteilt? Der obige Satz lässt vermuten, dass Y1 eine Gumbel-Verteilung
haben sollte. Das ist in der Tat richtig, denn

P[Y1 ≤ x] = P[Π((x,∞)) = 0] = e−e−x ,

da Π((x,∞)) ∼ Poi(e−x).
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Beweisidee von Satz 10.5.1. Wir wissen, dass die Konvergenz in (10.5.1) genau dann
gilt, wenn

lim
n→∞

nP[X1 > an + bnt] = e−t

für alle t ∈ R. Wir definieren Yni := Xi−an
bn

für i = 1, . . . , n und µn(B) := P[Yn1 ∈ B] für

B ∈ B(R). Dann gilt für Mengen B der Form [t,∞):

nµn([t,∞)) = nP[Yn1 ≥ t] = nP
[
X1 − an
bn

≥ t

]
−→
n→∞

e−t.

Betrachten wir als nächstes Mengen B der Form [t1, t2):

nµn([t1, t2)) = n · µn([t1,∞))− n · µn([t2,∞)) −→
n→∞

e−t1 − e−t2 =

∫ t2

t1

e−tdt = µ([t1, t2)).

Dieser Beweislogik folgend lässt sich die Konvergenz auch für beliebige relativ kompakte
Borel-Mengen B ⊂ R zeigen:

lim
n→∞

nµn(B) = µ(B),

worauf wir hier verzichten wollen. Mit Satz 10.4.1 folgt die Behauptung. �

Beispiel 10.5.3. Seien X1, X2, . . . unabhängige und identisch exponentialverteilte Zufalls-
variablen mit Parameter 1, d.h. P[Xi > t] = e−t für t > 0. Dann gilt nach Satz 1.2.1

max{X1, . . . , Xn} − log n
d−→

n→∞
e−e−x .

Mit Satz 10.5.1 folgt nun
n∑
i=1

δXi−logn
d−→

n→∞
PPP(e−tdt).

Beispiel 10.5.4. Seien X1, X2, . . . unabhängige und identisch standardnormalverteilte Zu-
fallsvariablen. Wir haben bereits gezeigt, dass√

2 log n (max{X1, . . . , Xn} − an)
d−→

n→∞
e−e−x

mit an =
√

2 log n−
1
2

log logn+log 2
√
π√

2 logn
. Es folgt mit Satz 10.5.1, dass

n∑
i=1

δ√2 logn (Xi−an)
d−→

n→∞
PPP(e−tdt).

Aus der Konvergenz der Punktprozesse in Satz 10.5.1 folgt die Konvergenz der extremen
Ordnungsstatistiken. Wir werden hier keinen exakten Beweis geben. Die Idee besteht darin,
dass man die extremen Ordnungsstatistiken als ein stetiges Funktional des Punktprozesses
ansehen kann. Nach dem Satz über die stetige Abbildung folgt aus der Verteilungskonver-
genz der Punktprozesse die Verteilungskonvergenz der extremen Ordnungsstatistiken. Wir

erinnern an die Notation M
(k)
n = Xn−k+1:n, k = 1, . . . , n.
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Korollar 10.5.5. Unter Voraussetzungen von Satz 10.5.1 gilt für alle r ∈ N

(10.5.2)

(
M

(1)
n − an
bn

, . . . ,
M

(r)
n − an
bn

)
d−→

n→∞
(Y1, . . . , Yr) ,

wobei Y1 > Y2 > . . . die Punkte des Poisson-Punktprozesses Π mit Intensität e−t auf R
seien. Die gemeinsame Dichte von (Y1, . . . , Yr) ist gegeben durch

fY1,...,Yr(y1, . . . , yr) = e−e−yr e−(y1+...+yr)1{y1>y2>...>yr}.

Beweis. ???
Wir bestimmen die gemeinsame Dichte von (Y1, . . . , Yr) an der Stelle (y1, . . . , yr) ∈ Rr. Wir
nehmen an, dass y1 > . . . > yr, denn sonst verschwindet die Dichte wegen Y1 > . . . > Yr.
Wir betrachten unendlich kleine Intervalle (y1, y1 + dy1), . . . , (yr, yr + dyr) und bestimmen
die Wahrscheinlichkeit, dass Y1, . . . , Yr in diesen Intervallen liegen. Damit das der Fall ist,
muss Folgendes eintreten:

• In jedem der Intervalle (yi, yi+dyi) befindet sich ein Punkt des Poisson-Punktprozesses.
Das hat (infinitesimale) Wahrscheinlichkeit e−y1dy1 · . . . · e−yrdyr.
• In den Intervallen (y1 +dy1,∞), (y2 +dy2, y1), . . . , (yr+dyr, yr−1) liegen keine Punk-

te des Poisson-Punktprozesses. Ganz allgemein ist die Wahrscheinlichkeit, dass in
einem Intervall (a, b) keine Punkte liegen, gegeben durch

P[Π((a, b)) = 0] = e−
∫ b
a e−tdt = e−e−a−e−b .

Somit konvergiert die Wahrscheinlichkeit des uns interessierenden Ereignisses für
dy1, . . . , dyr → 0 gegen

e−e−y1 · e−e−y2−e−y1 · . . . · e−e−yr+e−yr−1
= e−e−yr .

Für die Dichte von (Y1, . . . , Yr) erhalten wir die Formel

fY1,...,Yr(y1, . . . , yr) = lim
dy1,...,dyr→0

P[y1 < Y1 < y1 + dy1, . . . , yr < Yr < yr + dyr]

dy1 . . . dyr

= e−e−yr e−(y1+...+yr),

was die Behauptung beweist. �

Bemerkung 10.5.6. Wir hatten bereits in Satz (7.2.5) gezeigt, dass eine Grenzwertvertei-
lung in (10.5.3) existiert, konnten diese allerdings nicht identifizieren. Nun haben wir mit
Hilfe von Poisson-Punktprozessen eine explizite Formel für die Dichte hergeleitet.

Korollar 10.5.7. Unter Voraussetzungen von Satz 10.5.1 gilt für alle k ∈ N

(10.5.3)
M

(k)
n − an
bn

d−→
n→∞

Yk,
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wobei Y1 > Y2 > . . . die Punkte des Poisson-Punktprozesses Π mit Intensität e−t auf R
seien. Die Dichte von Yk ist gegeben durch

fYk(y) = e−e−y e−ky

(k − 1)!
, y ∈ R.

Aufgabe 10.5.8. Seien Y1 > Y2 > . . . die absteigend angeordneten Punkte des Poisson-
Punktprozesses mit Intensität e−t auf R.

(a) Zeigen Sie, dass für jedes r ∈ N

(Y1, Y2, . . . , Yr)
d
=

(
γ +

∞∑
k=1

Ek − 1

k
, γ − 1 +

∞∑
k=2

Ek − 1

k
, . . . , γ −

r−1∑
k=1

1

k
+

∞∑
k=r

Ek − 1

k

)
,

wobei E1, E2, . . . ∼ Exp(1) unabhängige Zufallsvariablen sind und γ die Euler-
Mascheroni-Konstante bezeichnet.
Hinweis: Es seien Z1, Z2, . . .Exp(1) unabhängig. Auf der einen Seite konvergiert
(Zn:n − log n, . . . , Zn−r+1:n − log n) gegen (Y1, . . . , Yr) in Verteilung. Auf der an-
deren Seite kann man Satz 7.3.1 benutzen.

(b) Zeigen Sie: Y1 − Y2 ∼ Exp(1), Y2 − Y3 ∼ Exp(2), . . ., und diese Zufallsvariablen
sind unabhängig.

(c) Zeigen Sie:

EYr = γ −
(

1 +
1

2
+ . . .+

1

r − 1

)
.

In der nächsten Proposition geben wir eine explizite Konstruktion des Poisson-Punktprozesses
Π ∼ PPP(e−tdt) als eine Transformation des homogenen Poisson-Punktprozesses

∑∞
n=1 δPn

mit Intensität 1 an.

Proposition 10.5.9. Es sei
∑∞

n=1 δPn ein homogener Poisson-Punktprozess mit Inten-
sität 1 auf (0,∞). Dann gilt

∞∑
n=1

δ− logPn ∼ PPP(e−tdt).

Beweis. Wir benutzen den Transformationssatz für Poisson-Punktprozesse für die Abbil-
dung T : (0,∞) → R, T (x) = − log x. Sei ν das Lebesgue-Maß auf (0,∞). Mit dem Trans-
formationssatz für Poisson-Punktprozesse folgt:

∞∑
n=1

δT (Pn) ∼ PPP(Tν).

Wir müssen noch nachweisen, dass die Dichte des Bildmaßes Tν gleich e−t ist. Es gilt

(Tν)((a, b)) = ν(T−1((a, b))) = ν((e−b, e−a)) = e−a − e−b =

∫ b

a

e−tdt.

Deshalb folgt die Behauptung. �
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Abbildung 3. Poisson-Punktprozess mit Intensität 1 (horizontale Achse) wird
mit der Transformation T (x) = − log x auf den Poisson-Punktprozess mit Intensität
e−t (vertikale Achse) transformiert.

10.6. Konvergenz der extremen Ordnungsstatistiken: Fréchet und Weibull-Fall

In Satz 10.5.1 haben wir Zufallsvariablen aus dem Max-Anziehungsbereich der Gumbel-
Verteilung betrachtet. Nun formulieren wir einen ähnlichen Satz für den Max-Anziehungsbereich
der Fréchet-Verteilung.

Satz 10.6.1. Seien X1, X2, . . . u.i.v. Zufallsvariablen aus dem Max-Anziehungsbereich
der Fréchet-Verteilung Φα, α > 0, d.h. es gebe eine Folge bn > 0 mit

(10.6.1)
max{X1, . . . , Xn}

bn

d−→
n→∞

Φα.

Dann gilt die folgende Konvergenz der Punktprozesse auf (0,∞):
n∑
i=1

′
δXi
bn

d−→
n→∞

PPP
( α

tα+1
dt
)
.

Dabei bedeutet die Notation
∑′, dass alle Punkte Xi mit Xi ≤ 0 aus der Summe per

Konvention ausgeschlossen werden.

0.0 0.2 0.4 0.6 0.8 1.0

0.0 0.2 0.4 0.6 0.8 1.0

0.0 0.2 0.4 0.6 0.8 1.0

Abbildung 4. Drei unabhängige Realisierungen des Poisson-Punktprozesses
mit Intensität t−2dt auf (0,∞). Das Bild zeigt das Intervall [0, 1].

Bemerkung 10.6.2. Sei Π der Poisson-Punktprozess mit Intensität αt−(α+1) auf (0,∞).
Für jedes x > 0 ist die Anzahl der Punkte von Π im Intervall (x,∞) fast sicher endlich, denn
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es gilt

Π((x,∞)) ∼ Poi

(∫ ∞
x

αt−(α+1)dt

)
= Poi(x−α).

Auf der anderen Seite ist die Anzahl der Punkte im Intervall (0, x) fast sicher unendlich,
denn

Π((0, x)) ∼ Poi

(∫ x

0

αt−(α+1)dt

)
= Poi(∞).

Aufgabe 10.6.3. Es sei Y1 > Y2 > . . . > 0 die absteigende Anordnung der Punkte von
Π. Zeigen Sie, dass Y1 Fréchet-verteilt mit Parameter α ist. Bestimmen Sie die Verteilung
von Yk, k ∈ N, und die gemeinsame Verteilung von (Y1, . . . , Yk).

Beweisidee von Satz 10.6.1. Bedingung (10.6.1) gilt genau dann, wenn

lim
n→∞

nP[X1 ≥ bnt] =
1

tα

für alle t > 0. Wir definieren die Zufallsvariablen Yni = Xi
bn
1{Xi>0}. Es sei µn die Verteilung

von Yni. Wir betrachten zuerst Mengen der Form [t,∞):

nµn([t,∞)) = nP[Yni ≥ t] = nP[X1 ≥ bnt] −→
n→∞

1

tα
.

Betrachten wir nun Mengen der Form [t1, t2) mit 0 < t1 < t2:

nµn([t1, t2)) = nµn([t1,∞))− nµn([t2,∞)) −→
n→∞

1

tα1
− 1

tα2
=

∫ t2

t1

α

tα+1
dt.

Dieser Beweislogik folgend lässt sich die Konvergenz auch für beliebige relativ kompakte
Borel-Mengen B ⊂ (0,∞) zeigen, worauf wir hier verzichten wollen. Es folgt:

lim
n→∞

nµn(B) =

∫
B

α

tα+1
dt.

Damit ist Satz 10.4.1 anwendbar und die Behauptung ist bewiesen. �

Beispiel 10.6.4. Seien X1, X2, . . . u.i.v. Pareto-verteilt mit Parameter α > 0, d.h. P[Xi >
t] = 1

tα
für alle t > 1. Wir haben in Satz 1.2.5 gezeigt, dass Pareto-verteilte Zufallsvariablen

im Max-Anziehungsbereich der Fréchet-Verteilung liegen, nämlich

max{X1, . . . , Xn}
n1/α

d−→
n→∞

Φα.

Mit Satz 10.6.1 gilt dann auf (0,∞):

n∑
i=1

δ Xi

n1/α

d−→
n→∞

PPP
( α

tα+1
dt
)
.

Beispiel 10.6.5. Es seien X1, X2, . . . Cauchy-verteilt mit Dichte 1
Π(1+t2)

, t ∈ R. Wir wissen,

dass
max{X1, . . . , Xn}

n

d−→
n→∞

Φα
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mit α = 1. Somit folgt aus Satz 10.6.1, dass auf (0,∞)∑
i=1,...,n
Xi>0

δXi
n

d−→
n→∞

PPP

(
1

t2
dt

)
.

Aus Symmetriegründen folgt aber auch, dass auf (−∞, 0)∑
i=1,...,n
Xi<0

δXi
n

d−→
n→∞

PPP

(
1

(−t)2
dt

)
.

Man kann sogar beide Fälle vereinigen und zeigen, dass auf E = R\{0} gilt

n∑
i=1

δXi
n

d−→
n→∞

PPP

(
1

|t|2
dt

)
.

Es sei bemerkt, dass wir den Punkt 0 ausschließen müssen, denn die Punkte des Poisson-
Punktprozesses auf der rechten Seite häufen sich an der Stelle 0.

Zum Schluss betrachten wir noch den Max-Anziehungsbereich der Weibull-Verteilung Ψα.

Satz 10.6.6. Seien X1, X2, . . . u.i.v. Zufallsvariablen aus dem Max-Anziehungsbereich
der Weibull-Verteilung Ψα, α > 0, d.h. der rechte Endpunkt x∗ sei endlich und es gebe
eine Folge bn > 0 mit

max{X1, . . . , Xn} − x∗

bn

d−→
n→∞

Ψα.

Dann gilt die folgende Konvergenz von Punktprozessen auf (−∞, 0):
n∑
i=1

δXi−x∗
bn

d−→
n→∞

PPP
(
α(−t)α−1dt

)
.

Beweis. Weggelassen. �

Beispiel 10.6.7. Seien X1, X2, . . . unabhängig und identisch gleichverteilt auf [0, 1]. Es gilt:

n(max{X1, . . . , Xn} − 1)
d−→

n→∞
ex = Ψ1(x), x < 0.

Dann folgt aus Satz 10.6.6, dass

n∑
i=1

δn(Xi−1)
d−→

n→∞
PPP(dt) auf (−∞, 0).

Aus Symmetriegründen gilt auch

n∑
i=1

δnXi
d−→

n→∞
PPP(dt) auf (0,∞).
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10.7. Konvergenz der Rekordzeiten gegen einen Poisson-Punktprozess

Seien X1, X2, . . . u.i.v. Zufallsvariablen mit stetiger Verteilungsfunktion F . Wir benutzen die
Notation Mn = max{X1, . . . , Xn} für das Maximum der ersten n Zufallsvariablen bzw. ξj =
1{Xj>Mj−1}, j = 1, 2, . . . für die Indikatorvariable des Ereignisses, dass zum Zeitpunkt j ein
neuer Rekord aufgestellt wird. Die ebenfalls bereits behandelten Rekordzeiten L(1), L(2), . . .
werden weiterhin wie folgt definiert: L(1) = 1 und

L(n+ 1) = min{j > L(n) : ξj = 1}, n = 1, 2, . . . .

Der nächste Satz behauptet, dass die Folge der Rekordzeiten wie ein Poisson-Punktprozess
aussieht, wenn man sie aus einer sehr großen Entfernung betrachtet.

Satz 10.7.1. Es gilt

Πn :=
∞∑
i=1

δL(i)
n

d−→
n→∞

PPP

(
dt

t

)
auf (0,∞).

Beweis. Wir zeigen die Konvergenz der Laplace-Funktionale. Sei f ∈ C+
c (0,∞). Es gilt

ψn(f) := E exp

{
−
∑
x∈Πn

f(x)

}
= E exp

{
−
∞∑
i=1

f

(
L(i)

n

)}
= E exp

{
−
∞∑
j=1

ξjf

(
j

n

)}
,

weil ξj immer dann 0 ist, wenn kein Rekord an Stelle j vorliegt. Man kann obiges auch wie
folgt schreiben und wegen der Unabhängigkeit der ξj nach Satz von Rényi umformen:

ψn(f) = E
∞∏
j=1

exp

{
−ξjf

(
j

n

)}
=
∞∏
j=1

E exp

{
−ξjf

(
j

n

)}
=
∞∏
j=1

(
1− 1

j
+

1

j
e−f( j

n
)

)
,

wobei sich die letzte Gleichheit ergibt, da ebenfalls mit dem Satz von Rényi P[ξj = 1] =
1− P[ξj = 0] = 1

j
gilt. Es folgt:

logψn(f) =
∞∑
j=1

log

(
1 +

1

j

(
e−f( j

n
) − 1

))
=
∞∑
j=1

1

j

(
e−f( j

n
) − 1

)
+Rn,

wobei hier Rn ein Restterm ist, der, wie wir später zeigen werden, gegen 0 geht, und wir die
Taylorentwicklung log(1 + x) = x+ o(x) im Auge behalten. Definiert man

g

(
j

n

)
=

1

j/n

(
e−f( j

n
) − 1

)
und lässt n gegen unendlich gehen, so folgt:

logψn(f) =
1

n

∞∑
i=1

n

j

(
e−f( j

n
) − 1

)
+Rn −→

n→∞

∫ ∞
0

g(t)dt =

∫ ∞
0

(
e−f(t) − 1

) dt

t
,

wobei wir hier die Konvergenz einer Riemann-Summe gegen das Riemann-Integral benutzt
haben. Schließlich ist zu beobachten, dass

lim
n→∞

ψn(t) = exp

{
−
∫ ∞

0

(
e−f(t) − 1

) dt

t

}
,
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was die Laplace-Transformierte eines Poisson-Punktprozesses auf (0,∞) mit Intensität 1
t

ist.

Zu zeigen ist nur noch, dass limn→∞Rn = 0. Mit der Ungleichung | log(1 + x) − x| ≤ 1
2
x2

ergibt sich, dass

|Rn| ≤
1

2

∞∑
j=1

1

j2

(
e−f( j

n
) − 1

)2

=
1

2n

1

n

∞∑
j=1

g2

(
j

n

)
∼ 1

2n

∫ ∞
0

g2(t)dt −→
n→∞

0,

was die Behauptung beweist. �

Aufgabe 10.7.2. Zeigen Sie: Die Abbildung x 7→ ex bildet einen homogenen PPP auf R
mit Intensität 1 auf einen PPP(dt/t) auf (0,∞) ab.

Aufgabe 10.7.3 (Skalenfreiheit). Zeigen Sie: Ist
∑∞

i=1 δYi ein PPP(dt/t) auf (0,∞) und
c > 0 eine Konstante, so ist

∑∞
i=1 δcYi ein PPP mit der gleichen Intensität.

10.8. Konvergenz gegen den Extremwertprozess

In den vorherigen Abschnitten haben wir Sätze über die Konvergenz der oberen Ordnungs-
statistiken gegen Poisson-Punktprozesse formuliert. Man kann diese Sätze erweitern indem
man die Positionen der Beobachtungen berücksichtigt, wo extrem große Werte auftreten.

Satz 10.8.1. Seien X1, X2, . . . u.i.v. Zufallsvariablen aus dem Max-Anziehungsbereich
der Gumbel-Verteilung Λ(x) = e−e−x , d.h. es gebe Folgen an ∈ R und bn > 0 mit

(10.8.1)
max{X1, . . . , Xn} − an

bn

d−→
n→∞

Λ.

Dann gilt die folgende Verteilungskonvergenz der Punktprozesse auf [0, 1]× R:

Πn :=
n∑
i=1

δ( in ,
Xi−an
bn

)
d−→

n→∞
PPP(ds× e−tdt).

Beweis. Weggelassen. �

Der Punktprozess auf der rechten Seite kann wie folgt konstruiert werden. Seien Y1 > Y2 > . . .
die Punkte des Poisson-Punktprozesses mit Intensität e−t auf R. Unabhängig davon seien
U1, U2, . . . u.i.v. Zufallsvariablen, die gleichverteilt auf dem Intervall [0, 1] sind. Dann gilt

∞∑
i=1

δ(Ui,Yi) ∼ PPP(ds× e−tdt).

Der obige Satz macht den folgenden “funktionalen Grenzwertzsatz” für den Maximumspro-
zess plausibel. Zuerst benötigen wir eine Definition.
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Abbildung 5. Poisson-Punktprozesse aus Sätzen 10.8.1 und 10.8.4.

Definition 10.8.2. Der stochastische Prozess {Zt : t ∈ [0, 1]} mit

Zt = max
i∈N : Ui≤t

Yi

heißt der Gumbel-Extremwertprozess.

Satz 10.8.3. Unter Voraussetzungen von Satz 10.8.1 konvergiert der Prozess

{(M[nt] − an)/bn : t ∈ [0, 1]}
gegen den Gumbel-Extremwertprozess im Sinne der endlich-dimensionalen Verteilungen.
D.h. für alle 0 < t1 < . . . < tk ≤ 1 gilt(

M[nt1] − an
bn

, . . . ,
M[ntk] − an

bn

)
d−→

n→∞
(Zt1 , . . . , Ztk).

Beweis. Weggelassen. �

Ähnliche Sätze kann man auch für die beiden anderen Max-Anziehungsbereiche formulieren.
Wir betrachten hier nur den Fréchet-Fall.
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Satz 10.8.4. Seien X1, X2, . . . u.i.v. Zufallsvariablen aus dem Max-Anziehungsbereich
der Fréchet-Verteilung Φα, α > 0, d.h. es gebe eine Folge bn > 0 mit

(10.8.2)
max{X1, . . . , Xn}

bn

d−→
n→∞

Φα.

Dann gilt die folgende Konvergenz der Punktprozesse auf [0, 1]× (0,∞):
n∑
i=1

′
δ( in ,

Xi
bn

)
d−→

n→∞
PPP

(
ds× α

tα+1
dt
)
.

Dabei bedeutet die Notation
∑′, dass alle Punkte Xi mit Xi ≤ 0 aus der Summe per

Konvention ausgeschlossen werden.

Beweis. Weggelassen. �

Abbildung 6. Eine Realisierung des Fréchet-Extremwertprozesses aus Satz 10.8.4.

10.9. Allgemeiner Extremwertprozess

Seien X1, X2, . . . unabhängige und identisch verteilte Zufallsvariablen mit Verteilungsfunk-
tion F . Sei Mn = max{X1, . . . , Xn}. Es gilt M1 ≤ M2 ≤ M3 ≤ . . .. Im nächsten Satz
beschreiben wir die endlich dimensionalen Verteilungen des Prozesses M1,M2, . . ..
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Satz 10.9.1. Seien t1 < t2 < . . . < tk, mit ti ∈ N0 und x1, . . . , xk ∈ R. Die Verteilung
von (Mt1 , . . . ,Mtn) ist gegeben durch:

P[Mt1 ≤ x1, . . . ,Mtk ≤ xk]

= F tk−tk−1(xk)F
tk−1−tk−2(min{xk−1, xk}) · . . . · F t1(min{x1, . . . , xk}).

Bemerkung 10.9.2. Es gilt die Markov-Eigenschaft:

P[Mn+1 ≤ u|M1 = m1, . . . ,Mn = mn] = P[Mn+1 ≤ u|Mn = mn].

Der nächste Satz zeigt, dass man den Maximumsprozess (Mt)t∈N in einen Extremwertprozess
(Zt)t≥0 in stetiger Zeit einbetten kann. Es sei x∗ bzw. x∗ der linke bzw. der rechte Endpunkt
der Verteilungsfunktion F .

Satz 10.9.3. Sei Π =
∑∞

k=1 δ(Xk,Yk) ∼ PPP(µ) auf [0,∞)× (x∗, x
∗] mit

µ((a, b]× (c, d]) = (b− a) · (logF (d)− logF (c)).

Sei Zt = sup{Yk : Xk ≤ t} mit t ≥ 0. Dann gilt

(Mt)t∈N
d
= (Zt)t∈N.

Beweis. Seien t1 < t2 < . . . < tk mit ti ∈ N, dann gilt:

P[Zt1 ≤ u1, . . . , Ztk ≤ uk] = P[Π(Aj) = 0 für alle j = 1, . . . , k] = P
[
Π
(
∪nj=1Aj

)
= 0
]
,

wobei hier
Aj = [tj−1, tj]× (min{uk, uk−1, . . . , uj}, x∗).

Obiges lässt sich, da Π ein Poisson-Punktprozess ist, zu Folgendem vereinfachen:

P[Zt1 ≤ u1, . . . , Ztk ≤ uk] = e−µ(∪
k
j=1Aj) =

k∏
j=1

e−µ(Aj) =
k∏
j=1

e(tj−tj−1) logF (min{uk,uk−1,...,uj}).

Somit gilt
P[Zt1 ≤ u1, . . . , Ztk ≤ uk] = P[Mt1 ≤ u1, . . . ,Mtk ≤ uk].

�

Beispiel 10.9.4. Für F (x) = e−e−x stimmt der Prozess Zt mit dem oben eingeführten
Gumbel-Extremwertprozess überein.

Kommentare

[22].

***
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